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Ciel'om diplomovej price je aplikovat’ postupy objavovania znalosti a objavit’ typické vzory
spravania sa Studentov v zdznamoch o pouZzivani vyucbovych adaptivnych hypermedidlnych
(AH) systémov. Objavené vzory maju slizit’ ako zdklad pre skvalitnenie prispdsobovania AH
systémov.

V praci analyzujeme tdaje zaznamendvané v AH systémoch, pricom cielom je
vyhodnotit’ vhodnost’ ich pouZitia v procese objavovania znalosti. Navrhujeme niekol’ko
moZznych spdsobov vyuZitia objavenych znalosti — vzorov sprdvania sa, zameriavame sa
predovSetkym na odporicanie konceptov Studentom pocas ich priace s AH systémom.
Vysledkom je ndvrh procesu pre objavovanie znalosti, ktory sme prisposobili pre AH
systémy.

Prezentujeme navrhnuti architektiuru systému na odporicanie navigacie, ktory realizuje
proces objavovania znalosti opisany v prici. Architektira je nezdvisld od pouzit¢tho AH
systému. TaktieZ pamitd na prezenticiu objavenych znalosti autorovi obsahu AH systému.
Navrh sme overili implementdciou prototypu, ktory realizuje velkd cast’” navrhnutého
systému. Prototyp vytvara odporucania (vo forme postupnosti relevantnych konceptov) pre
pouzivatelov AH systémov. Na overenie a vyhodnotenie prototypu sme pouZili redlne tidaje
zo systému ALEA.
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The objective of this thesis is to discover potential patterns in usage data collected by
educational adaptive hypermedia (AH) systems by means of knowledge discovery.
Discovered usage patterns are used to improve adaptive behavior of AH systems.

In this work, we analyze data collected by AH systems and evaluate their suitability for
use in the process of knowledge discovery. We propose several possible applications of
discovered knowledge — usage patterns, while focusing on recommendation of relevant
concepts to the students during their learning session. This resulted in a proposal of
knowledge discovery process adapted for AH systems.

We devised an architecture of the software system, which follows proposed knowledge
discovery process. The architecture is independent of underlying AH system. It also deals
with presentation of discovered knowledge to the author of the adaptive course. To verify our
design we developed a prototype, which covers the most of functionality of proposed system.
The prototype is carries out recommendations (in the form of sequences of relevant concepts)
for users of AH systems. Real usage data from AH system ALEA were employed in order to
test and evaluate the prototype.
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1 Uvod

V poslednych rokoch Internet zaznamenal obrovsky rozmach. S rozvojom Internetu sa
zmenila aj povaha aplikécii — rozhranie, ktoré spristupiiuje funkcionalitu aplikicie cez siet’ je
dnes uz sicastou mnohych systémov. Svoje miesto na poli webovych aplikicii si pomaly
zacinaju nachadzat’ aj adaptivne hypermedidlne (AH) systémy. Nie je prekvapenim, Ze jednou
z rozsiahlych oblasti vyuzitia takychto systémov si priave systémy na podpory vyucby
a vzdeldvania. Je to prirodzené, ved kazdy Student md odliSny spdsob vnimania a ucenia
predkladanych materidlov a preto je vyhodné, ak mu vyucbovy systém dokédze ulahcit’ jeho
Stidium tym, Ze mu prisposobuje prezenticiu domény ako aj navigiciu v nej.

Vyucbové AH systémy sa obyCajne prispdsobuji pouzivatelovi na zdklade tzv.
Specifikacie prispOsobovania, ktord ma Casto podobu pravidiel. Je ulohou autora obsahu AH
systému, aby vytvoril vhodnu sadu pravidiel, ktord zabezpeci o najlepsie prispdsobovanie sa
Studentovi. Zostavenie takychto pravidiel nemusi byt jednoduchd tdloha, nakolko si to
vyZaduje dobrd znalost’ o doméne, ktord AH systém predkladd, ako aj o vhodnych postupoch
Studentov pri Stddiu konkrétnej problémovej oblasti (napr. pri uceni sa programovat).
Pozorovanim sprdvania sa pouZivatelov pri pouZivani systému mdZeme objavit postupy
Studia, ktoré st spolo¢né pre vicsie skupiny Studentov. Vyuzitim prostriedkov na objavovanie
znalosti mdzZeme tieto postupy Stddia ndjst’ a vyuZit' ich na skvalitnenie prisposobovania
(vyucbovych) AH systémov pouZivatel'ovi.

V préaci sa zaoberdame moznostami objavovania znalosti v zdiznamoch o pouzivani AH
systémov aich vyuZitia na skvalitnenie prispdsobovania AH systému. Prvym cielom je
navrhntt’ postup na objavovanie a vyuzitie znalosti v AH systémoch a definovat’, aké udaje su
pre tento proces potrebné. DalSou tlohou je navrhnit prostriedok, ktory navrhnuty proces
bude realizovat’.

Nakol’ko zdznamy o pouzivani AH systémov obsahuji predovsetkym tdaje o tom, ktoré
koncepty pouZivatel’ navstivil pri Stidiu problémovej oblasti, objavené znalosti maji povahu
charakteristickych postupnosti alebo skupin konceptov. Takyto druh znalosti moZno vyuZzit
napriklad na odpordcanie relevantnych konceptov Studentovi a pomodct mu tak lepSie
zvladnut’ navigéciu v systéme.

Prva Cast’ prace obsahuje vSeobecny tivod do problematiky AH systémov. Déraz pri tom
kladieme na vyucbové AH systémy a ich Specifikd. Si¢asnym stavom v objavovani znalosti
vo vyucbovych AH systémoch sa zaoberd druhd Cast. Okrem analyzy udajov vhodnych na
objavovanie znalosti sa venuje aj roznym technikdm objavovania znalosti a moZnostiam
vyuZzitia tychto znalosti. V nasledujicej Casti opisujeme ndvrh procesu na objavovanie
znalosti v AH systémoch. Piata Cast’ predstavuje systém na odporiCanie navigécie, jeho



scendre pouzitia, architektiru apouZzité algoritmy. Takisto je v nej opisany prototyp
uvedeného systému. Experimentom s prototypom aich vysledkom je venovand poslednd,
Siesta Cast’.

Vysledky tejto prdce sme prezentovali aj formou ¢lankov, ktoré sme zaslali na dve
konferencie. Prispevky [17,18] najdete v prilohdch A a B. DalSie prilohy obsahuji formélne
zapisy navrhnutych algoritmov, priru¢ku pre spravcu systému, opis rozhrani tried systému,
schému databdzy a ukdzku reprezentdcie bazy znalosti systému, ako aj ukdzku zdrojového
kodu. Poslednou prilohou je Struktira adresarov prilozeného CD spolu s ich opisom.



2 Vyucbové adaptivne hypermedialne syst€émy

V nasledujicej Casti blizSie predstavime adaptivne hypermedidlne (AH) systémy, zdkladné
principy ich fungovania a naznacime oblasti ich pouZitia. PodrobnejSie sa budeme venovat
vyu¢bovym AH systémom, ktoré si primdrnym predmetom zdujmu tejto prace. Na zdver
uvedieme charakteristiku a porovnanie dvoch vyucbovych AH systémov, pricom
sa zameriame na tie aspekty, ktoré povazujeme pre tito pracu za doleZzité.

2.1 Adaptivne hypermedialne systémy

Adaptivne hypermedidlne (AH) systémy si $pecidlnou rodinou hypermedidlnych' systémov,
ktoré sa snazia prispdsobovat’ pouZzivatel'ovi, ktory s nimi pracuje. Pri prispdsobovani sa
pritom berud do tvahy jednak preferencie pouZivatel'a, ale aj znalosti o jeho predchadzajicich
aktivitich v systéme (ak su nejaké k dispozicii). Na reprezenticiu znalosti o pouZivatel'ovi
slizi model pouZzivatela. Typickymi atribitmi modelu pouZivatela st napriklad jeho
preferencie, pocet navstev jednotlivych konceptov alebo troven jeho znalosti o konceptoch
(¢i uz zadand samotnym pouzivatelom alebo vypocitand systémom).

Hlavnym cielom AH systémov je ulah¢it navigdciu v Castokrdt rozsiahlom
hypermedidlnom priestore a poskytnit pouZivatelovi tie informdcie, ktoré si pre neho
vhodné (vzhl'adom na jeho preferencie, zdujmy, ¢i znalosti o oblasti). Na dosiahnutie svojho
ciel'a sa AH systémy prisposobujui pouZzivatel'ovi v dvoch zdkladnych oblastiach [8]:

1. Adaptivna prezentdcia obsahu

Tato oblast’ sa niekedy zvykne delit na dve samostatné Casti: prispdsobovanie
vzhl'adu prezenticie a prispdsobovanie obsahu prezenticie.

Pod prisposobovanim vzhl'adu prezenticie rozumieme techniky, ktoré pouZivatel'om
zobrazuju ten isty obsah, ale v roznej forme. Prikladom takychto technik moze byt
napriklad zmena poradia a rozmiestnenia jednotlivych fragmentov na stranke, rozne
Styly zobrazenia, farby alebo fonty.

Pri prispdsobovani obsahu sa pouzivatelovi prezentuji rézne verzie daného
konceptu. Ako priklad mdzu poslizit’ rozne verzie pre zacinajucich a pokrocilych
pouzivatelov. Vyber vhodnej verzie potom zdvisi od drovne znalosti pouZivatel'a
o téme.

'V tejto praci sa viak nezameriavame na multimedidlnu povahu informaénych zdrojov, informaény priestor
chiapeme ako mnozinu uzlov (konceptov), ktoré st prepojené vzt'ahmi (napr. odkazmi).



2. Adaptivna navigdcia

Neoddelite'nou sicastou hypermedidlneho priestoru st odkazy medzi jeho prvkami.
Definuji vztahy medzi jednotlivymi prvkami priestoru a usmeriiuji pouZzivatel'a pri
jeho prezerani. Princip adaptivnej navigacie spociva v prisposobovani tychto odkazov
pre jednotlivych pouZivatel'ov. Podl’a [8], ndstup tzv. systémov na odporicanie (angl.
recommender systems) nds nuti rozliSovat dve formy adaptivnej navigécie:
prisposobovanie statickych odkazov (teda tych, ktoré boli definované v Case
vytvdrania obsahu AH systému) a generovanie novych odkazov.

Prisposobovanie existujicich odkazov mdze mat mnoho foriem. NajcastejSie
pouzivanymi technikami sd: skryvanie odkazov, ich usporadivanie a anotécia
odkazov (vizudlne oznacovanie vztahu odkazov k danej téme).

Prikladom generovania novych odkazov mdZe byt odporicanie relevantnych
dokumentov k danej téme, ¢i uz na zdklade pribuznosti medzi jednotlivymi
konceptmi, alebo zalozené na informdcidch o pouZivani systému ostatnymi
pouzivate'mi. Samozrejme, techniky ako usporadivanie alebo anoticia odkazov su
aktudlne aj pre generované odkazy.

Adaptivne hypermedidlne systémy nachddzaji Siroké moznosti uplatnenia v réznych

oblastiach. Prikladom mo6Zu byt on-line informacné systémy, on-line help systémy alebo

hypermédid pre ziskavanie informécii [8]. Pravdepodobne najvdcSou oblastou, kde sa AH

systémy udomdcnili, je oblast vyugbovych systémov. Specifikami takychto AH systémov sa

podrobnejSie zaoberame v nasledujicej kapitole.

2.2 Specifika vyugbovych adaptivnych hypermedialnych systémov

Vyucbové AH systémy maji niekolko typickych ¢ft, ktorymi sa odliSuji od AH systémov

iného zamerania. Okrem tradi¢nych metdd prispésobovania (adaptivna prezentacia obsahu a

adaptivna navigdcia) nachddzame vo vyucbovych AH systémoch eSte dalSie Specifické

metody prispOsobovania, ktoré maji svoj povod v inteligentnych vyucbovych systémoch

(angl. Intelligent Tutoring Systems) (podl'a [6,7]):

1.

Urcenie poradia Stiidia tém (angl. curriculum sequencing)

Cielom je urcit’ poradie, v akom by mal Student témy problémovej oblasti preberat’.
MobzZeme rozliSit’ usporiadanie na vysokej trovni (poradie konceptov) a nizkej drovni
(poradie uloh — fragmentov v rdmci konceptu).

Inteligentnd analyza riesSeni (angl. intelligent analysis of solutions)

Na zdklade inteligentného vyhodnotenia rieSeni problémov je mozné poskytnit
Studentovi vhodnu spétnd vézbu a aktualizovat’ jeho model pouZivatela. Spétnd vizba
pre pouZivatel'a samozrejme nezdvisi iba od samotného rieSenia, ale aj od aktudlneho
stavu modelu pouZivatela. Prikladom moézZe byt napriklad chyba v odovzdanom



rieSeni. Studentovi, ktory ma vysokd tdrovefi znalosti o téme, systém odporuéi, aby si
svoje rieSenie eSte raz prekontroloval (pravdepodobne iSlo o chybu z nepozornosti,
preklep a pod.). Na druhej strane, Studentovi s mensimi vedomostami systém navrhne
dodato¢né materiély, ktoré by si eSte mal presStudovat’.

3. Interaktivna pomoc pri rieseni problémov (angl. interactive problem solving support)

Vyucbovy AH systém mdze pri rieSeni problémov viest' Studenta krok za krokom.
Rozdelenie riesenia na kroky umoZziuje systému sledovat’ spravanie sa pouZivatel'a
pocas rieSenia problémov, vhodne aktualizovat' jeho model ana jeho zdklade mu
poskytnit’ pomoc pri rieSeni.

4. RieSenie problémov na zdklade prikladov (angl. example based problem solving)

Pri rieSeni problému mdze systém Studentovi odporucit’ odkazy, ¢i uz na vzorové
rieSenia podobnych problémov, alebo na rieSenia problémov, ktoré Student vyriesil v
minulosti.

Hypermedidlny priestor, ktory vyu¢bové AH systémy pokryvaji nie je zvy€ajne vel'mi
rozsiahly a spravidla je zamerany na jednu oblast’ (napr. vyucba programovania). Cielom
pouzivatela (Studenta) je zvladnut’ celd problémovi oblast’. Primdrnou dlohou AH systému je
v tomto pripade odporucit’ Studentovi vhodné poradie konceptov. Treba si uvedomit, Ze
vacSina pouZivatelov spoCiatku nemd Ziadne znalosti z danej oblasti, a prave pre tychto
Studentov je ,,to spradvne* poradie konceptov vel'mi doleZité.

Studenti pri vyuZivani vyugbového systému zvyéajne postupuji podla uréitych vzorov
(niekedy nazyvanych aj $tyly udenia). Ulohou systému teda je, aby tieto vzory spravania sa
odhalil (napr. z historickych zdznamov o pouzivani systému) a aby na ich zdklade viedol
pouzivatel'a pri Stidiu. To si vyzaduje analyzovat vzdeldvacie aktivity pouZivatelov v
systéme. Technikami pre taktto analyzu sa podrobnejSie zaoberame v Casti 3.2.

Vyznamnu udlohu v modeli pouZivatel'a vo vyu¢bovych AH systémoch zohrdva droven
znalosti pouzivatela o jednotlivych konceptoch. PouZivatelom s vysokou troviiou znalosti
otéme sa moZu zobrazovat dopliiujice informécie, anaopak, pouZivatelom s hor$im
poznanim konceptu sa mdzu niektoré jeho pokrocilé Casti skryt'.

Zaujimavym problémom je, ako zistit’ irovenl znalosti Studenta o danej téme. Len tazko
mozno zo spravania sa Studenta v systéme spolahlivo vypozorovat, aké mda znalosti
o konceptoch. Zvyc€ajne je na to potrebnd spitnd vizba od pouZivatel'a. Takouto spitnou
vizbou moze byt napriklad vyplnenie elektronického dotaznika s testom alebo jednoducho
stlacenie gombika ,,Pochopil som danid tému®. Takisto tu existuje moZnost vyhodnotit
znalosti pouZivatela na =zdklade externych informdcii, ako sd napriklad hodnotenia
priebeznych testov alebo skuSok. Informéciu o drovni vedomosti (a teda o UspeSnosti, resp.
nedspeSnosti) Studentov mdZeme s vyhodou vyuZzit' pri ohodnocovani ndjdenych vzorov
spravania sa, resp. uzZ pri vybere idajov pre vyhl'addvanie tychto vzorov.



Samotnd vyucba programovania pomocou prikladov obsahuje eSte niekol'ko Specifickych
aspektov. Ukazuje sa, Ze je vhodné rozliSovat rdozne druhy (textovych) informacii
v systéme [14], ako na vySSej drovni konceptov (vysvetlujice texty, programové schémy,
priklady), tak aj na niZSej drovni fragmentov (text, priklad, rieSenie prikladu, pomdcka pri
rieSeni). Existencia réznych druhov konceptov, resp. fragmentov ndm poskytuje uzitocnd
formu abstrakcie, ktord moze prispiet’ k skvalitneniu vysledkov objavovania vzorov spravania
sa Studentov. Namiesto hl'adania vzorov na urovni konceptov moéZzeme hladat’ vzory aj na
urovni ich druhov.

2.3 Priklady vyucbovych adaptivnych hypermedialnych systémov

V tejto kapitole uvedieme dva priklady vyuc¢bovych AH systémov. PodrobnejSie sa vyjadrime
k ddajom, ktoré ndm systémy poskytuji o spravani sa pouZivatel’a v nich a k spésobu uloZenia
tychto udajov.

AHA!

Systém AHA! (verzia 2.0) [3,10] je univerzdlny” AH systém vyvijany na Technickej
univerzite v Eindhovene. V sicasnosti sa najviac vyuZiva vo vyskumnych projektoch alebo na
podporu vyucby.

Zakladnou jednotkou obsahu systému je koncept. Kazdy koncept mdze mat’ priradenych
viac atribitov (napr. droven znalosti pouZivatela o koncepte) a pravidiel prispdsobovania,
ktoré sa vyhodnocuju pri kazdej ndvSteve konceptu. AHA! pouZiva tzv. prekryvny model
pouzivatela — obsahuje teda atribity vSetkych konceptov pre jednotlivych pouZivatel'ov.
Systém vyuziva obe spominané zdkladné techniky adaptacie — adaptivnu prezentaciu obsahu
(podmienené zobrazovanie fragmentov jednotlivych strdnok, neexistuje spolocnd baza
fragmentov) a adaptivnu navigdciu (ukryvanie a ozna¢ovanie odkazov). Podporuje vytvaranie
testov, ktorych vysledky moZu byt uZitoénym zdrojom na zistenie Urovne znalosti
pouZzivatel'a o tom-ktorom koncepte.

Systém pouziva na uloZenie pravidiel prispdsobovania a modelu pouZivatela siborovy
systém (subory vo formite XML) alebo databazu (MySQL). Jediné informécie, ktoré su
k dispozicii, si hodnoty atribitov v modeli pouzivatela. Sucasnd verzia systému (2.0)
nevytvdra zdznamy o ndvSteve jednotlivych konceptov ani o Case strdvenom na tychto
konceptoch. Neddvno bola spristupnend verzia (3.0) tohto systému, ktord ukladd informdcie
o pristupe pouzivatel'ov do systému ako aj zmeny modelu pouzivatel'a do XML siborov.

* Povodne viak vznikol ako systém na podporu vyucby, preto sme ho zaradili do skupiny vyuébovych AH
systémov.



ALEA

Systém ALEA je vysledkom diplomovej prace Radovana Kostelnika [14]. PouZiva sa na
podporu vyucby predmetu Funkciondlne a logické programovanie na Fakulte informatiky
a informacnych technolégii STU v Bratislave.

Podobne ako v systéme AHA!, tak aj v systéme ALEA je zdkladnym prvkom domény
koncept. Doména je modelovand ako orientovany graf, ktorého uzly su koncepty a hrany
vztahy medzi nimi. Systém umozZiuje ku kaZzdému vzt'ahu zadefinovat’ aj jeho druh (napr.
vztah rodi¢-potomok, priklad, text, schéma) a vytvorit’ tak komplexny model domény. Kazdy
koncept v systéme je moZné spojit’ viacerymi fragmentmi, ktoré si uloZené v spolo¢nej baze.
Je pritom zadefinovanych viac druhov vztahov medzi konceptom a fragmentom, napriklad
text, priklad, ndvod na rieSenie alebo rieSenie prikladu. Systém umoZiiuje vytvérat aj tzv.
stratégie pre prispdsobovanie a zdroveil zabezpecuje vyber vhodnej stratégie pre pouZivatel'a
na zdklade vopred stanovenych pravidiel. Na prispdsobovanie pouZivatelovi sa pouZiva
technika usporadivania fragmentov a technika anotédcie odkazov. Okrem statickych odkazov
priamo vo fragmentoch systém generuje a anotuje aj tzv. kontextové odkazy na zdklade
modelu domény. Ddélezitym prvkom je aj podpora vedenia pouzivatel'a pomocou $pecidlneho
tla¢idla ,,.Dalej*, ktoré §tudentovi na zaklade jeho znalosti vyberie d’al§iu tému na $tidium.

Na uloZenie informécii sa pouziva databdza Microsoft Access. Zaznamendva sa podrobna
informdcia o akcidch pouZzivatela v systéme: ktoré koncepty navstivil, kedy ich navstivil a
kol'kokrat ich navstivil.

Porovnanie systémov

Z hladiska poskytovanych tidajov sa pre overenie vysledkov tejto price ako vhodnejsi javi
systétm ALEA, ktory si na rozdiel od syst¢ému AHA! ukladd do databdzy udaje a aktivitach
Studenta v systéme. V systéme AHA! by bolo potrebné doplnit’ podporu pre zaznamendvanie
potrebnych informdcii alebo by sa tieto tdaje museli ziskat' zo zdznamov webového servera,
na ktorom by bol systém nasadeny. DalSou alternativou je pouZit vyvojovi verziu tohto
systému, ktord uz podporuje zaznamendvanie idajov o svojom pouZzivani.

Informéacia o vztahoch medzi konceptmi, resp. fragmentmi pritom modzZe prispiet
k skvalitneniu vysledkov objavovania vzorov sprdvania sa Studentov. Systém ALEA
umoznuje vybudovat’ komplexny model domény — poskytuje moznost’ zadefinovania réznych
vztahov medzi konceptmi. V systéme AHA! je tito moZnost obmedzend. Takisto nie je
mozné zadefinovat’ r6zne druhy vztahov medzi konceptmi a fragmentmi.

Pre kazdy koncept je systéme AHA! moZné urc¢it’ vlastni mnoZinu atribitov. Autor obsahu
ma potom viac moznosti, ako vytvorit’ pravidld pre zistenie drovne znalosti o koncepte.
V systétme ALEA su atribity pevne dané (pocCet ndvStev, Cas poslednej navstevy, Ci
pouzivatel oznacil koncept ako pochopeny a droveinn znalosti). Pre ucely tejto price je
najvyznamnejsim atribitom drovenl znalosti. Tento atribit poskytuji oba systémy, aj ked’ na
roznej trovni podrobnosti (ALEA: 4 drovne <0,3>, AHA!: celé ¢islo z intervalu <0,100>).



Systém AHA! navySe umoZiiuje vytvarat' testy, vysledky ktorych mdzu slizit’ na presnejSie
zistenie drovne znalosti o konceptoch.



3 Objavovanie znalosti v AH systémoch — sucasny stav

3.1 Udaje pre objavovanie znalosti

Adaptivne hypermedidlne systémy ndm poskytuji niekol’ko rdéznych druhov udajov, ktoré
mdzu slazit ako zdklad pre objavovanie znalosti. V nasledujicich kapitolach
charakterizujeme tieto udaje a nazna¢ime mozZnosti ich vyuZitia v procese objavovania
znalosti.

Zaznamy o navstivenych konceptoch (resp. zobrazenych fragmentoch)

Je zrejmé, Ze prave udaje o tom, ktoré koncepty pouZivatel’ navstivil pri svojej predoslej praci
st najcennej$im zdrojom znalosti o sprdvani sa pouzivatela. Hovoria ndm o tom, ktorym
Castiam pouzivatel venoval zvySend pozornost, kam sa Casto vracal, ¢i v akom poradi sa
rozhodol Studovat’ jednotlivé koncepty domény. Idedlne je, ak vieme zo zdznamov zistit
jednotlivé prl’stupy3 pouzivatela do systému, atak ohrani¢it' jeho jednotlivé vzdeldvacie
aktivity.

Udajom, ktory méZe prispiet’ ku spresneniu vysledkov objavovania znalosti, je aj &as
zobrazenia konceptov, resp. €as, ktory pouzivatel’ na konceptoch stravil. Tento udaj sa da
vyuzit' napriklad pri vyhodnocovani podobnosti vzdeldvacich aktivit pouZivatelov [12].
Mnozstvo €asu, ktory Student stravil na koncepte, sa da 'ahko odhadnit’ na zdklade rozdielu
casovych znaciek navstev jednotlivych konceptov. Tu vSak nardZame na problém ziskavania
spolahlivych a doveryhodnych hodndt. Nevieme totiz s istotou povedat, ¢i sa Student
skutoCne zaoberal Stidiom predkladanej latky. Na ziskanie presnejSiecho odhadu mnozstva
casu strdveného Stidiom zobrazovanych strdnok sa Casto pouZivaji programy na strane
klienta [23].

O aktivitich pouZivatel'ov si vicSinou systémy vedd zdznamy vo vlastnej réZii (napr.
v databaze alebo samostatnom subore). V opacnom pripade je moZné na ziskanie tychto
udajov pouZzit zdznamy z webového servera, nakolko drvivd vacSina vyucbovych AH
systémov je v sucasnosti realizovand ako webové aplikécie.

Druhy konceptov/fragmentov a vztahy medzi nimi

Znalost’ druhov konceptov a fragmentov je pri vyucbe programovania pomocou prikladov
vyznamnd. Pomdze ndm odliSit, ktoré koncepty predstavuji vSeobecnd informéciu (napr.
programovi schému), aktoré naopak konkrétnu informdciu (napr. konkrétny priklad —

> Pod pojmom pristup rozumieme navitivené stranky od prihldsenia pouZivatela do systému aZ po jeho
odhldsenie (angl. access session).



aplikéciu programovej schémy). Na drovni fragmentov potom dokaZeme rozlIiSit’, ¢i si Student
pri rieSeni prikladu pozrel aj pontkand pomdcku, alebo ¢i preSiel priamo na rieSenie prikladu.
Toto vSetko ndim umoZni objavovat’ vzory spravania sa aj na d’alSej drovni — na Grovni typov
konceptov alebo fragmentov.

Koncepty v doméne su vacsinou usporiadané vo forme stromu, podobne ako kapitoly
v knihe. Ked mdme k dispoziciu informdciu o vztahoch medzi konceptmi, dokdZeme
odhalovat’ vzory sprdvania na roznych trovniach ich hierarchie. Udaje o $truktire domény
ako aj o druhoch konceptov a fragmentov su zvyCajne uloZené v databdze systému alebo
v Struktdrovanom textovom stbore (Casto vo formate XML).

Urover vedomosti pouZivatela o konceptoch

Udaj o tom, na akej trovni $tudent ovlada tému prezentovani v koncepte, po&ita AH systém
na zdklade pravidiel zadanych autorom obsahu. Primédrne sa vyuZiva pri prisposobovani
prezenticie alebo navigicie pouzivatelovi, ale mdézeme ho pouzit' aj ako kritérium na
ohodnotenie  jednotlivych  pouZivatelov. Pred samotnym  procesom  hl'adania
charakteristickych vzorov sprdvania sa si potom mdzeme vybrat’ cielovi skupinu Studentov

vypocitany systémom, treba pri jeho vyuZiti zohl'adnit’ jeho presnost’ a objektivnost’.

Uroveit vedomosti Studenta je najéastejSie sdi¢astou modelu pouZivatela v systéme.
Vzhladom k tomu, Ze sa zaoberdme vyucbovymi AH systémami, asi tazko by sme nasli
systém, ktory by uroven vedomosti v nejakej forme nepocital. VicSina systémov model
pouzivatel'a ukladd do databdzy alebo samostatného suboru, a preto nie je problém tento tidaj
zo systému ziskat’.

Vysledky testov

Testovanie Studenta je presnejSou formou zistenia jeho znalosti o problematike. V kombindcii
surovitou vedomosti vypocitanou systémom mdze pomdct spresnit ohodnotenie
pouzivatelov. Vysledky testov su sice ur¢itym ohodnotenim trovne vedomosti Studenta, ale
povazovali sme za potrebné uviest’ ich samostatne, nakol'’ko ich povazujeme za spolahlivejsie.
Tento fakt je treba zohl'adnit’ aj pri ich vyuziti v procese hl'adania vzorov sprivania sa.

Pri testoch mdZzeme brat do tdvahy jednak ich celkové vysledky (napr. na celkové
ohodnotenie Studenta), ale zaujimavé su aj odpovede na jednotlivé otdzky testu. Tieto
odpovede ndm umoZnia vytvorit' si presnejS$i obraz o vedomostiach Studenta. V takomto
pripade je ale potrebné namapovat’ otdzky, resp. odpovede testu, na jednotlivé koncepty
a zadefinovat, akej drovni vedomosti Studenta zodpoved4 jeho odpoved’.

Niektoré vyucbové AH systémy maju v sebe priamo zabudovanu podporu testovania
Studentov. Ich vysledky systémy obvykle pouZzivaji na spresnenie vypoctu urovne vedomosti
Studenta. Aj napriek tomu je uzitoCné, ak su vysledky testov uloZené priamo systéme, resp.
v jeho zaznamoch. V pripade, Ze systém nepodporuje testovanie Studentov, je moZné
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informdciu dodat’ z iného zdroja. M6zu to byt vysledky zo systému uréeného vyhradne na
testovanie vedomosti Studentov, ale aj vysledky oby€ajnych ,,papierovych* testov.

3.2 Metddy a techniky objavovania znalosti

V sucasnosti neexistuju metody a techniky urcené Specidlne na objavovanie znalosti v AH
systémoch. Nakol'ko je vSak dnes vidcSina AH systémov realizovand ako webové aplikdcie,
budeme sa zaoberat’ technikami odhalovania znalosti v§eobecne vo webovych systémoch.
Zameriame sa pritom na tie techniky, ktoré sluzia na objavovanie znalosti za ucelom
personalizacie — teda urcitej formy adaptacie webovych aplikdcii.

Udaje o pouZivani webovych aplikécii maji podobnd povahu ako zdznamy o pouZivani
AH systémov. Kym pri webovych systémoch obyCajne ide o zdznamy o ndvSteviach
jednotlivych stranok, AH systémy zaznamendvaji uZz ndvStevy vzdeldvacich objektov —
konceptov a informac¢nych fragmentov. Po vhodnom prispdsobeni nasledujicich technik
a zohl'adneni osobitosti AH systémov ich aplikujeme na objavovanie znalosti v adaptivnych
hypermédidch.

Asociaéné pravidla

Asociacné pravidld definuju vztahy a zdvislosti medzi mnoZinami objektov. Této technika sa
udomdcnila predovSetkym v systémoch elektronického obchodu, kde sa Casto pouZiva na
analyzu obsahu ndkupnych koSov. Vystupom su asocia¢né pravidld, ako napriklad: ,,12%
udi, ktori si kidpili vyrobok A avyrobok B, si tieZ kipili vyrobok C.*“ Jednym z prvych
publikovanych algoritmov na hl'adanie asocia¢nych pravidiel je algoritmus Apriori [1].

V kontexte webovych systémov je mozné tito techniku pouZit’ na odhal'ovanie vztahov a
zavislosti medzi strankami systému. Ndjdené asocia¢né pravidla sa daji vyuzit’ pri odporicani
relevantnych stranok [16], praktickejsi vyznam vSak maji pre autora obsahu systému, ktory
modZze na ich zdklade upravit' prepojenia medzi strdnkami a ulah¢it’ tak pouZivatelom
navigiciu v systéme.

Sekvenéné vzory

Myslienka hl'adania sekven¢nych vzorov je vel'mi podobna hladaniu asocia¢nych pravidiel.
Hl’ad4 zavislosti medzi transakciami (napr. ndkupmi zdkaznikov), pri¢om vsak berie ohl'ad na
poradie, v akom zdkaznik jednotlivé transakcie vykonal. Na rozdiel od hl'adania asocia¢nych
pravidiel teda pracujeme s postupnost’ami.

Na vyhladdvanie sekvencnych vzorov existuje pomerne velké mnoZstvo algoritmov.
Najzndmej$imi st pravdepodobne modifikdcie algoritmu Apriori [2] (Apriori-All a Apriori-
Some). Autori d’al$ich algoritmov sa zamerali predovSetkym na zefektivnenie hl'adania
sekven¢nych vzorov vo velkych databazach (napr. algoritmus SPAM [4]).

Pri aplikécii tejto techniky na zdznamy webovych systémov za transakciu moZeme
povazovat’ ndvStevu stranky. Ndjdené sekvencné vzory uZz mdZeme povazovat za urcité
charakteristické vzory sprdvania sa, ale treba zobrat do tvahy fakt, Ze technika hladania
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sekven¢nych vzorov sice reSpektuje poradie (v nasom pripade konceptov), ale nevyZzaduje,
aby jednotlivé transakcie nasledovali bezprostredne za sebou. Interpreticia poloZiek
sekven¢ného vzoru teda modze byt problematickd, pretoZze hovori iba o tom, Ze pouZzivatel
navstivil dané stranky, a Ze ich navstivil v danom poradi. Nehovori vSak ni¢ o tom, ktoré
stranky navstivil medzi strankami v sekven¢nom vzore.

Suvislé sekvenéné vzory*

Suvisly sekvenény vzor je zvlaStnym pripadom sekvencného vzoru, kedy jednotlivé
transakcie, ktoré vzor obsahuje, musia za sebou bezprostredne nasledovat’. Ide teda o hl'adanie
Casto sa vyskytujucich podpostupnosti v postupnostiach transakcii. Technika sa Casto vyuziva
pri analyze zaznamov webového servera za ucelom skvalitnenia Struktiry internetového sidla.

Rovnako ako pri sekvenénych vzoroch aj vtomto pripade budeme za transakciu
povazovat’ navstevu stranky v systéme. Ndjdené vzory predstavuju ,,cesty* v systéme, ktoré
pouzivatelia najCastejSie vyuzivali. Takisto posliZia autorovi obsahu AH systému, pretoZe
predstavujui preferovany spdsob navigicie pouZivatelov v systéme. M6zZu pomoct odhalit
napriklad chybajice odkazy medzi konceptmi.

Existuje niekol’ko pristupov hl'adania suvislych sekven¢nych vzorov. Podl'a [9] sa najprv
v zdznamoch vyhl'adajd postupnosti nazyvané ,,maximal forward references®, ktoré v podstate
vzniknd zanedbanim névratov pouZivatela k predosSlym strdnkam (autori predpokladajd, Ze
takéto ,ndvraty“ nie si sdcastou sekvenénych vzorov). V takychto Specidlnych
postupnostiach sa potom vyhladdvaji sekvenc¢né vzory algoritmami, ktorych myslienka je
podobnd ako pri algoritme Apriori (algoritmy Full Scan alebo Selective Scan [9]).

Myslienke hladania spojitych sekvenénych vzorov je blizke hladanie tzv.
zovSeobecnenych postupnosti. Pri tomto pristupe sa v postupnostiach moéZzu nachidzat
,»zoliky* (angl. wildcards), za ktoré je mozné dosadit’ I'ubovolni postupnost’ transakcii
pouzivatel'a. Algoritmus na hl'adanie zovSeobecnenych postupnosti publikovany v [11] je
vel'mi podobny algoritmu Full Scan [9]. Hoci sa na prvy pohl'ad mdze zdat’, Ze vystupy tohto
algoritmu sa prakticky neliSia od vystupov algoritmov na hl'adanie sekvencnych vzorov, nie je
to tak. V pripade zovSeobecnenych postupnosti vieme povedat, kde stranky v ndjdenej
postupnosti nenasleduji bezprostredne za sebou (su oddelené ,,zolikom*). Pri obycajnych
sekvencnych vzoroch tito informéacia chyba.

Click-stream stromy

Myslienka vytvdrania tzv. click-stream stromov, prezentovand v [12], sa zameriava na
organizdciu pristupov pouZzivatelov do takych datovych Struktdr, aby bolo mozné efektivne
predpovedat’ (a teda napriklad aj odporicat’), aké stranky pouzivatel’ navstivi v buddcnosti.
Na rozdiel od predchddzajicich pristupov, ktoré pracovali iba s postupnostou stranok, pri

* Niekedy sa tato technika oznaGuje aj ako hFadanie ,,prechodovych vzorov* (angl. traversal patterns).
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tejto metdde sa berie do Uvahy aj cCas, ktory pouzivatel stravil prezeranim jednotlivych
stranok.

Pri vytvarani click-stream stromov sa najprv pristupy pouZivatel'ov rozdelia do skupin na
zéklade vzdjomnej podobnosti. Pri vyhodnocovani podobnosti pristupov sa pritom berie do
tvahy miera zhody jednotlivych strdnok v pristupoch ako aj cas, ktory pouZivatel na nich
stravil. Pristupy v kazdej skupine sa potom zlucia do Specidlnej Struktury — click-stream
stromu.

Zhlukovanie

Ciel'om zhlukovania (angl. clustering) je ndjdenie zhlukov (tried) objektov na zdklade ich
podobnosti v niektorych atribitoch. Pri objavovani znalosti vo webovych systémoch sa
metdda zhlukovania Casto pouziva na vyhladdvanie charakteristickych skupin pristupov
pouzivatelov [12] alebo na zhlukovanie uz ndjdenych vzorov [16]. Problém zhlukovania je
intenzivne skimand oblast’, o com sved¢i aj vel'ké mnoZstvo pristupov a algoritmov [5].
Vzhladom na povahu dét, s ktorymi sa pri webovych systémoch pracuje (ide v podstate
o vektory s velkou dimenziou, ktorych prvkami st navstivené stranky) sa v tejto oblasti ¢asto
pouZzivaju algoritmy na rozdel'ovanie hypergrafov.

3.3 VyuZitie objavenych znalosti

Existuji dve hlavné oblasti aplikdcie znalosti o spravani sa pouzivatelov objavenych v
zdznamoch o pouzivani AH systému, resp. webovej aplikacie:

1. vyuZitie autorom obsahu systému
2. vyuZzitie na personalizaciu systému — odporucanie

Pri prvom pristupe sa odhalené znalosti (zvyc€ajne asociacné pravidld alebo sekvencné
vzory) prezentuju autorovi obsahu systému. Po ich preStudovani sa autor mdéze rozhodnit’,
aké zdsahy ma vykonat' do obsahu systému, aby ul'ah¢il pouzivatelom pracu so systémom.
Typickym prikladom takéhoto zdsahu mozZe byt napriklad pridanie chybajiceho spojenia
medzi konceptmi v pripade, Ze pouzivatelia povazovali tieto koncepty za pribuzné a Casto sa
medzi nimi pohybovali. Dalfou ukdZzkou mdze byt’ revizia obsahu informaéného fragmentu,
ak sa k nemu pouzivatelia opakovane vracali alebo pri jeho Stadiu stravili viac ¢asu ako pri
ostatnych fragmentoch.

Prikladom systému, ktory vyuZziva prezentdciu objavenych znalosti je systém
EPRules (Educational Prediction Rules) [22]. Jeho autori pouZili ako zdroj udajov upraveny
systtm AHA! [3, 10]. Na objavovanie predikénych pravidiel bol pouzity evolu¢ny algoritmus.
V porovnani s algoritmom Apriori [1] bol evolu¢ny algoritmus sice pomal$i a objavil mene;j
pravidiel, tito vlastnost’ je vSak pri prezentécii pravidiel skor vyhodou, nakol’ko autor nie je
zahlteny velkym mnoZstvom pravidiel. Autori systému taktieZ navrhli metédu, ktord
umoziuje postupné skvalitiovanie AH systému, resp. jeho obsahu. Metéda definuje Styri
kroky:
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1. Vytvorenie kurzu v AH systéme (Casto za pomoci autorského ndstroja)
2. Nasadenie kurzu, Studenti pouzivaju systém a ten si robi zdznamy o ich ¢innosti
3. Objavovanie predikcnych pravidiel

4. ZlepsSovanie kurzu na zdklade prezentovanych pravidiel (opdt pomocou autorského
ndstroja)

Druhym spdsobom vyuZitia objavenych znalosti je personalizicia — odporicanie
relevantnych strdnok (resp. konceptov) pouzivatelovi pocCas toho, ako pracuje so systémom.
Na odpordcanie, ktoré stranky md pouZzivatel navstivit v dalSich krokoch, sa pouziva
aktudlny pristup pouzivatela do systému, teda postupnost’ navsStivenych stranok, ktoré
navstivil od posledného prihldsenia do systému. Stdcastou odporicania je aj ohodnotenie
vhodnosti jednotlivych stranok. Takéto odporicanie mdZeme povazovat za urcitd formu
tzv. kolaborativneho filtrovania (angl. collaborative filtering). Pri kolaborativnom filtrovani sa
pouzivatelovi odporicaji produkty (ale aj sluzby alebo webové stranky) na zdklade
preferencii ostatnych pouzivatel'ov, ktori maji podobné zaujmy.

Ako ukdzku systému na odporticanie strdnok pouZivatelom uvedieme systém
WebPersonalizer [16]. Na odporucanie stranok pouZziva znalosti objavené v zdznamoch
webového servera. Znalosti maju podobu réznych profilov pouZivania systému, pricom autori
pouzili dva pristupy na ich ziskanie. V prvom sa pouZivatel'ské pristupy zoskupia na zdklade
pribuznosti a pre kazdu skupinu sa vypocCita samostatny profil, ktory ju reprezentuje.
V druhom pristupe sa ako profily pouZzivania pouZiju asociatné pravidld. Na zistenie
relevantnych strdnok sa pouZiva iba najaktudlnejSia Cast’ pristupu pouZivatel'a — tzv. okno. Na
zaklade obsahu okna sa vyberu najvhodnejSie profily, ktoré sa pouziju na odporucanie
stranok.
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4 Navrh procesu objavovania a vyuzitia znalosti vo
vyucbovych AH systémoch

Pri ndvrhu procesu pre objavovanie znalosti v AH systémoch a ich vyuZitie sme vychddzali zo
vSeobecného procesu pre objavovanie znalosti [21]. Nami navrhnuty proces md nasledujiice
kroky:

1. Zber dat

2. Predspracovanie dat

3. Dolovanie v ditach

4. Interpretécia znalosti, resp. ich vyuZzitie

Hoci podla [21] sa pri vykondvani jednotlivych krokoch objavovania znalosti odportica
asistencia Cloveka, naSim cielom bolo tento proces v ¢o najvidcSej miere zautomatizovat'.
pritomni odbornici na objavovanie znalosti, ktori poznaji vlastnosti a pouzitych postupov
a algoritmov avedia vhodnymi zdsahmi ovplyvnit' kvalitu vystupov. Prave naopak,
predpokladdme, Ze Casto jedinymi osobami, ktoré budu tento proces vyuZivat budd autori
obsahu AH systému (pri vyuc¢bovych AH systémoch najcastejSie ucitelia) bez hlbsich znalosti
o objavovani znalosti. Preto jedinym krokom procesu, kde sa (Ciastone) vyzaduje zdsah
Cloveka, je aZ interpretdcia objavenych znalosti.

4.1 Zber dat

Zaznamendvanie Udajov o prici pouZivatel'ov so systémom vykondva samotny AH systém,
pripadne webovy server, na ktorom je systém nasadeny. Data su najCastejSie ukladané
do databdzy systému alebo do externych suborov. V nasledujucich kapitoldch uvedieme udaje
pre proces objavovania znalosti v AH systémoch, ktoré sme vybrali na zédklade Studia
vyucbovych AH systémov, ako aj technik dolovania v datach.

Udaje o akciach pouZivatelov v systéme

Ide o najdodlezitejSiu Cast’ vstupnych tdajov, nakolko poskytuji zdkladnd predstavu
o spravani sa pouzivatel'ov v systéme. Pre kazdd akciu pouZivatela v systéme navrhujeme
zaznamendvat’ tieto udaje:

= Cas, kedy akcia nastala

Cas vyskytu akcie je doleZity pre vypolet Gasu, ktory pouZivatel’ stravil na uréitom
koncepte. Takisto definuje poradie akcii.

15



= identifikdcia pouZivatel'a
Ide o jednoznacni identifikdciu pouZivatela v systéme, sliZi na zoskupenie akcii
jedného pouzivatel’a.

= druh akcie

Na zéklade akcii v analyzovanych AH systémoch sme identifikovali Styri druhy
elementarnych akcii v systéme. V prvom rade st to akcie Login a Logout. Tieto akcie
slizia na ohraniéenie jednotlivych vzdeldvacich aktivit pouZivatel'ov systéme. Dalej
su to akcie ConceptVisit a FragmentDisplay, ktoré nam hovoria o tom, ktoré
koncepty Student navstivil, a ktoré fragmenty mu pri tom boli zobrazené.

= objekt

Objekt systému, ktorého sa akcia tykala. V pripade akcii ConceptVisit, resp.
FragmentDisplay je to identifikacia konceptu, resp. fragmentu.

Udaije o typoch konceptov a fragmentov

Tieto tidaje ndm umoZnuju pracovat’ so zdznamami o pouzivani systému na vys$sej drovni — na
urovni typov konceptov a fragmentov. Takto mdZeme odhalit’ v§eobecnejSie vzory spravania
sa, ktoré sa neviaZzu na konkrétne koncepty ani fragmenty. R6zne typy vyucbovych objektov
definuje Standard LOM IEEE [13] pre datovy element 5.2 Learning Resource Type.
Vzhladom k tomu, Ze sa v oblasti AH systémov zameriavame na vyucbu programovania
(ktora je Specifickd), rozhodli sme sa typy konceptov a fragmentov prevziat’ zo systému
ALEA [14, 15], ktory bol vytvoreny Specidlne na tento ucel. V zatvorke uvddzame moZny
ekvivalent podl'a Standardu LOM IEEE (ak existuje):

Typy konceptov:
= Text (lecture)
= Programova schéma
= Priklad (exercise)

Typy fragmentov:
= Text (narrative text)
= Zadanie prikladu (problem statement)
= Pomdcka pri rieSeni
= RieSenie prikladu

Udaije o $truktire domény

Podobne ako pri typoch konceptov a fragmentov, aj tito informécia ndm umoZni zmenit
pohlad na zaznamenané tidaje. Predpokladdme pri tom, Ze koncepty si v doméne usporiadané
hierarchicky v stromovej Struktire. Vdaka stromovej Struktire sme schopni namapovat
navstevy konceptov na niz8ej drovni na im nadradené koncepty (v zmysle pozicie v hierarchii
domény) a odhal'ovat’ tak vzory spravania sa na zvolenej trovni konceptov.
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Udaje o Gspesdnosti $tudentov

Pod tdspesnostou Studentov rozumieme udroven ich znalosti o doméne. Tento Udaj je vo
vicSine vyucbovych AH systémov stcastou modelu pouZivatela, preto ho nie je potrebné
dopliat’. Na zistenie trovne znalosti §tudentov mdZeme pouZit’ aj vysledky testov. Vysledky
mdzu pochddzat bud’ ztestov vykonanych priamo v systéme (pokial ich systém
zaznamendva) alebo modze ist' o vysledky ,,papierovych® testov, ktoré doda vyucujici
predmetu. Vysledky testov vykonanych priamo v AH systéme st zvycajne zachytené
v modeli pouZzivatela, ¢i uZ priamo ako samostatné atribity, alebo nepriamo ako droven
znalosti o koncepte, ktord sa na zdklade vysledkov vypocitala.

Vysledky sa vyuZiji pri ohodnocovani a filtrovani vzdeldvacich aktivit Studentov.
Zaujimavé su pritom ako celkové vysledky testov (predstavuju celkové ohodnotenie Studenta,
resp. jeho znalosti 0 doméne), tak aj vysledky jednotlivych otdzok testov.

4.2 Predspracovanie dat

Ulohou predspracovania je tprava tdajov do podoby vhodnej pre dolovanie v détach. Pre
spracovanie udajov zo zdznamov vyucbového webového systému Zaiane [24] navrhuje
vykonat’ tieto kroky:

1. Odstranit’ irelevantné zdznamy (Sum)

2. Identifikovat pristupy do systému

3. Namapovat pristupy na vzdeldvacie aktivity

4. Doplnit’ chybajice zaznamy

5. Zoskupit’ vzdeldvacie aktivity podl'a pouZzivatel'ov

6. Integrovat’ do ziskanych udajov externé dita, napr. hodnotenie Studentov

Tento postup je vhodny na predspracovanie zdznamov z webového servera. Kroky 2. a 3.
sa vSak daji vynechat vtedy, ked mame k dispozicii udaje priamo z vyucbového AH
systému. V takom pripade totiZ nie je potrebné mapovat’ stranky systému na jeho koncepty,
toto mapovanie je uz definované v modeli domény.

Vystupom predspracovania st udaje o kazdom pristupe do systému: postupnost
konceptov navstivenych pri pristupe, Cas strdveny na jednotlivych konceptoch, informécie
o pouzivatel'ovi, ktory pristup vykonal. Po identifikovani pristupov vykondme aj ich
filtrovanie, napriklad na zéklade ich dizky (kritke pristupy povaZujeme za $um) alebo na
zéklade vysledkov Studenta, ktory pristup vykonal. Samozrejme, aby bolo mozné efektivne
aplikovat’ techniky dolovania v détach, je potrebné niektoré hodnoty (napr. Cas strdveny na
konceptoch) diskretizovat’ alebo rozdelit’ do kategorii.
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4.3 Dolovanie v datach

V tomto kroku sa v predspracovanych tdajoch objavuji znalosti o spravani sa pouZivatel'ov
aplikdciou postupov na dolovanie v ddtach. Vzhl'adom na povahu tdajov, ktoré ndm AH
systémy poskytuji (s to v podstate postupnosti navStivenych konceptov), pouZijeme
techniky na objavovanie asocianych pravidiel, sekvenénych vzorov a stvislych sekvenénych
vzorov. Tieto techniky boli uZ dspeSne aplikované v podobnej oblasti — v oblasti analyzy
zaznamov o pouzivani webovych sidiel [16].

Hrladaju sa teda asociané pravidld, sekvencné a suvislé sekvencné vzory — Styly u€enia
sa. Pri objavovani znalosti sa vyuziju aj udaje o typoch konceptov a Struktire domény na
interpreticiu akcii pouZivatel'ov na r6znej trovni. Vysledkom sd potom vSeobecnejSie vzory
spravania sa. Ndjdené znalosti sa uloZia a budu slizit’ na skvalitnenie adapticie AH systému
pouzivatel'ovi, napr. odporicanim relevantnych odkazov pre Studentov.

Asociatné pravidld, sekvencné vzory aj suvislé sekvencné vzory zdielaji niekol'ko
spolo¢nych znakov. VSetky sd reprezentované postupnostami alebo mnoZinami konceptov.
Takisto algoritmy na ich objavovanie su zaloZené na rovnakej mysSlienke generovania
a orezdvania mnoZiny kandidatov na vzory. Tieto spolocné ¢rty ndm umoziiuji uloZit’ vSetky
vzory v spoloénej bdze znalosti apracovat snimi takmer rovnako. Dalej moZeme
zovSeobecnit’ algoritmy na objavovanie tychto vzorov a vytvorit' tak rdmec, ktory bude
obsahovat spolo¢né Casti algoritmov.

Aj napriek podobnym ¢&rtdm reprezenticie a spdsobu objavovania jednotlivych druhov
vzorov je treba poznamenat, Ze samotné druhy vzorov maji rézne vlastnosti. Prave tieto
vlastnosti (napr. ¢i a ako berd do dvahy poradie prvkov) ovplyviiuji vhodnost’ jednotlivych
druhov vzorov na odporicanie konceptov (pozri obrazok 1).

najmenej najmenej vhodné
obmedzujice pre odporticanie

Asociacné pravidla

Sekvencné vzory

Spojité sekvencné vzory

najviac najvhodnejsie pre
obmedzuitce odporicanie

Obrazok 1: Vhodnost’ jednotlivych druhov vzorov na odporicanie.
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4.4 Interpretacia znalosti

Vo faze interpreticie dochddza praktickému vyuZitiu objavenych znalosti s cielom skvalitnit’
adaptaciu AH systému pouZivatel'ovi. Navrhujeme pouZit’ dva spdsoby vyuZitia znalosti:

1. VyuZitie autorom obsahu AH systému
2. Vyuzitie na automaticku dpravu Specifikacie prispdsobovania

Vyuzitie autorom obsahu

Pri prvom spdsobe interpretacie su znalosti prezentované autorovi obsahu AH systému, ktory
ich vyhodnoti a rozhodne sa, aké zdsahy do obsahu systému vykond. Mdze upravit’ Struktiru
domény (napr. pridanim alebo odobratim odkazov medzi konceptmi), ale aj samotnu
Specifikaciu prisposobovania. V tomto pripade teda objavené znalosti sliZia ako urcitd spitna
vizba pre autora obsahu, ktord mu hovori o tom, ako pouzivatelia systém vyuzivali, v akom
poradi Studovali jednotlivé koncepty.

Automaticka Uprava Specifikacie prispdsobovania

Specifikdcia prisposobovania uréuje spdsob, akym sa md AH systém prispdsobovat
pouzivatel'ovi. VeI'mi Casto je Specifikdcia zadefinovand pomocou pravidiel. Vyhodnotenim
pravidiel sa potom uskutoCiiuje samotné prisposobovanie. Pravidli mo6Zu napriklad
kontrolovat,, ¢i md pouZivatel' dostato¢né vedomosti na to, aby mu mohol byt prezentovany
urcity koncept.

Do Specifikdcie prispdsobovania vSak patria aj pravidld na vedenie pouZzivatela
v systéme. Ukazuje sa, Ze prave odporicanim vhodného poradia konceptov mdzZeme
Studentovi pomoct’ pri Stidiu domény. Znalosti ziskané z idajov o pouZivani systému ndm
hovoria, aké poradie konceptov (ale aj informacnych fragmentov) uprednostiiuji jednotlivé
skupiny Studentov. Je zrejmé, Ze takéto znalosti si vhodnym zdkladom pre odporicanie
relevantnych konceptov. Navrhujeme dva pristupy k tprave Specifikdcie prispdsobovania sa
na zdklade objavenych asocia¢nych pravidiel a sekvencnych vzorov.

Off-line pristup. Pri tomto pristupe sa pouZivatelia rozdelia do skupin podl’a objavenych
Stylov uc€enia (teda vzorov, ktoré preferuji) a tato informdcia sa ulozi do ich modelov. Pre
kazdy zo Stylov ucenia sa potom vygeneruje samostatna stratégia odporticania konceptov —
sada pravidiel prispdsobovania sa pre AH systém. Nevyhodou takéhoto pristupu je, Ze pre
novych pouzivatel'ov systém nebude mat’ dostatok informécii na to, aby z nich mohol zistit’
Styl ucenia sa. Samotné Styly ucenia je vSak moZné odhalit’ aj v historickych ddajoch (v
udajoch byvalych pouZivatel'ov systému). Ako d’alSia nevyhoda sa javi statickd podstata tohto
pristupu. Pravidla pre prisposobovanie si vygenerované apocas pouZivania systému sa
nemenia. K tprave pravidiel dojde aZ v d’alSom cykle odhal'ovania znalosti.

On-line pristup. Druhym pristupom je generovanie postupnosti odpori¢anych konceptov
na poziadanie. Vzdy, ked’ sa pouzivatel' presunie na d’al$si koncept, vygeneruje sa nova
postupnost’, ktord sa prezentuje pouzivatelovi. Stucastou odporicania je aj ohodnotenie
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relevantnosti konceptov, na zdklade ktorého si koncepty v odporicani usporiadané. Na
odporicanie sa pouZziju vSetky tri druhy objavenych vzorov — asocia¢né pravidld, sekvencné
vzory a spojité sekvencné vzory, pricom pouZijeme postup uvedeny v [19].

KedZe je vSak vhodnost’ vzorov na odportcanie rdzna, treba tento fakt pri vytvarani
vysledného odporicania zohladnit. Navrhli sme preto pristup, pri ktorom sa hodnota
relevantnosti odporucani vytvorenych na zaklade jedného druhu vzorov nasobi koeficientom,
ktory odrdZa vhodnost’ danych vzorov na odporicanie. Tymto docielime, Ze pri vyslednom
odporucani, ktoré vznikne spojenim Ciastkovych odporicani, budd mat’ vicsiu vdhu (a teda
budu uprednostnené) odporucania vytvorené na zdklade vhodnejSich vzorov.
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5 Systém na odporucanie navigicie

V tejto Casti predstavime systém na odporucanie navigdcie, navrhnuty vramci projektu
prezentovaného v tejto praci. Systém umoziuje obohatit” AH systémy o moZnost’ odporicania
konceptov, pricom vyuZiva a automatizuje proces objavovania a vyuZzitia znalosti navrhnuty
v predchéddzajucej Casti prace. Postupne predstavime scendre pouZitia systému, algoritmy,
ktoré vyuziva, ako aj jeho architektiru. V zavere Casti opiSeme aj implementéciu prototypu
systému.

5.1 Scenare pouzitia systému

S ohl'adom na navrhnuty proces objavovania a vyuZitia znalosti sme identifikovali Styri
zékladné Cinnosti, ktoré systém zabezpecuje:

1. Objavovanie znalosti v iidajoch z AH systému
2. Generovanie stratégii prispdsobovania

3. Odportcanie relevantnych konceptov

4. Prezentécia znalosti

Typické scendre pouzitia systému su zndzornené pomocou sekvencného diagramu na
obrazku 2. Pouzivatelia pracuji s AH systémom, Studuju jeho koncepty. Popri tom si AH
systém vytvara zdznamy o kazdej ich akcii. Zaznamendva, aké koncepty pouZivatelia
navstivili a aké fragmenty sa im pri tom zobrazili. V ur€ity napldnovany Gas’ sa vykona
prenos udajov zozbieranych za posledné obdobie do systému na odporucanie navigéicie. Po
ich dspeSnom predspracovani sa dita o spravani sa pouZivatel'ov uloZia do databédzy systému.
Systém vykond nad tdajmi v databdze algoritmy na odhalovanie vzorov sprdvania sa
Studentov a ndjdené vzory ulozi do bazy znalosti.

V dalSej faze sa pouzivatelia rozdelia do skupin podl'a ich vzorov spravania sa. Ndjdené
vzory sa transformuji do rdznych stratégii prispdsobovania (ak to pouzity AH systém
podporuje) a zapisu sa spat’ do AH systému. Pri d’alSom pouZivani AH systému sa Studentom
budd zobrazovat’" odporicané koncepty podla vygenerovanych stratégii prispdsobovania.
Vyber stratégie pre konkrétneho Studenta bude zdvisiet od toho, do ktorej skupiny bol
zaradeny.

> Frekvencia prenosu tdajov samozrejme zdvisi od intenzity pouZivania AH systému, pre Gasto pouZivané
systémy to mdZe byt aj nielkokrat denne.
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Ak ma systém vytvorend bdzu znalosti, vyucbovy AH systém ho mdZe poZiadat aj
o dynamické vytvorenie mnoziny odportucanych konceptov. Poskytne systému identifikdciu
pouzivatela spolu s jeho aktudlnym pristupom — postupnost'ou akcii, ktoré pouzivatel’ vykonal
od posledného prihlasenia do systému. Systém na zaklade aktudlneho pristupu Studenta nédjde
pribuzné vzory sprdvania sa v bdze znalosti a vytvori znich postupnost odporti¢anych
konceptov, ktoru spolu s ohodnotenim vhodnosti jednotlivych konceptov vrati vyu¢bovému
AH systému. Ten zobrazi pouZivatelovi odkazy na odportii¢ané koncepty, pricom ich moze
usporiadat’ a anotovat podl'a ohodnotenia vhodnosti, resp. relevantnosti odporic¢anych

zmen obsah kurzu

T

predspracuj
tdaje
ndjdi a uloz
vzory

vygeneruj
stratégie

rozdel
pouzivatelov

ndjdi podobné
vzory

nadi relevantné
koncepty

zobraz znalosti

zobraz uloZené vzory >

T

;]1

Obrazok 2: Typické scenare pouzitia systému.
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konceptov. Takisto mdzZe odporidcanie vyuZzit' na vedenie pouzivatela, napriklad pomocou
tla¢idla ,,Dalej*.

Poslednou moZnostou pouZzitia systému je preskiimanie objavenych znalosti autorom
obsahu systému. Ten si nechd zobrazit' objavené znalosti ziskané z tidajov o pouzivani AH
systému. Podl'a nich potom napldnuje a pomocou autorského ndstroja vykond tpravy obsahu
AH systému. Pokial’ sa vyucbovy AH systém pouZival uZ viac obdobi, autor mdZe porovnat’
znalosti ziskané zrdznych vyucovacich obdobi a vyhodnotit' tak uspeSnost svojich
predchadzajucich zdsahov do obsahu systému.

5.2 Navrh algoritmov

Spracovanie a transformécia udajov aj znalosti v systéme vyZaduje pouzit niekol'ko
algoritmov. V prvom rade ide o spdsob predspracovania tdajov z AH systému. Dalej st to
algoritmy na dolovanie v zozbieranych tdajoch, zamerané na objavenie asociacnych
pravidiel, sekvencnych vzorov a spojitych sekvencénych vzorov. Nakoniec su to algoritmy na
odporicanie konceptov na zdklade r6znych druhov objavenych vzorov, ako aj postup na
zostavenie findlneho odpordcania.

Predspracovanie udajov o pouzivani systému

Algoritmus na predspracovanie tdajov md za ulohu identifikovat’ pristupy pouzivatelov do
systému a odhalit’ pripadné chyby a nekonzistencie v tidajoch. Jeho vstupom je postupnost’
akcii vSetkych pouZivatelov usporiadand podla Casu ich vyskytu. Vystupom je mnoZina
pristupov Studentov — postupnosti navstivenych konceptov, resp. zobrazenych fragmentov pre
jednotlivych pouZivatel'ov.

Na ohraniCenie pristupov pouzivatelov do systému algoritmus pouziva akcie Login
a Logout. Vsetky akcie pouzivatela, ktoré sa vyskytuji v ¢ase medzi tymito dvomi akciami,
budi povazované za jeden pristup. MySlienka algoritmu spociva v ,,simulécii® prihldsenia
pouzivatelov do systému. Akcie na vstupe sa spracovavaju v tom poradi, v akom nastali
v systéme, pricom sa vytvdraji zdznamy o aktudlne prihlasenych pouZzivatel'och, do ktorych
sa postupne ukladaji akcie prihlaseného pouZivatela. Kazdd akcia je spracovand
nasledujicim spdsobom:

1. Ak je to akcia Login, vytvori sa novy zdznam o pouzivatelovi.

2. Ak je to akcia Logout, zoznam akcii zo zdznamu pouZivatel'a sa ulozi do vystupnej
mnoZiny pristupov pouZivatel'ov.

3. Akdkol'vek ind akcia sa pridd do zoznamu akcif prislu§ného pouZivatela a zaroven sa
vypocita Cas trvania akcie (napr. ndvStevy konceptu) na zédklade Casu jej vyskytu
a Casu vyskytu nasledujticej akcie.

Formadlnejsi opis algoritmu, ktory oSetruje aj vynimoc¢né situicie, ktoré moZu nastat,
uvadzame v prilohe C.
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Dolovanie znalosti — vzorov spravania sa

Existujice algoritmy na hl'adanie vzorov (asocia¢nych pravidiel [1], sekven¢nych vzorov [2]
a spojitych sekvencnych vzorov [9]) st navzdjom velmi podobné a v podstate sa liSia iba
roznou interpretdciou vstupnych udajov. Vstupom algoritmu je postupnost transakcii
pouzivatelov. Za transakciu v naSom pripade povaZujeme postupnost konceptov (resp.
fragmentov), ktoré pouZzivatel’ navstivil v jednom pristupe do systému. Vystupom si €asto sa
vyskytujice postupnosti (resp. mnoziny) konceptov, fragmentov.

Pred objavovanim spojitych sekvencnych vzorov sa podla [9] najprv v zdznamoch maji
vyhladat’ postupnosti nazyvané ,,maximal forward references*, ktoré vzniknd zanedbanim
ndvratov pouZivatel'a k predoslym strdnkam a aZ v tychto postupnostiach sa vyhl'adavaju. Pri
prvych experimentoch s algoritmom sme vSak zistili, Ze takymto predspracovanim stracame
prili§ vel'ké mnozstvo tdajov, a preto sme sa rozhodli tento krok algoritmu vynechat'.
Myslime si, Ze v kontexte vyucbovych AH systémov ndvrat k predoSlému konceptu je
vyznamny (napr. mal Student potrebu ozZivit' si vedomosti z daného konceptu), nehovoriac
otom, Ze pri ndvrate uz moze byt dany koncept prezentovany odliSnym spdsobom ako
dosledok prispdsobovania sa pouZivatel'ovi.

Algoritmy na hladanie vSetkych uvedenych druhov vzorov maji rovnaky zdklad.
V kaZzdej iteracii algoritmu sa vykonaji dva kroky:

1. vygenerovanie kandiddtov na vzory
2. redukcia kandiddtov na zéklade ich podpory v databaze

Vysledkom jednej iterdcie st vzory dizky k 6 pricom prva iteracia algoritmu vygeneruje
vzory dizky 2. Kandidéti na vzory dizky ksa generuji na zaklade uZ najdenych vzorov
z predchddzajiicej iterdcie (maji teda dizku k-7). Pri redukcii mnoZiny kandiditov sa
prehl'addva databdza transakcif a zist'uje sa, €i sa vzor nachddza (mé podporu) v dostato¢nom
mnozstve transakcii. Minimdlna podpora potrebnd na akceptovanie vzoru je parametrom
algoritmu. Algoritmus kon¢i, ked’ je mnoZina vygenerovanych kandiddtov na vzory prazdna.
Formalny zapis kostry algoritmu je uvedeny v prilohe C.

V uvedenej kostre algoritmu st dve miesta, ktoré su Specifické pre hl'adanie r6znych
druhov vzorov. Je to spdsob generovania kandiditov na vzory a spdsob zistovania ich
podpory. Pre jednotlivé druhy vzorov sa kandidéti vytvéraju nasledujicimi spo6sobmi:

= Asociacné pravidld: Kandidati sa generuji operdciou mnoZinového zjednotenia,
pricom spojenie dvoch mnoZin s poctom prvkov kje mozné iba vtedy, ak maji
spolo¢nych prave (k-1) prvkov.

® Za dizku vzoru budeme povaZovat’ pocet konceptov v fiom obsiahnutych.
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= Sekvencné vzory: Kandidati vzniknd spojenim dvoch postupnosti, ktoré maji
spolo¢nych prvych (k-1) prvkov, takym spdsobom, Ze za prvych (k-1) prvkov sa
pripoja posledné, k-te, prvky spdjanych postupnosti.

= Spojité sekvencné vzory: Novi kandidati sa generuju spdjanim postupnosti, pricom
postupnosti dizky k sa musia prekryvat’ (zhodovat) v (k-1) po sebe nasledujiicich
prvkoch.

Na to, aby mal vzor podporu v jednej transakcii (t.j. pristupe pouZivatela), musia platit
tieto podmienky:

= Asociacné pravidld: Vzor ma podporu v transakcii vtedy, ak je jej podmnoZinou.

= Sekvencné vzory: Vzor je podporovany transakciou vtedy, ked obsahuje koncepty
v tom istom poradi, v akom sa vyskytujui v transakcii.

= Spojité sekvencné vzory: Spojity sekvencény vzor ma podporu v transakcii, ak je jej
podpostupnostou.

Aby sme umoznili efektivnejSie prehladdvanie ndjdenych vzorov pri odporidcani
a zaroven uSetrili pamétovy priestor, ndjdené vzory zlic¢ime do stromovej Struktiry tak, Ze
kazda cesta v strome (od korefia po I'ubovolny uzol stromu) predstavuje jeden vzor. Uzly
stromu maji meno, ktoré je zhodné s menom konceptu a ohodnotenie, ktoré je zhodné
s podporou vzoru, ktory konc¢i v danom uzle. Vzory jednotlivych druhov si zlicené do
samostatnych stromov. Nakoniec teda vzniknu tri stromy, pricom kaZzdy z nich predstavuje
objavené vzory jedného druhu.

QOdporudanie konceptov na zaklade vzorov

Ulohou algoritmu na odportéanie je na zdklade objavenych vzorov spréavania sa a aktudlneho
pristupu pouZzivatela do systému vytvorit' postupnost’ konceptov, ktoré by mal pouZivatel
navstivit. Vystupom je teda postupnost odporticanych konceptov spolu s ohodnotenim ich
relevantnosti. Na odportcanie konceptov z jednotlivych druhov vzorov pouzijeme pristup
uvedeny v [19] a [20].

Na odporicanie sa vyuziva iba poslednd, najnovsia Cast” aktudlneho pristupu pouzivatela.
Této Cast’ sa niekedy zvykne oznaCovat’ aj ako okno. Velkost’ okna (ozna¢ime ju w) sa
zvyéajne voli ako priemernd diZka pristupov pouZivatelov do systému. Znamend to, 7e na
odporuicanie bude mat’ vplyv iba w poslednych akcii pouZivatela.

Algoritmus postupne prehladdva vietky vzory dizky (w+1) a snaZi sa ndjst’ tie vzory,
ktoré si podobné obsahu okna. Kritérid, kedy je vzor podobny oknu su pre jednotlivé druhy
vzorov nasledovné:

= Asociacné pravidld: Vzor je podobny oknu, ak je okno jeho podmnoZinou.

= (Spojité) sekvencné vzory: Vzor je podobny oknu, ak je okno jeho prefixom.
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Zo vsetkych vzorov, ktoré si podobné oknu, sa odstrania koncepty, ktoré sa nachadzaji
aj v okne. ZvySny koncept, ktory ostane vo vzore, je odporic¢any. Ako hodnota relevantnosti
odporic¢aného konceptu sa pouZije hodnota spolahlivosti (angl. confidence) pravidla:
<koncepty okna> => <odporuceny koncept>.

V pripade, Ze sa nepodari vytvorit odporticanie pre velkost” okna w, hl'adanie pokracuje
s velkost'ou okna (w-1). Algoritmus konc¢i, ked’ sa podari vytvorit' odporti¢anie, alebo je
velkost” okna nulova.

Uvedenym algoritmom ziskame odporidc¢ania vytvorené z rdznych druhov vzorov. Ako
sme uviedli v kapitole 4.3, jednotlivé vzory majui r6zne vlastnosti a preto aj réznu vhodnost’
na odporiucanie. Vhodnost' vzorov, z ktorych odpord€ania vznikli, zohl'adnime v hodnote
relevantnosti odporicanych konceptov. Relevantnost’ konceptov odporucenych z jedného
druhu vzorov prendsobime konStantou, ktoré vyjadruje vhodnost’ druhu vzorov (¢im je

vvvvvvvvvv

vzorov, ktoré si na odporicanie vhodnejsie.

Na zdver je potrebné zlicit’ odporti¢ania na zdklade jednotlivych vzorov a vytvorit’ tak
findlne odporucanie. Na zlucenie pouZijeme operdciu mnozinového zjednotenia. V pripade, ze
sa jeden koncept nachddza v oboch zlu¢ovanych mnozinach, sa hodnota jeho relevantnosti
z oboch odporucani scita. Po zluceni vSetkych ciastkovych odporicani normalizujeme
hodnotu relevantnosti konceptov, pricom hodnotu 1.0 budd mat’ tie koncepty, ktoré boli
odporucené na zdklade vSetkych druhov vzorov. Usporiadanim prvkov vyslednej mnoZiny
vznikne postupnost’ konceptov, ktord predstavuje vysledok odporicania.

5.3 Architektara systému

Pri ndvrhu architektiry systému sme vychddzali z navrhnutého procesu pre objavovanie
znalosti a procesu pre vyuzitie tychto znalosti — odporic¢anie navigacie. Moduly systému a ich
vzdjomné prepojenie datovymi tokmi si zndzornené na obrdazku 3. V dalSich kapitoldch
vysvetlime vyznam jednotlivych Casti architektury.

ZapUzdrovaci modul (wrapper)

Ako je vidiet' z obrazku architektdry, predpokladdme vyuZzitie systému viacerymi a réznymi
AH systémami. Z tohto ddovodu sme v architektire navrhli zapizdrovaci modul, ktory
oddeluje konkrétny AH systém od cCasti systému, ktoré si od pouZittho AH systému
nezévislé. Ulohou modulu je vytvorit’ jednotné rozhranie pre pristup k datovym §truktiram
vyucbového AH systému. Funkcionalita a spracovanie udajov Specifické pre konkrétny AH
systém su teda ststredené do jedného modulu. Toto ndm v budicnosti umoZzni jednoduchsie
roz§irit’ systém o podporu d’alSich AH systémov. Modul mdéZeme rozdelit' na dve casti —
vstupnu a vystupnu:
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Obrazok 3: Architektira systému.

= Vstupnd cast zabezpecuje nacitanie vSetkych potrebnych ddajov z AH systému. Sem
patria predovsetkym akcie pouzivatel'ov v systéme, ale aj idaje o Struktire domény, ¢i
typoch konceptov a fragmentov.

= Vystupnd cast modulu poskytuje prostriedky na dpravu modelu pouZivatel'a, zavedenie
novych pravidiel pre prispdsobovanie, ako aj spracovanie mnoZiny odporicanych

konceptov do formétu vhodného pre AH systém.

Predspracovanie udajov

Modul ma za tlohu naplnit databiazu systému. Jeho vstupom je postupnost’ akcii
pouzivatel'ov. Po predspracovani sa akcie skontrolujd, aby sa odhalili pripadné chyby alebo
nekonzistentnosti v udajoch. Identifikuji sa pristupy jednotlivych pouZivatelov do systému,
ktoré sa filtruji na zdklade zadanych obmedzeni na minimdlnu dizku a/alebo trovei
uspesnosti prislusného Studenta a uloZia do databdzy systému. Do databazy sa tiez uloZia
udaje o Struktire domény AH systému a potrebné tdaje o druhoch konceptov a fragmentov.
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Databaza

V databaze systému su uloZené vSetky udaje potrebné pre dolovanie znalosti. Nachddzaju sa
tu jednak informdcie o pristupoch pouZivatelov do AH systému, ale aj udaje o Struktdre
domény AH systému a druhoch konceptov a fragmentov. Modul poskytuje prostriedky na
vytvorenie rdznych pohladov na ulozené udaje (napr. pohl'ad na drovni druhov konceptov
a fragmentov).

Dolovanie v datach

Modul pre dolovanie v déitach zapuzdruje algoritmy na objavovanie vzorov sprdvania sa.
Aplikaciou algoritmov na tdaje v databaze sa objavia vzory spravania sa. Ndjdené vzory ako
aj rozdelenie pouzivatel'ov podla tychto vzorov modul uloZi do bazy znalosti.

Baza znalosti

V béze znalosti st uloZené znalosti objavené v idajoch databdzy. Obsahuje charakteristické
vzory spravania sa v AH systéme aj priradenie vzorov k jednotlivym pouzivatelom systému.
Béazu znalosti m6Zeme rozdelit’ na dve Casti — Specificku a vSeobecnu:

1. Bdza Specifickych znalosti obsahuje znalosti, ktoré su Specifické pre jednotlivé AH
systémy. Moze ist’ napriklad o vzory spravania sa, ktoré sa viazu na koncepty
konkrétneho AH systému.

2. Bdza vseobecnych znalosti obsahuje znalosti, ktoré nie si svojou povahou viazané na
konkrétny AH systém, ako napriklad vzory sprdvania sa na drovni typov konceptov,
resp. fragmentov.

Prezentacia znalosti

Modul sliZi na prezentaciu znalosti z bazy znalosti vo forme zrozumitel'nej pre autora obsahu
AH systému, napriklad vo forme tabul’ky alebo grafu (resp. stromu), ktory obsahuje objavené
pravidla sprdvania sa. Vzhl'adom na potencidlne velké mnoZstvo znalosti, je potrebné
poskytnut’ pouZivatel'ovi prostriedky na ich vhodné filtrovanie.

Generator pravidiel

Generator transformuje objavené vzory sprdvania sa do formy statickych pravidiel pre
prispdsobovanie (teda takych, pri ktorych sa nevyuZiva aktudlny pristup pouzivatela do
systému). Pre kazdy vzor spravania v baze znalosti vytvori vlastni sadu pravidiel. Vytvorené
pravidla potom prostrednictvom zapizdrovacieho modulu zapise do AH systému. Zabezpeci
tiez aktualizdciu modelov pouZivatel'ov na zdklade identifikovanych vzorov sprdvania sa
jednotlivych Studentov.

Modul odporuéania

Ulohou modulu je zostavit’ postupnost’ odpori¢anych konceptov pre konkrétneho $tudenta na
zéklade vzorov v bdze znalosti. Vstupom pre vytvorenie postupnosti odportic¢anych konceptov
je informécia o aktudlnom pristupe pouzivatela do systému, ktord poskytne zapuzdrovaci
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modul pre konkrétny AH systém. Odporicanie sa vytvara na ziadost AH systému, ktory
modul oslovi vzdy, ked’ potrebuje pouzivatel'ovi odporucit koncepty (napr. pri kazdom
presune pouZzivatel'a na novy koncept alebo po uplynuti urcitého ¢asového intervalu).

5.4 Prototyp systému

Aby sme overili navrhnuty proces objavovania a vyuZitia znalosti, algoritmy a architekturu,
vytvorili sme prototyp systému. Pri prototypovani sme sa zamerali na odporicanie konceptov
pre pouZzivatel'ov, pricom sme ako zdroj dit pouZzili systém ALEA, ktory sme niekolkymi
upravami prispOsobili pre nas projekt. V tejto kapitole opiSeme jednotlivé Casti prototypu a
implementacné prostredie. Takisto zhrnieme tpravy systému ALEA.

Zapuzdrovacie moduly

Hlavnym zdrojom testovacich udajov pre tento projekt bol systém ALEA, ktory obsahuje data
o pouzivani systému z predchadzajicich troch rokov. Prive preto sme sa sustredili na
implementiciu zapuzdrovacieho modulu priave pre tento systém. Modul implementuje
rozhranie uvedené v prilohe E.

Udaje o pouZivani a Gast modelu domény st v systéme ALEA uloZené v databazach
MS Access. Dalsie &ast tdajov odoméne sa nachidza v XML stbore. Na pristup
k databdzam systému ALEA modul vyuZiva rozhranie JDBC, ktoré umozZiuje vykondvat
dotazy nad databazou v jazyku SQL. Na spracovanie udajov o doméne sme pouzili kniZnicu
Xerces.

Pri podrobnejSej analyze zdznamov o pouZivani systému ALEA, ako aj postupov pri
vytvérani tychto zdznamov, sme prisli k zdveru, Ze udaje o pouZivani systému nemusia byt
kompletné a niektoré Casti pristupov pouzivatelov nebude mozné spolahlivo rekonsStruovat’.
Modul preto implementuje algoritmus, ktory sa snazi vo velkej miere zrekonStruovat pristupy
pouzivatelov a upozornit’ na moznost’ pripadnych chybajicich tdajov. Pocas projektu sme
upravili spdsob zaznamendvania akcii v systéme ALEA aupravend verziu systému sme
nasadili do prevadzky. Pre upravenu verziu systému ALEA sme vytvorili aj novi verziu
zapuzdrovacieho modulu, nakol’ko po vykonanych dpravéach uZ nie je potrebna rekonstrukcia
udajov.

Pre pristup k zaptizdrovacim modulom je v systéme vytvorend trieda, ktord slizi ako ich
register. Pri spusteni systému sa vytvoria zapuzdrovacie moduly pre vSetky nakonfigurované
AH systémy a uloZia sa do tohto registra. Ked’ potom niektord z tried potrebuje pristup k AH
systému, jednoducho poZiada register, aby vyhladal zaptizdrovaci modul pre dany systém.
Kazdy AH systém je jednoznacne identifikovany svojim menom, uvedenym v konfiguracii
systému.

Predspracovanie udajov

Na spracovanie informécii poskytnutych zaptizdrovacim modulom a ich uloZenie do databazy
systému sme vytvorili triedu na predspracovanie udajov. V triede je implementovany
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navrhnuty algoritmus na identifikdciu pristupov pouZzivatel'ov do systému (pozri priloha C).
Pre kazdy koncept alebo fragment, ktory sa nachddza v pristupe pouZivatela, sa od
zapuzdrovacieho modulu zistuje jeho druh a tento tdaj sa ulozi do informacnej bazy. Pred
uloZenim samotného pristupu do informacnej bazy sa este testuje jeho dizka. V pripade, Ze je
dizka pristupu mensia ako nastavend hodnota (pri experimentoch so systémom sme pouZili
niel’ko r6znych hodndt), pristup sa povazuje nespol’ahlivy a do databdzy sa nezapise.

Aby sme zefektivnili proces spracovania a zabrénili pripadnym duplicitnym zdznamom
o pristupoch pouZzivatelov v databidze, modul na predspracovanie si od zapuzdrovacieho
modulu vyZiada iba tie akcie, ktoré eSte doposial’ nespracoval. Ide teda o tie akcie, ktorych
Casova znamka je novsia ako ¢asova znamka poslednej akcie spracovanej systémom.

Databaza

V databaze systému su uloZené udaje o pristupoch pouzivatelov do AH systémov ako aj udaje
o Struktire domény a druhoch konceptov a fragmentov. Je realizovand ako relacnd databdza
(pouzili sme databidzovy systém MySQL), ktorej schéma je uvedend v prilohe F.

Pristup k udajom v databaze zabezpecuje samostatna trieda, ktord poskytuje zdkladné
metody pre pracu s uloZenymi udajmi. Sem patria funkcie pre zdpis udajov do databizy
a funkcie pre ziskanie ddajov z databdzy, v ktorych sa dajd pomocou parametrov Specifikovat’
kritérid, na zdklade ktorych sa maju pristupy pouzivatel'ov z databdzy vybrat’.

Dolovanie v datach

Implementovali sme zdkladni kostru pre algoritmy na objavovanie vzorov, z ktorej si potom
odvodené triedy, ktoré implementuju Specifické Casti algoritmov pre objavovanie asociacnych
pravidiel, sekvencnych vzorov a spojitych sekvenénych vzorov.

Implementécia algoritmov umoZiuje Specifikovat’, akd Cast pristupov pouZivatel'ov
v databdze sa md pouZit’ na objavovanie vzorov. Toto ndm potom umoziuje pouzit’ zvySni
Cast’ pristupov na otestovanie presnosti odporticani konceptov na zdklade objavenych vzorov
a sledovat’ tak vplyv velkosti pomeru trénovacej a testovacej mnoziny pristupov na vysledky
a presnost’ odport¢ania (bliz§ie pozri kapitolu 6.4). Dal§fim parametrom algoritmov je tzv.
minimdlna podpora (pocet, resp. percento pristupov pouzivatelov, v ktorych sa vzor
vyskytuje), ktord musia objavené vzory mat, aby boli povaZzované za signifikantné a boli
uloZené do bazy znalosti.

Baza znalosti

Vzhl'adom k tomu, Ze vzory su po ich objaveni zlicené do stromove;j Struktiiry, rozhodli sme
sa ukladat’ znalosti do stborového systému vo forme XML siborov (priklad takéhoto XML
subore je uvedeny v prilohe G). Samotny format XML ma formu stromu a preto povazujeme
tento pristup za vhodnejsi, ako ukladat’ znalosti do relacnej databdzy. NavySe, XML stibor je
dostatocne Citateny pre Cloveka aje ho mozné l'ahko naformdtovat’ a zobrazit' pomocou
dostupnych néstrojov, takZe aj bez existencie modulu pre vizualiziciu si mdZe autor obsahu
AH systému nechat’ zobrazit’ objavené znalosti. R6zne druhy znalosti (vzorov) su uloZené
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v samostatnych siboroch. V prototype sme sa nezaoberali Struktirovanim bédzy znalosti na
Specifické a vSeobecné znalosti. V bdze sui v samostatnych adresdroch uloZené iba znalosti
Specifické pre jednotlivé AH systémy.

Pristup k znalostiam v baze zabezpeCuje samostatna trieda, ktord poskytuje metody na
nacitanie aj zapis stromu vzorov urCit€ho druhu do bazy. Na spracovanie a kontrolu XML
stiborov so znalostami sme pouZili kniZnicu Xerces.

Modul odporucéania

Podobne ako pri algoritmoch na objavovanie znalosti, aj pri odpori¢ani konceptov sme
vytvorili kostru, ktord je spolocnd pre odporicanie na zdklade vSetkych druhov znalosti.
Z tejto kostry st potom odvodené triedy, ktoré dopliaju ¢asti $pecifické pre odpordéanie na
zéklade asociacnych pravidiel, sekvencnych vzorov a spojitych sekvencnych vzorov.

Implementované algoritmy vyuZiva trieda na odporucanie, ktord z ich vysledkov zostavi
vysledné odporicanie. V triede su tieZ implementované metédy na zistovanie presnosti
odporuicani. Vplyv roznych faktorov na presnost’ odporticani blizsie skimame v kapitole 6.4.

Rozhranie pre odporucanie

Aby mohli AH systémy vyuZivat’ sluZzby ndsho systému na odporicanie navigicie, bolo treba
vytvorit’ rozhranie, ktoré bude sliZit' na ziskavanie odporicani. Nakol’ko AH systémy moZu
byt implementované v réoznych prostrediach a nasadené na r6znych serveroch, rozhodli sme
sa na komunikédciu medzi systémami pouzit’ protokol XML-RPC, ktory bol vytvoreny na
vzdialené spuStanie procedir. Samozrejme, existuji aj d’alSie alternativy na prepojenie
systémov (napr. protokol SOAP), ale pri vybere XML-RPC prevéazila jeho jednoduchost
a dostupnost’ implementdcii pre rozne platformy.

Nosnym protokol pre XML-RPC je protokol HTTP. Pri spusteni systému na odporucanie
navigdcie sa preto vytvori HTTP server, ktory obsluhuje poziadavky na odporucanie na porte
1605. Ide teda o webovu sluzbu, ktord je pristupna prostrednictvom protokolu XML-RPC.
Rozhranie sme implementovali s vyuzitim kniZnice Apache XML-RPC, ktord poskytuje aj
vlastni implementaciu jednoduchého HTTP servera.

Prezentacia znalosti

Modul nacita z bazy znalosti zvoleny strom vzorov a zobrazi ho vo forme grafu. Pouzivatel’
md moznost’ filtrovat’ uzly stromu (a teda aj vzory) na zédklade ich podpory. Na vykreslenie
stromu sme pouZili kniZnicu Jung.

Upravy systému ALEA

Vyucbovy AH systém ALEA je zdkladnym zdrojom tudajov pre tento projekt. Aby bolo
mozné tento systém pouzit, bolo potrebné vykonat’ v iom dve dpravy.

Prvé dprava sa tykala zaznamendvania udajov a akcidch pouZzivatelov. Systém ALEA

N1

poméha $tudentom pri navigacii v doméne tym, Ze im poskytuje tla¢idlo ,,Dalsi* a ,,Predosly*.

31



Stlaceniu tychto tlacidiel zodpovedaju akcie Next a Previous. Parametrom tychto akcii vSak
nebol ciel'ovy koncept, na ktory sa pouzivatel’ stlatenim tlacidla dostal, ale zdrojovy koncept,
teda ten, na ktorom Student tlac¢idlo pouZzil. Dosledkom takéhoto spdsobu vytvdrania
zédznamov bolo, Ze pri niektorych Specifickych postupnostiach akcii pouzivatel'ov nebolo
mozné zistit' vSetky koncepty, ktoré pouzivatel' navstivil. Vytvdranie zdznamov sme teda
upravili tak, aby parametrom akcii Next a Previous boli cielové koncepty. V rdmci tejto
Upravy sme pridali navySe zaznamendvanie akcie DisplayFragment, na zaklade ktorej vieme
zistit', ktoré fragmenty sa pouZzivatel'ovi zobrazili.

Ciel'om druhej tpravy bolo prispdsobenie systému tak, aby mohol vyuZivat’ odporic¢ania
zostavované nami navrhnutym systémom. Pridali sme preto moZnost komunikdcie so
systtmom na odporicanie navigéacie prostrednictvom protokolu XML-RPC, pricom sme
pouzili kniznicu PocketXML-RPC. Odporticané koncepty zobrazujeme v samostatnej sekcii v
lavej Casti obrazovky (pozri obrazok 4).

FLP Andrej Kristofic

Odhlasenie| Obsah| Histdria| Mastavenia| Zmena hesla| ZaloZky

s [ 0 priklad sucin

(=] Schérma Zobraz
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Komentare

Meno Datum ::..
Tomas Bici 28.11.2002 17:34:54 Zisli by sa testy, cisar

Obrazok 4: Odporiacanie konceptov integrované do systému ALEA .

Generovanie testovacich udajov

Aby sme ziskali d’alSie testovacie udaje, rozhodli sme sa umelo vygenerovat testovacie
zdznamy o pouZzivani systému. Preto sme vytvorili softvérovy ndéstroj, ktory umoZziuje
vytvorit' niekolko ,robotov®, ktoré navstevuji stranky systému ALEA. Kazdy ,robot*
analyzuje stranky, ktoré mu systém zobrazuje a identifikuje v nich odkazy. Odkazy roztriedi
do réznych skupin podla toho, o aky druh odkazov ide (napr. odkazy v kontextovej ponuke,

413
1

odkazy v hlavnej ponuke, odkazy ,Dal§i“ a ,Predosly* na podporu navigicie a pod.).
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Program sa ndhodne rozhoduje, ktort skupinu odkazov si vyberie a ktory koncept navstivi
ako d’alsi. Jeho preferencie je vSak mozné ovplyvnit pomocou parametrov. Experimentmi
s takto ziskanymi tdajmi sa budeme zaoberat’ v Casti 6.

Implementacéné prostredie a pouzité prostriedky

VSetky casti prototypu sme implementovali v jazyku Java. Dévodom tohto rozhodnutia boli
predovSetkym skisenosti s tymto programovacim jazykom, existencia velkého mnoZstva
implementovanych datovych Struktir a v neposlednom rade aj nezdvislost’ tohto jazyka od
pouzitého opera¢ného systému. Pri vyvoji sme pouZili run-time prostredie pre programy v
jazyku Java vo verzii 1.4.2.

Pri implementécii sme vyuZzili sluzby niekol’ko kniZnic, ktorych ndzvy a pouZzité verzie su
zhrnuté v tabul’ke 1.

Nazov kniZnice Verzia Opis

Jung o . . . oo
. 1.5 KniZnica pre pracu s grafmi a ich vizualizaciu.
http://jung.sourceforge.net/

Log4;j 12.8 KniZnica pre vytvdranie testovacich a ladiacich
http://logging.apache.org/log4j/docs/ o zdznamov — logov.
MySQL Connector Java L L 3

. 3.0.15 | JDBC ovlddac pre databazovy systém MySQL.
http://www.mysql.com/products/connector/j/
PocketXML-RPC 121 Implementécia protokolu XML-RPC vo forme
http://www.pocketsoap.com/pocketXMLRPC/ o COM objektu.
Xerces

http://xml.apache.org/xerces2-j/ 2.6.0 KniZnica pre spracovanie XML siborov.

Apache XML-RPC

1.2-b1 | Implementicia protokolu XML-RPC v jazyku Java.
http://ws.apache.org/xmlrpc/

Tabul’ka 1: Pouzité softvérové kniznice.

Zhodnotenie prototypu

Implementovanim prototypu sa ndm podarilo overit’ ndvrh systému. Prototyp implementuje
moduly systému pre predspracovanie udajov, hl'adanie vzorov a odporicanie konceptov na
zaklade objavenych vzorov. Jeho funkénost’ sme overili pri experimentoch s redlnymi tdajmi
z AH systému ALEA.

Vdaka iterativnemu a inkrementdlnemu pristupu k vyvoju sme boli schopni overit
kI'i¢ové cCasti systému, ako aj jednotlivé algoritmy uZ pocas ich ndvrhu. To umoZnilo skort
identifikdciu problémov a ich rieSenie. Tymto spdsobom sme napriklad prisli na to, Ze Cast’
algoritmu na objavovanie spojitych sekvenc¢nych vzorov nie je vhodné vykondvat’ v kontexte
AH systémov (bliz§ie pozri kapitolu 5.2). Dalifm prikladom moZe byt odhalenie
nekonzistencie udajov zo systému ALEA, ktori sme vyrieSili jednak dpravou samotného
systému, ako aj vyvojom algoritmu na c¢iasto¢nu rekonStrukciu tychto tidajov. Takisto nas to
viedlo k vytvoreniu néstroja na generovanie vlastnych testovacich udajov.
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6 Experimenty a vysledky

S prototypom systému na odpordcanie navigdcie sme vykonali niekolko experimentov.
Experimenty sledovali dva zdkladné ciele:

1. Overit vplyv parametrov algoritmov na ich vysledky a ndjst’ vhodné hodnoty tychto
parametrov.

2. Zistit, nakolko ovplyviiuji samotné udaje vysledky algoritmov, predovSetkym
vysledky algoritmu na odportac¢anie konceptov.

V nasledujtcich kapitolach opiSeme priebeh jednotlivych experimentov, uvedieme ich
vysledky, ktoré sa pokisime zddvodnit’ a vysvetlit’.

6.1 Testovacie udaje

Pri experimentoch sme pracovali s troma roznymi sadami testovacich udajov. VSetky tri sady
pochédzali zo systému ALEA. Zdkladné vlastnosti jednotlivych sad testovacich udajov su
uvedené v tabulke 2. V d’alSich tabulkach sa budeme na jednotlivé sady odkazovat’ uz iba ich
¢islami.

Prva sada tddajov predstavuje zdznamy o pouzivani systému ALEA v obdobi od
novembra roku 2002 az do oktébra roku 2004. Koncom oktébra roku 2004 sme nasadili
upravenud verziu systému. Nakol'ko sa v tejto verzii zmenil (resp. opravil) sposob vytvarania
zédznamov o pouZzivani, rozhodli sme sa udaje ziskané novou verziou zaradit’ do samostatne;j
skupiny, s cielom zistit, aky vplyv mala moZnd strata informdcii pri pdvodnom spdsobe
vytvdrania zdznamov na vysledky. Udaje z upravenej verzie systému ALEA pokryvaji
obdobie od konca oktébra roku 2004 do janudra nasledujticeho roku.

Cislo Testovacia sada Obdobie pou;;:::ctzl’ovl Pocet akcii
1. | ALEA - p6vodna 11/2002 — 10/2004 287 37 947
2. | ALEA —upravena 10/2004 - 01/2005 93 28 016 (14 250) 7
3. | ALEA - generovana - 25 4325221 1)7

Tabul’ka 2: Vlastnosti sad testovacich idajov.

7 Pri tprave systému ALEA sme pridali zaznamenavanie akcie FragmentDisplay. Cislo v ztvorke uvadza podet
akcif bez uvedeného typu akcii.
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Udaje o pouZivani systému ALEA maji niekolko obmedzeni, ktoré maji vplyv na
vysledky experimentov. V prvom rade je to ich moznd neudplnost’ v dosledku chyby pri ich
zaznamendvani. Dalej je nutné spomeniit, 7e samotny systém ALEA uZ md v sebe
zabudované vedenie pouzivatel'ov (prostrednictvom kontextovych odkazov a pomocou
tlacidla ,,Dal§i“). Toto vedenie pouZivatelia pomerne Casto vyuZivali apreto si tudaje
o pouzivani skreslené. Dalsie aspekty, ktoré je potrebné vziat’ do tvahy si maly rozsah
domény, ktord systém prezentuje a pomerne kratky cas, pocas ktorého Studenti systém
pouzivali.

Kvodli uvedenym obmedzeniam udajov ziskanych pouZivanim systému ALEA sme sa
rozhodli pomocou vlastného generdtora vytvorit’ tretiu, umeld sadu testovacich ddajov. Aj
tieto Uidaje vSak budu Ciastocne ovplyvnené vedenim v systéme ALEA, nakolko generdtor

vyuzival pri navStevach stranok aj tie, ktoré systém odporuca pomocou tlacidla ,,Dalsi*.
Frekvencia vyuZivania vedenia je vSak mensSia ako pri redlnych udajoch.

6.2 Predspracovanie udajov

Pri predspracovani akcii pouZzivatel'ov je hlavnou tlohou identifikicia pristupov pouzivatela.
Do databézy sa ukladaju iba tie pristupy, ktorych diZka prekro&i minimélnu hranicu. Pri tomto
experimente sme skidmali, aké mnoZzstvo pristupov sa odfiltruje pri rdznom nastaveni tejto
hranice. Takisto sme sa zaujimali o priemernd dizku pristupov, resp. o rozdelenie pristupov
podla ich dizky. Vysledky predspracovania a Statistické tdaje zozbierané pocas neho
uvadzame v tabul’kdch 3 a 4.

Z vysledkov je vidiet, Ze pristupy pouzivatelov zo sady 1 sd kratSie ako pristupy
identifikované v sade 2, pri¢om rozdiel v priemernej dizke je priblizne 3 akcie. Toto moZe
naznacovat netplnost’ didajov v prvej sade, sposobend nesprdvnym spOsobom vytvdrania
zdznamov. Takisto je mozné pozorovat, Ze v ditach je pomerne vel'ké mnoZstvo kratSich
pristupov. Napriklad az 50%, resp. 40% vSetkych pristupov je kratSich ako 5. MoZnym
vysvetlenim je, Ze Studenti systém pouzivali vic¢Sinou pocas cviceni a teda mali obmedzeny
¢as na pracu so systémom. Na sadu umelo vytvorenych udajov zmena parametra nemala az
taky silny vplyv, nakol’ko sme spdsobom jej generovania zabezpecili, aby v nej prevladali
dlhgie pristupy pouZivatelov. Na vhodni volbu parametra hranice minimdalnej dizky pristupu
bude treba zvazit aj jeho vplyv na vysledky objavovania znalosti, resp. samotného
odporucania konceptov.

. Pocet identifikovanych Priemerna dizka Maximlna dizka
pristupov pristupu pristupu

1. 2109 10,06 214

2. 602 14,64 140

3. 1213 19,32 49

TabuPka 3: Statistické udaje o identifikovanych pristupoch.
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Minimélna dizka na

Mnozstvo akceptovanych

Priemerna dizka

akceptovanie pristupu Sada pristupov (v %) akceptovaného pristupu
L. 48,55 19,53
5 2. 61,79 22,56
3. 96,26 20,01
1. 30,82 26,89
10 2. 41,03 30,52
3. 89,72 20,86
1. 21,48 33,48
15 2. 31,23 36,48
3. 57,94 25,71
L. 16,45 38,55
20 2. 23,29 42,33
3. 41,12 29,48

Tabulka 4: Vplyv nastavenia hranice minimélnej diZky na priemerni dizku akceptovaného pristupu.

6.3 Objavovanie vzorov

Na predspracované pristupy pouZzivatel'ov sme aplikovali algoritmy na hl'adanie asociacnych

pravidiel (AP), sekvencnych vzorov (SV) a spojitych sekvencnych vzorov (SSV). Zistovali

sme, ako vplyva mnozstvo dat odfiltrované pri predspracovani na mnozZstvo objavenych

vzorov aich dizku. Dalej sme sledovali vplyv parametra algoritmov (minimélnej podpory

vzorov) na vysledky.

Vysledky v tabul’ke 5 ukazuji ako vplyva filtrovanie pristupov pri predspracovani na

celkovy pocet objavenych vzorov. Hodnota parametra minimdlnej podpory bola pri tomto

experimente nastavend na 0,15. Vo vysledkoch si mdZeme vSimniit’ zaujimavé zavislosti:

1. Cim dlh§ie vzory sa nachadzali v databdze (pretoZe kratSie boli odfiltrované pri

predspracovani), tym vi&§i bol podet ndjdenych vzorov. Takisto ristla ich diZka.

Z toho vyplyva, Ze zéklad pre vzory tvoria prave dlhSie pristupy pouzivatelov.

Pritomnost’ kratSich pristupov im brénila, aby ziskali vicSiu podporu. Odstranenim

kratSich pristupov sme umoznili, aby vzory objavené v dlhSich pristupoch mohli

ziskat’ dostatocnu podporu na to, aby mohli byt’ zaradené do vysledkov.

2. Je vidiet’ vyrazny rozdiel v pocte objavenych vzorov pri roznych testovacich saddch

dat, pricom ovela vic§i pocet vzorov sa naSiel v udajoch, ktoré pochadzaji

z upravenej verzie systému ALEA. Je moZné, Ze problémy so zaznamenavanim akcii

v povodnej verzii spdsobili, Ze uidaje o pouzivani nie si kompletné. Mensi pocet
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vzorov v umelo vytvorenej sade udajov je pravdepodobne spdsobeny tym, zZe
generovanie tejto sady je Ciastocne zalozené na ndhodnom vybere.

3. Rozdielny pocet vzorov objavenych réznymi technikami suvisi s reStriktivnostou
jednotlivych druhov vzorov. Najmenej obmedzeni urCuju asociacné pravidld, najviac
obmedzujuce su spojité sekvencné vzory.

V tabul’ke 6 uvddzame vysledky objavovania vzorov pre rdozne hodnoty minimalnej
podpory vzorov. Boli pouZité pristupy pouZivatel'ov, ktorych minimalna dizka bola 10. Opit
je badat’ vyrazny rozdiel medzi jednotlivymi sadami dat. Zd4 sa, Ze hodnota parametra
minimadlnej podpory silne ovplyviiuje pocet objavenych vzorov. Ukazuje sa, Ze pri hodnotich
okolo 0,15 algoritmy ndjdu dostato¢né mnoZstvo vzorov. Pomerne nizka hodnota podpory
vzorov mdze byt spdsobend rozmanitostou sprdvania sa pouZivatelov v systéme.
Pravdepodobne len malé skupiny pouZzivatel'ov sa spravali podobnym spdsobom.

6.4 Odporucanie konceptov

Pri experimentoch s odporucanim konceptov sme sa zamerali predovSetkym na jeho
presnost’. Snazili sme sa posudit’ vplyv parametrov predspracovania a objavovania vzorov na
uspesnost’ presnost’.

Pocas experimentov bola sada tdajov ndhodne rozdelend na dve casti — trénovaciu
a testovaciu mnoZzinu udajov. V trénovacej mnozine sa hladali vzory sprdvania sa, pristupy
pouzivatelov v testovacej mnoZine sme pouZili ako vstup algoritmu pre odporicanie.
V procese testovania sme postupne vytvarali odporticania na zdklade kazdého prefixu daného
pristupu pouZzivatela, pricom sa vysledok odporiCania porovnaval s konceptom, ktory
nasledoval v pristupe pouzivatel'a bezprostredne za pouZitym prefixom.

Minimalna dizka na Sada Pocet objavenych vzorov Max. dizka vzorov
akceptovanie pristupu AP SV SSV AP SV SSV
1. 37 33 30 2 2 1
5 2. 229 153 69 6 4 3
3. 165 142 48 5 5 3
1. 113 93 61 4 3 2
10 2. 2072 944 111 8 7 5
3. 219 158 55 6 5 4
1. 282 209 91 6 5 3
15 2. 11774 5423 155 11 9 5
3. 1438 785 89 9 8 6

Tabulka 5: Vplyv minimalnej dizky pristupov na po¢et objavenych vzorov.
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Pocet objavenych vzorov Max. dizka vzorov
Minimalna podpora Sada
AP SV SSv AP Sv SSv
1. 113 93 61 4 3 2
0,15 2. 2072 944 111 8 7 5
3. 219 158 55 6 5 4
1. 37 35 32 2 2 1
0,20 2. 322 201 68 6 5 3
3. 43 42 25 3 4 2
1. 24 24 23 2 2 1
0,25 2. 126 79 49 4 3 2
3. 16 16 16 1 1 1

TabuPka 6: Vplyv minimalnej podpory vzorov na pocet objavenych vzorov.

Za presné odporti¢anie sme povaZovali takd odporucent postupnost” konceptov, ktord
obsahovala ocakdvany koncept (bez ohladu na to, na ktorej pozicii sa nachddzal). Pri
vykondvani testov sme zaznamenavali udaje o priemernom umiestneni presne odporucenych
konceptov v postupnosti. Odporicanie sme testovali samostatne na zdklade vSetkych troch
druhov vzorov (asociacné pravidla — AP, sekvencné vzory — SV, spojité sekvencné vzory —
SSV). Takisto sme vyhodnocovali presnost’ odporic¢ania, ktoré vzniklo ich zli¢enim (zlicené
odporucanie — ZO).

Treba poznamenat, Ze nami vyhodnocovand presnost’ odporicani nemd priamy sivis
s uspeSnostou odporicania. Za uUspeSné odporicania totiZ povazujeme tie, ktoré pomozu
Studentovi lepSie zvladnut’ predkladand doménu. Z toho vyplyva, Ze dspesnost’ odporticani by
sme museli vyhodnocovat na zdklade spitnej vizby od Studenta, resp. na zdklade jeho
dosiahnutych vysledkov. To, Ze odportcanie nie je presné eSte neznamend, Ze by nebolo
uspeSné (samozrejme, plati to aj naopak — presné odporticanie nemusi byt uspesné).
Ni¢menej, presnost odporti¢ani ndm umoZni aspon ciastocne vyhodnotit vplyv rdznych
parametrov na vysledky.

Tabulka 7 poskytuje prehl'ad o vysledkoch odporicania ziskanych pri ro6znych
velkostiach trénovacej sady dét (minimélna dizka pristupu pouZivatel'a bola 5 a minimalna
podpora vzorov 0,15). Celkovo mdZeme sledovat rastici trend presnosti odporticani
s rasticou vel'kost'ou sady testovacich ddajov. Tento trend je vyraznejsi pri idajoch ziskanych
z upravenej verzie systému ALEA. Moznym vysvetlenim je, Ze pri vicSej trénovacej sade dat
sa podari ndjst viac vzorov sprdvania sa, na zdklade ktorych je moZné robit' odporti¢ania.
Takisto je moZné pozorovat velmi nizku presnost’ odporicani na zdklade spojitych
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sekven¢nych vzorov. Nastavenie ostatnych parametrov pri tomto experimente malo za
ndsledok, Ze sa tychto vzorov podarilo ndjst’ iba vel'mi madlo, ¢o sa prirodzene odrazilo aj na
presnosti odporti¢ania.

Minimélna diZka pristupu vyrazne ovplyviiuje podet objavenych vzorov. Tabulka 8
ukazuje vplyv tohto parametra na presnost odportcani (minimdlna podpora vzorov 0,15,
velkost’ trénovacej mnoZiny 90%). S rasticim po¢tom ndjdenych vzorov stipa aj presnost
odporucania, samozrejme na ukor Casu, ktory je potrebny na ndjdenie vzorov a odporucanie
konceptov na ich zdklade. NajmenS$i vplyv mal parameter na umelo vytvorend sadu udajov
(pri hodnote 10 sme dokonca zaznamenali pokles presnosti).

Pri experimentoch s hodnotou parametra minimélnej podpory vzorov (tabulka 9,
minimélna dizka pristupov pouZivatelov 5, velkost trénovacej mnoZiny 90%) sa opit
potvrdilo, Ze presnost’ rastie s mnozstvom objavenych vzorov. Nakol'ko s rasticou hodnotou
parametra minimalnej podpory kles4 pocet objavenych vzorov, klesa aj presnost’ odporicania.

V,el’kost’ . Potet Presnost’ odpordéania (v %) Priemerné umiestnenie
trenoY.ace‘] S odporucani
mnoziny AP SV SSV | ZO AP SV | SSV | 7o
1. 4211 | 435| 10,57 | 0,85 | 1342 | 149 | 1221 | 1,00 | 10,09
5% 2. 1755 | 14,64 | 26,15 | 17,66 | 33,90 | 1,51 577 | 1,19 | 490
3. 523 | 6,12 | 1950 | 553 | 2352 | 1,03 | 88| 100 | 7,78
1. 3373 | 3,82 10,79 | 098 | 13,73 | 122| 12,02 | 1,00 | 13,73
80% 2. 1367 | 1552 | 27,00 | 1858 | 34,16 | 1,55 | 520 | 122| 451
3. 419 | 549 | 2005 | 430 2315| 1,17 | 6,77 | 100 ]| 624
1. 2272 | 440 | 11,00 | 0,00 | 1426 | 120 | 11,10 -1 891
85% 2. 941 | 1552 | 27,10 | 19,02 | 34,11 1,50 | 3,81 1,21 3,43
3. 273 | 769 | 2344 | 623 | 2747 1,19| 650 | 1,00 | 597
1. 1442 | 437 | 1248 | 0,00| 1581 | 121 | 11,59 - 953
90% 2. 353 | 18,70 | 35,69 | 2521 | 43,06 | 141 | 382 1,18 | 349
3. 179 | 7.82 | 2458 | 503 | 2905 | 129 7.4 | 100 | 644

TabuPka 7: Vplyv vel’kosti trénovacej mnoziny na presnost’ odporicania.
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Presnost’ odporicania (v %)

Priemerné umiestnenie

Min. dizka Pocet
, Sada .
pristupov odporicani
AP SV SSV 70 AP SV SSV 70

1. 1442 | 437 | 1248 0,00 | 15,81 1,20 | 11,59 -1 953

5 2. 353 | 18,70 | 35,69 | 2521 | 43,06 | 141 3,82 1,18 3,49

3. 179 | 7,82 | 2458 503 | 29,05 1,29 7,14 1,00 6,44

1. 1 604 9,16 | 15,09 6,80 | 19,14 | 1,68 | 13,16 1,05 | 10,73

10 2. 601 | 16,31 | 37,60 | 27,79 | 44,09 | 1,72 7,44 1,17 6,26

3. 203 6,40 | 21,67 | 11,82 | 26,11 1,69 8,18 1,00 7,15

1. 1379 | 12,04 | 17,11 | 1022 | 22,04 | 2,11 7,59 1,10 6,36

15 2. 472 | 22,67 | 50,64 | 3432 | 57,63 | 222 7,09 1,27 5,97

3. 153 9,15 | 29,41 | 28,95 | 3333 | 2,07 4,36 1,10 | 4,02

Tabulka 8: Vplyv minimélnej diZky pristupov na presnost’ odporiéania.
Min. v Presnost’ odpordéania (v %) Priemerné umiestnenie
Pocet
podpora Sada PP
odporicani
VZOrov AP SV SSV 70 AP SV SSV 70

1. 1442 839 | 13,87 2,57 | 1831 1,45 | 10,42 1,00 8,33

0,13 2. 353 | 24,93 | 44,19 | 30,59 | 52,12 | 1,43 2,99 1,17 2,71

3. 179 | 10,61 | 29,61 | 12,85 | 33,52 | 221 2,7 1,00 5,28

1. 1442 569 | 12,41 257 1637 | 1,50 | 11,96 1,00 9,58

0,14 2. 353 | 22,95 | 38,81 | 2691 | 48,16 | 144 3,75 1,19 3,48

3. 179 6,70 | 26,26 8,94 | 29,05 1,33 6,68 1,00 6,31

1. 1442 | 437 | 12,48 0,00 | 15,81 1,20 | 11,59 - 953

0,15 2. 353 | 18,70 | 35,69 | 2521 | 43,06 | 141 3,82 1,18 3,49

3. 179 | 7,82 | 2458 503 | 29,05 1,29 7,14 1,00 6,44

Tabul’ka 9: Vplyv minimalnej podpory vzorov na presnost’ odporicania.
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Pri vSetkych experimentoch boli najpresnejSie odporucania, ktoré vznikli na zdklade
sekven¢nych vzorov, aj ked’ umiestnenie odporicaného konceptu bolo podstatne nizsie ako
pri odportcaniach vytvorenych z ostatnych druhov vzorov. Pri spdjani odporid€ani z r6znych
druhov vzorov sme pouzili nasledujice véhy:

= asociacné pravidla - 2
= sekvencné vzory - 4
= spojité sekvencné vzory — 90

Vysledné odportcanie bolo vzdy presnejsie ako Ciastkové odporicania. To znamena, Ze
jednotlivé druhy vzorov sa navzdjom &iastoéne dopliiajd. Hoci sme pomocou véh silne
preferovali spojité sekvencéné vzory ukdzalo sa, Ze na vysledku vysledného odporicania sa
najviac podiel’ali prave obycajné sekvencné vzory. Umiestnenie konceptu vo vyslednom
odporicani sa totiz vyrazne posunulo smerom nadol, k hodnotdm, ktoré dosahovalo pri
odpori¢ani na zdklade sekvenénych vzorov. Je to spdsobené pravdepodobne tym, zZe
odportcanie na zdklade sekvencénych vzorov sa asto podari urobit’ aj vtedy, ked’ nie je mozné
urobit’ odporicanie na zdklade ostatnych druhov vzorov.

Ukazalo sa, Ze zmena spOsobu zaznamenavania akcii v systéme ALEA zmenila povahu
udajov. Presnost’ odporicani pre povodnu verziu systému bola podstatne mensia ako presnost’
odporucani pri upravenej verzii. Vysledky v§ak mdzu byt skreslené, pretoZe sady dat z oboch
verzii systému ALEA obsahovali rozdielne mnoZstvo akcif aj pouzivatel'ov.

Parametre algoritmov predspracovania aj dolovania v ditach ovplyviiuji presnost
odporicania konceptov, ktord sa pri sade dat z upravenej verzie systému ALEA pohybovala
od 30% do 60%. Pozorovali sme, Ze ¢im vicSie mnozstvo vzorov sa podari objavit, tym je
presnost’ odporticania vic¢Sia. Na druhej strane je ¢asovo ndro¢né objavit’ velké mnozstvo
vzorov, takisto ako vytvérat’ na ich zdklade odpordcania. Prili§ velké mnoZstvo vzorov mdze
spOsobit’, Ze systém bude na dynamické (on-line) odportii¢anie nepouZitelny. Aj
s prihliadnutim na tento fakt sa ndim ako najvhodne;jSie javia hodnoty nasledujice parametrov:

» minimélna diZka pristupov pouZivatela — 10

= minimdalna podpora vzorov - 0,14
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7 Zhodnotenie

Cielom prace bolo navrhnit, akym spdsobom je mozné aplikovat postupy objavovania
znalosti v udajoch z adaptivnych hypermedidlnych (AH) systémov, so zdmerom vyuZzit
objavené znalosti na skvalitnenie prisposobovania AH systému Studentovi. Na zdklade
analyzy uddajov, ktoré ndm AH systémy mo6Zu poskytnit sme sa orientovali na techniky
a algoritmy na hladanie charakteristickych vzorov (asociacnych pravidiel, sekvencnych
vzorov a spojitych sekvencnych vzorov). Navrhli sme niekol'ko spdsobov vyuZitia tychto
vzorov, pricom sme sa zamerali predovSetkym na odporicanie konceptov Studentovi, teda na
vytvaranie vyucbovych postupnosti vhodnych pre Studenta. Vychddzali sme pri tom
z existujucich postupov na personalizaciu navigicie v prostredi Internetu. Vysledkom je navrh
procesu na objavovanie znalosti v AH systémoch, ktory pokryva zber vhodnych ddajov, ich
predspracovanie, dolovanie znalosti z idajov a vyuZitie (interpretdciu) objavenych znalosti.

Navrhli sme systém, ktory realizuje proces na objavovanie znalosti v AH systémoch.
Vdaka tomu, Ze sme ststredili vSetku funkcionalitu $pecificki pre konkrétny vyuc¢bovy AH
systtm do jedného modulu, je systém dostato¢ne flexibilny a nezavisly od AH systému,
pouzitého ako zdroj tdajov. Pouzili sme tri pribuzné algoritmy na hl'adanie vzorov spravania
sa, aby mal systém dostatok znalosti na odporucanie konceptov. Pri ndvrhu systému sme brali
do uvahy aj fakt, Ze objavené znalosti mdZu poskytnit’ uZito¢nd informdciu aj autorovi
obsahu AH systému. Preto sme do architektury systému zaradili aj modul na vizualizaciu
objavenych znalosti.

Na zdklade ndvrhu sme implementovali prototyp systému, v ktorom sme sa sustredili na
predspracovanie tdajov, dolovanie znalosti a odpori¢anie konceptov Studentovi na zdklade
objavenych znalosti. Rozhranie pre odporicanie konceptov je v prototype systému
implementované ako webova sluzba, ktord spracuje poziadavky na odporidCanie a vytvori
odporicanud postupnost’ konceptov. Ked’Zze sme ako zdroj idajov pre prototyp vyuzili systém
ALEA, implementovali sme zaptuzdrovaci modul pre tento systém a upravili sme ho tak, aby
mohol vyuzit’ odporticania poskytované prototypom.

S prototypom sme vykonali niekol’ko experimentov, pri ktorych sme skimali vplyv
roznych parametrov algoritmov predspracovania udajov a objavovania vzorov na vysledky
a presnost’ odporicani. Na zdklade vysledkov experimentov sme stanovili odporucené
hodnoty jednotlivych parametrov. Pri experimentoch sme pracovali s viacerymi sadami
udajov zo systému ALEA. Vysledky naznacili, Ze sp6sob zaznamendvania tdajov v systéme
ALEA ako aj d’alSie faktory (napr. zabudované vedenie pouZivatelov v systéme) CiastoCne
ovplyvnili vysledky odporucani.
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Je vela smerov, ktorymi by sa d’alSia praca v tejto oblasti mohla uberat’. Jednym z nich
modze byt zohl'adnenie viacerych atribtitov pouZivatela (napr. jeho znalost’ o koncepte alebo
¢as, ktory stravil Stidiom konceptu) pri objavovani znalosti, resp. pri odporicani. V praci sme
sa zaoberali predovSetkym AH systémami zameranymi na vyucbu, konkrétne na vyucbu
programovania. Zaujimavym krokom by mohlo byt’ zovSeobecnenie myslienok prace na AH
systémy vSeobecne alebo ich overenie v inej doméne vyucby.

Samotny prototyp poskytuje niekol’ko dalSich oblasti skimania. Bolo by vhodné
vyhodnotit’ dspesnost’ jeho odporicani na zdklade spétnej vizby od Studentov a na zdklade ich
dosiahnutych vysledkov. ProspeSnym by bolo aj ziskanie védcSieho mnoZzstva udajov pre
experimenty z roznych AH systémov a z roznych predmetov, kde sa vyu€uje programovanie
(napr. vyucba jazykov C, C++ alebo Java).
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Abstract. Most adaptive web-based hypermedia systems adapt pres-
entation of the content and/or navigation using predefined set of rules.
Considering different behavior and preferences of each user it may be
hard to generalize and construct all appropriate rules in advance. In
this paper we explore this problem in context of educational adaptive
hypermedia systems. We focus on recommending lessons (learning
objects or concepts) that students should study next while using adap-
tive hypermedia system. We present architecture of a web-based re-
commender system, which uses results of knowledge discovery to im-
prove adaptation.

1 Introduction

Adaptive hypermedia systems have become popular in last few years in many applica-
tion areas such as educational hypermedia, on-line information systems or information
retrieval hypermedia [1]. Adaptive hypermedia application in the field of educational
systems is natural, as each student generally has different characteristics related to
learning, so an adaptation to the student’s characteristics can help the student to master
topics more effectively.

However, it is quite difficult for an author of the course to develop appropriate
adaptation model. This requires respectable knowledge of students’ behavior to create
such adaptation rules, which will result into an effective adaptation of presented
knowledge together with appropriate navigation in the course information space. We
propose to use knowledge extracted from educational adaptive hypermedia system by
means of knowledge discovery for the adaptation model improvement.

* Supervisor: doc. Ing. Maria Bielikova, PhD., Institute of Informatics and Software
Engineering, Faculty of Informatics and Information Technologies STU in Bratislava

M. Bielikova (Ed.), IIT.SRC 2005, April 27, 2005, pp. 229-234.
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In this paper we present a recommender system, which employs knowledge dis-
covery for purpose of finding patterns of a characteristic behavior of students from data
collected by the adaptive hypermedia educational system. Discovered patterns are used
in the process of recommendation of relevant concepts to students, mainly for curricu-
lum sequencing.

2 Navigation recommendation approaches

Following discovered patterns various approaches have been proposed for navigation
recommendation (global or local, direct or indirect guidance). In [5] authors have pro-
posed to conduct the recommendation directly with discovered patterns. Active user
session is used to search the patterns and find the matching ones. Suffixes of these pat-
terns become candidates for the recommendation. Only the most recent part of the ac-
tive user session is used for matching.

Another approach [4] is aimed to group stored user sessions or discovered fre-
quent item sets into session clusters using techniques of clustering. Representative us-
age profile is computed for each cluster. Active user session is then matched against
computed usage profiles.

Mentioned approaches deal with one kind of patterns and provide support for this
specific kind. We propose using several kinds of patterns (e.g., sequential and traversal
patterns) distinguished during the process of recommendation and describe software
framework for a recommender system, which extends architecture of adaptive web-
based hypermedia applications. Properties of used patterns and methods for discover-
ing them are discussed in greater detail in [3].

3 Recommender system for adaptive hypermedia

3.1 Recommender system architecture

Proposed recommender system as a back-end for an adaptive hypermedia system is
based on modular software architecture. The software architecture (see Figure 1) fol-
lows the flow of two main processes carried out in the system: (1) knowledge discov-
ery and (2) concept recommendation.

The system is designed to be independent of underlying adaptive hypermedia ap-
plication as much as possible. Therefore the architecture incorporates a wrapper, which
acts as a facade between an adaptive hypermedia system and the recommender system
itself. This approach allows using various adaptive hypermedia systems as sources of
data for knowledge discovery without modification of the recommender system itself.

Wrapper. All the adaptive hypermedia system dependent tasks are performed in
the wrapper module. This includes usage data retrieval as well as tasks related to the
processing and deploying generated adaptation rules, and the user model update. Using
the recommender system with several adaptive hypermedia systems requires a wrapper
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Fig. 1. Architecture of recommender system.

module for every adaptive hypermedia system. This module forms also the interface to
an authoring tool, where adaptation knowledge is defined by the author.

Data preprocessing. The data preprocessing module takes the stream of user ac-
tions as its input. These actions are preprocessed and searched for potential errors and
inconsistencies. The module also takes care of identification of user’s sessions. Ses-
sions are filtered according to their length (short sessions are dropped) and/or overall
knowledge level of respective user. Finally, the module stores sessions into database of
the recommender system.

Data mining. In the data mining module various algorithms for pattern mining
(see [3]) are applied on data stored in database. Traversal patterns, sequential patterns
and association rules are discovered using different views on data (e.g., different levels
of concepts in domain hierarchy, concept types). Discovered patterns are stored into
the knowledge base.

Knowledge presentation. The main purpose of the knowledge presentation mod-
ule is to present selected discovered knowledge (e.g., association rules) to the author of
a course. The author can then make modifications to the domain structure and the con-
tents of the information fragments.

Rule generator. The task of the rule generator module is to construct static adap-
tation rules (i.e., rules where current learning session of a student is not considered)
based on patterns in the knowledge base. These rules are deployed to the adaptive hy-
permedia system through the wrapper.
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Fig. 2. Typical scenario of the recommender system usage.

Recommender module. The recommender module creates a sequence of recom-
mended concepts based on the current session of a user and the knowledge stored in
the knowledge base. The concepts in the current user session are matched against the
ones in patterns of the knowledge base. When appropriate (similar) patterns are found,
the concept recommendation is carried out. The result is a sequence of recommended
concepts and the evaluation of their suitability and relevance for the user. This se-
quence is generated on demand of the adaptive hypermedia system (each time the user
moves to another concept or fragment, or after some time period or at the beginning of
each session).

3.2 Use case scenario

Sequential diagram in Figure 2 describes typical usage scenario of proposed recom-
mender system. While users work with the adaptive hypermedia system, it logs and
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stores all their actions (e.g., logins, logouts, concept visits) (see part A in figure). When
scheduled, the recommender system retrieves usage data, preprocesses it and stores it
into database. Data mining algorithms are executed on stored usage data and usage pat-
terns are discovered and stored in the knowledge base (see part B in figure).

With knowledge base filled up, the recommender system can recommend a se-
quence of relevant concepts for particular user, when asked to do so. An adaptive hy-
permedia system provides the recommender system with the user identification and his
current session and the recommender system returns recommended sequence of con-
cepts, which the user should visit next. The adaptive hypermedia system may annotate
concepts in the sequence according to suitability evaluation provided by the recom-
mender system (see part C in figure).

When author of the content decides to improve it, visualization of discovered
knowledge can help to decide which modifications should be made. The author can
also compare historical records and evaluate the effect of his previous changes to the
adaptive hypermedia system content (see part D in figure).

4 Experiments

To verify our approach to knowledge discovery in adaptive web-based hypermedia we
developed a prototype of the recommender system. We implemented three data mining
algorithms for pattern discovery (traversal patterns, sequential patterns and association
rules) suitable for educational hypermedia applications.

Results of the knowledge discovery are markedly dependent on source data. We
chose the ALEA educational adaptive hypermedia system [2] for our experiments since
we have had available usage logs gathered during 3 years of its usage in the Functional
and logic programming course. At time of experiments the database contained 1 170
sessions.

Experimenting with the ALEA data, we found out that even though algorithms
find some patterns in the data, these patterns have quite low support (around 15%). To
outline this fact, we analyzed and visualized visits of individual concepts as well as the
navigation between them. We discovered that all visits are almost equally distributed
between all concepts. There were only slight trails of increased navigation between
certain concepts. This issue may be caused by the restricted way the ALEA system was
used. The primary goal of students was not to master whole domain but to prepare
themselves for a programming test. The second reason may be the existence of a guid-
ance that the ALEA system already offers. We suppose that direct guidance imple-
mented in the ALEA system (by means of the “Next” button) influenced such students’
behavior and was proved in this way as appropriate.

5 Conclusions

The adaptation in most of current educational adaptive hypermedia systems is driven
by a fixed set of rules. The construction of such rules is a complex task and the author
may not be able to completely assess all intricacies found in different learning styles of
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students. Techniques for data mining can provide knowledge needed either to recom-
mend students concepts according to their characteristics or to assist the author of the
course to improve the structure of the domain.

Main contribution of this paper is proposal of the recommender system, which is
based on an idea of adaptation model development using data mining techniques. It
connects the process of knowledge discovery with on-line recommendation of concepts
based on discovered knowledge. The architecture of system allows using different un-
derlying adaptive hypermedia systems, enabling us to share common knowledge (not
specific to certain adaptive hypermedia system and its content). The architecture also
incorporates the module for visualization of discovered knowledge helping the author
of the course to prepare modification to the content.

In our approach, association rules, sequential patterns and traversal patterns repre-
sent automatically generated knowledge about students’ behavior. Based on a student’s
current learning session and discovered patterns, the recommender system is able to
recommend a sequence of concepts, which the student should study next.

Future development of the recommender system will focus on enhancing the set
of data mining algorithms, e.g., to use clustering techniques in order to discover user
clusters according their learning style. We plan to evaluate quality of recommendations
carried out by our recommender system using data produced by other educational hy-
permedia systems. The evaluation will be based on a feedback from students as well as
on results of the recommendation performed on a testing set of data.

Acknowledgement: This work was supported by Science and Technology Assistance
Agency under the contract No. APVT-20-007104.
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ABSTRACT

Most adaptive web-based hypermedia systems adapt presen-
tation of the content and/or navigation using predefined set
of rules. Considering different behavior and preferences of
each user it may be hard to generalize and construct all ap-
propriate rules in advance. This problem is more noticeable
in educational adaptive hypermedia systems, where adapta-
tion to individual learning style of a student is important for
the student to effectively assess particular domain. In this
paper we present techniques for data mining, which can be
used to discover knowledge about students’ behavior dur-
ing learning, as well as techniques, which take advantage of
such knowledge to recommend students lessons they should
study next. We also describe a process of recommendation
based on knowledge discovery and present an architecture of
a web-based system, which uses proposed approach to im-
prove adaptation. Proposed architecture is independent of
actual adaptive hypermedia system used.

Categories and Subject Descriptors
H.5.4 [Information Interfaces and Presentation|: Hy-
pertext/Hypermedia

Keywords

adaptive web-based educational hypermedia, knowledge dis-
covery, adaptive navigation, concept recommendation, usage
patterns

1. INTRODUCTION

Adaptive hypermedia systems have become popular in last
few years in many application areas such as educational
hypermedia, on-line information systems or information re-
trieval hypermedia [4]. Their growth is supported also by
widespread use of the web as a basis for making a 'new ed-
ucation’ possible, because it is available anyplace and any-
time [8]. Adaptive hypermedia application in the field of ed-
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ucational systems is natural, as each student generally has
different characteristics related to learning (goals, learning
styles, preferences, etc.), so an adaptation to the student’s
characteristics can help the student to master topics more
effectively.

However, it is quite difficult for an author of the course to
develop appropriate adaptation model (usually represented
using if-then rules). This requires respectable knowledge of
students’ behavior to create such adaptation rules, which
will result into an effective adaptation of presented knowl-
edge together with appropriate navigation in the course in-
formation space. We propose to use data collected by the
educational adaptive hypermedia system during its usage
to extract implicit, unknown and potentially useful infor-
mation related to the adaptation from data. Methods and
techniques of knowledge discovery provide us with discov-
ering interesting knowledge, which can be employed to im-
prove the adaptation model together with simplification of
the adaptation model development.

The aim of this paper is to present a proposal to employ
knowledge discovery for purpose of finding trends and pat-
terns of a usage from data collected by the adaptive hyper-
media educational system. These patterns reflect charac-
teristic behavior of students (individuals or groups) during
learning with the aid of the adaptive hypermedia system.
Discovered patterns are used in the process of recommenda-
tion of relevant concepts to students, mainly for curriculum
sequencing. We explore this proposal in the context of learn-
ing programming using programming exercises.

The rest of the paper is structured as follows. First, we give
short overview of knowledge discovery in adaptive hyperme-
dia in the context of related works. Next, in Section 3 we
describe interesting data selected as a source for knowledge
discovery in educational adaptive hypermedia. Section 4
discusses techniques appropriate for data mining with the
aim of discovering interesting patterns in learners’ behavior.
In Section 5 we present the usage of discovered knowledge
for recommendation in adaptive hypermedia. We describe
design of a recommender system, which is based on discov-
ering behavioral patterns and the usage of such discovered
knowledge. The paper concludes with a summary, and a
description of future directions of our research.



2. RELATED WORKS

Knowledge discovery in educational adaptive hypermedia
usage data is a complete process, rather than a particular
algorithm. It is aimed to reveal interesting patterns hidden
in data collected during learning. The process consists of
the basic steps identified for knowledge discovery (e.g., [9])
and later for web usage mining (e.g., [18]). The process
begins with understanding application domain, stating the
problem and collecting data. Next, acquired data is cleaned
and preprocessed. This step may also include integration
of data from various sources, selection of relevant attributes
and data transformation for the next step — data mining.
During the data mining step, various methods for pattern
extraction or classification are applied. In the end of knowl-
edge discovery process extracted knowledge is analyzed, in-
terpreted and introduced into practical use (e.g., using for
adaptation in educational hypermedia system).

Knowledge discovery for navigation recommendation is of-
ten based on usage data mining. Current approaches mainly
fall on web usage mining area. Their primary goal is usu-
ally evaluating web site designs through an analysis of the
browsing behavior of the web site users. Recently some au-
thors focus on personalization issues rather than producing
analytical knowledge (e.g., [17]).

There exists a variety of techniques for data mining, each
with specific characteristics and possible usage. Commonly
used techniques are cluster mining, association rules min-
ing and sequential pattern mining. These techniques have
drawn a lot of attention lately and a variety of algorithms
have been developed (see survey in [14]). Other artificial
intelligence approaches for discovering interesting patterns
can be used. For example, in [19] the Education Prediction
Rules tool for prediction rules discovery in adaptive hyper-
media system using genetic algorithm is presented. Authors
used adapted AHA! system as the source of usage data.

Following discovered patterns various approaches have been
proposed for navigation recommendation (global or local, di-
rect or indirect guidance). In [16] authors have proposed to
conduct the recommendation directly with discovered pat-
terns. The active user session is used to search the patterns
and find the matching ones. Suffixes of these patterns be-
come candidates for the recommendation. Only the most
recent part (called window — w) of the active user session is
used for matching, and it is matched against the patterns
with length |w|'+1. When no recommendation can be made
with current window, its size is decreased until it is possible
to generate a recommendation.

Another approach [15] is aimed to group stored user ses-
sions or discovered frequent item sets into session clusters
using techniques of clustering. Representative usage profile
is computed for each cluster. Active user session is then
matched against computed usage profiles.

Mentioned approaches deal with one kind of patterns and
provide support for this specific kind. We propose using sev-
eral kind of patterns (e.g., sequential and traversal patterns)
distinguished during the process of recommendation and de-

!where |w| denotes the size of window

scribe software framework for a recommender system, which
extends architecture of educational adaptive web-based hy-
permedia applications.

3. DATA FOR KNOWLEDGE DISCOVERY

Basic goal of knowledge discovery in an educational adaptive
hypermedia system is to discover characteristic patterns of
behavior of students, or groups of students during learning.
Source data are substantial for sound results of knowledge
discovery. We have identified several types of data, which
represent useful source for knowledge discovery in the edu-
cational adaptive hypermedia system:

e user activity logs,
e user knowledge level (performance value),

e domain model structure.

In the following paragraphs we explain importance of each
type of data for the process of knowledge discovery. As
we experimented with two adaptive educational systems:
AHA! [7] and ALEA [13], we provide examples and discus-
sion related to data that can be found in these two adaptive
hypermedia systems. However, our observations are valid
also for other systems because data related to the user be-
havior in adaptive hypermedia systems do not differ signifi-
cantly (common ontologies such as [12] and standards such
as [11] can be used).

3.1 User activity logs

Almost every adaptive hypermedia system maintains its us-
age logs, which contain data related to users’ activities.
These logs are the main source of data for mining. The
data show us how the educational system was being used by
students — which concepts (knowledge elements) students
visited and which information they were presented with.

Log entries usually contain timestamps, which are helpful
in estimating the time a student spent on certain concept.
Time can be used also to evaluate similarity between differ-
ent user learning activities [10]. Time usage this way may
originate inaccuracies though, because timestamps denote
only the time of concept accessing, but not the time of con-
cept studying. We can not say, whether the student really
worked on displayed concept, or he was just idling. How-
ever, after preprocessing time access values (e.g., by filtering
extreme values) it can be used as an auxiliary characteris-
tic in the process of knowledge discovery. There exist ap-
proaches, which employ a client-side program to capture the
time spent on information fragments more accurately [20].

Most of today’s adaptive hypermedia systems are realized
as web-based applications. Consequently, when there are no
hypermedia system logs available, logs from the web server
can be used instead. Naturally, additional data preprocess-
ing and cleaning has to be carried out.

Our proposal considers following user action attributes us-
able in the process of knowledge discovery:

e timestamp
defines time when action occurred. It is used to order



actions in time and to compute the time a user spent
on certain concept;

e user identification
having each user uniquely identified enables us to per-
form knowledge discovery under actions of individual
user and allows personalization;

e type
allows reasoning on different levels. We defined fol-
lowing elementary action types (with possibility of an
extension):

— Login and Logout which are used to delimit user’s
learning session;

— ConceptVisit and FragmentDisplay, which carry
information about visited concepts by particular
user and information fragments he was presented
with;

e object
specifies identification of an object on which the action
is carried out. For example for the Concept Visit action
it holds an identification of the concept visited by the
user.

3.2 Domain model structure

Domain model structure is important source for discover-
ing interesting patterns in usage data. Domain model of
an educational hypermedia system is composed of a set of
domain knowledge elements [5], which represent elementary
fragments of knowledge for the given domain. They can
be named differently in various educational hypermedia sys-
tems, e.g. concepts, knowledge items, topics, knowledge ele-
ments, learning outcomes. We denote elementary fragments
of domain knowledge in this paper as concepts. Moreover,
we distinguish concepts and fragments. Fragments repre-
sent actual information content, i.e. knowledge in case of
educational hypermedia system. Differentiation of concepts
and fragments enables more accurate data mining as vari-
ous concept-fragment relations can exist. However, our ap-
proach is applicable also in situations where only concepts
are considered.

One possible structuring of domain concepts in educational
adaptive hypermedia systems is a hierarchy [5]. By map-
ping concepts to their parents in the concept hierarchy, we
are able to work with concepts on different levels and thus
discover more general usage patterns.

Several different types of concepts and fragments can exist in
the educational adaptive hypermedia system. For example
in the context of learning programming using program exer-
cises, the concept type can provide information whether the
concept contains general knowledge (e.g., a programming
scheme) or it contains specific knowledge (e.g., an exercise
together with an example of source code — a specific applica-
tion of the programming scheme). Providing availability of
information about the concept type or fragment type we can
look for more general behavioral patterns. Instead of work-
ing with concrete concepts, we can work with their types
only on different levels of abstraction and generalization.

In the context of learning programming we use the following
concept and fragment types (inspired by the ALEA system
[13]):

e Concept types
— Text

— Programming scheme
— Exercise
— Test

e Fragment types
— Text

— Exercise definition
— Exercise hint
— Exercise solution

— Source code

3.3 User knowledge level

For the task of knowledge discovery it is important to know
knowledge level related to particular concept for each stu-
dent. Usually, we are interested in mining data of “success-
ful” students, i.e. those with high knowledge level of visited
concepts (or good performance results), because our goal
is to help students to successfully learn the domain. Esti-
mating the user knowledge level is a complex task and it is
usually performed by the educational adaptive hypermedia
system itself. After the knowledge level for certain concept
and user is determined it is stored into the user model.

The results of on-line tests offered by many educational
adaptive hypermedia systems can also be valuable (and pos-
sibly more precise) estimation of users’ knowledge. Along
with students’ results provided externally (e.g., results of
“paper” tests or overall score in the course) they can help
to assess the overall knowledge level of students more pre-
cisely. Overall level of knowledge is used for determination
of a subset of acquired data used in the next step of knowl-
edge discovery process for data mining.

3.4 Examples of data for knowledge discovery
In this section we provide examples of data for knowledge
discovery provided by two above mentioned adaptive hyper-
media systems AHA! and ALEA.

AHAI

AHA! is an adaptive web-based hypermedia system devel-
oped at the Eindhoven University of Technology [7]. As of
upcoming version 3.0, the system records information about
users’ activities either into the database or into a separate
XML file. Log entry is created every time a resource is being
accessed. One entry contains a timestamp, identification of
the user’s session, name of accessed resource, identification
of the user and a flag, which marks an access to the fragment.
Even though AHA! does not record the Login and Logout
actions, learning session of the user can still be identified
thanks to the user’s session field in the log entry. The AHA!
system also logs changes in the user’s model. This allows
considering the context in which the action occurred during
the process of knowledge discovery.



AHA! allows building a complex hierarchy of concepts, since
arbitrary concept relationship types can be defined. More-
over, it is possible to assign certain type to each concept.
The system maintains a table of concepts, which is filled
in from the XML file. This enables defining concept and
fragment types as described in Section 3.2.

The system uses overlay user model, i.e. values of all con-
cept attributes for particular user are stored and maintained.
Concepts representing domain knowledge fragments usually
define the knowledge attribute, which represents user’s level
of knowledge about the concept. The value of the knowledge
attribute (and the other attributes as well) is updated when
the user reads related page. AHA! also offers possibility to
create an on-line test, which results are used to update the
value of the knowledge attribute. This way we can assess the
knowledge of the user more precisely than just considering
visits of fragments.

ALEA

Educational adaptive web-based hypermedia system ALEA
(Adaptive LEArning) is used in the course Functional and
logic programming at the Slovak University of Technology
[13] since academic year 2002/2003. We have used the data
gathered by this system to verify an approach for knowledge
discovery in educational adaptive hypermedia proposed in
this paper. ALEA stores detailed information about users’
actions during learning into the database. Each time the
user selects a concept or fragment, visits the fragment or
explicitly changes his preferences, a log entry is created.
It contains a timestamp, identification of the user, type of
the action and an optional parameter of the action. Unlike
AHA!, changes in the user model are not logged in ALEA.
ALEA maintains only the most recent version of the user
model. It means that we are only aware of the outcome of
actions — the resulting user model. We do not know in which
context (i.e., state of the user model) particular action oc-
curred. This can be considered as a disadvantage, though
it does not influence knowledge discovery at the level pro-
posed here. For performing more detailed analysis of data,
it seems useful to have such information.

The domain model is represented using XML. The XML file
contains definition of concepts and relations between con-
cepts. ALEA employs several concept relation types and
concept types as well, which can be easily extended. Infor-
mation fragments are stored in separate XHTML files and
their types along with their mappings to the concepts are
stored in the database.

For each visited concept ALEA stores a level of user’s knowl-
edge related to domain knowledge represented by the con-
cept and the time when the user last visited concept together
with the overall number of visits. The ALEA system main-
tains also information whether the user marked the concept
as “understood”.

4. MINING ADAPTIVE HYPERMEDIA US-
AGE DATA

Main source of data for knowledge discovery in an educa-
tional adaptive hypermedia system are logs of users’ learn-
ing activities. These logs contain records about every single

user action in the adaptive hypermedia system. As a result
of preprocessing, we get learning sessions of all users identi-
fied (one learning session is delimited by the Login and Lo-
gout actions). The goal of data mining step in educational
adaptive hypermedia is to discover characteristic patterns of
navigating during users’ learning sessions. We propose using
the following techniques for accomplishing this task: associ-
ation rules mining, sequential patterns mining and traversal
patterns mining. Association rules and sequential associa-
tions are two notable types of web pattern generally. Traver-
sal patterns can be denoted as a special case of sequential
patterns proposed for mining a navigation in both open or
closed information spaces.

Association rules mining. This technique was originally
proposed to analyze customer transactions in the market-
basket domain. It is commonly used for example in analysis
of contents of on-line shopping carts. In this case it helps
to find groups of related products based on preferences of
customers. In educational adaptive hypermedia systems we
employ association rules mining to find relations between
concepts. Even though the technique does not take into ac-
count the order of concepts, its results can still be used in the
process of recommending relevant concepts. Nevertheless,
discovered relations between concepts are more useful for
the author of information space who can modify the course
to better suit users’ needs. There exist several algorithms
for association rules mining. One of the first presented al-
gorithms for this technique is Apriori algorithm [1].

Sequential patterns mining. Sequential patterns min-
ing is technique similar in some sense to association rules
mining. Unlike association rules this technique takes into
account the order of concepts visited. However, the con-
cepts do not necessarily have to be adjacent. That is why
the interpretation of sequential patterns in context of nav-
igation within the hypermedia information space could be
quite difficult. We only know that users have frequently
visited the concepts in certain order, but we cannot tell,
which concepts they had visited in the meantime. These
patterns are still useful for recommending concepts, which
user should visit in the future. There exist modifications
of Apriori algorithm for sequential pattern discovery, e.g.,
Apriori-All and Apriori-Some algorithms [2]. The other al-
gorithms (e.g., SPAM [3]) focus on improving performance
for mining on large databases.

Traversal patterns mining. Traversal patterns, some-
times also referenced as contiguous sequential patterns, are
used for discovering frequent subsequences of students’ learn-
ing sessions. They are often used in web server logs analysis.
Traversal patterns form the base for recommending relevant
concepts in our approach. When properly visualized, they
can be also helpful to the author of the course as they show
preferred “paths” that students tend to follow in the edu-
cational hypermedia system. The representative algorithms
for traversal patterns mining are Full Scan and Selective
Scan algorithms [6].

It is worth noting that patterns discovered using above men-
tioned techniques share some common traits. They all rep-
resent sequences or sets of items (concepts, in our case). The
algorithms used for their discovery share the same idea of



generating and pruning the set of candidate patterns. Thus,
we can take advantage of this similarity and store discovered
patterns in common knowledge base. We can also generalize
the algorithms for pattern discovery in educational adap-
tive hypermedia and introduce common software framework
shared between different algorithms.

5. RECOMMENDER SYSTEM FOR ADAP-
TIVE HYPERMEDIA

Patterns revealed during knowledge discovery process are
used for recommendation of relevant concepts. The result
of recommendation is a sequence of concepts, which student
should probably visit next, together with numeric represen-
tation of suitability of these concepts.

Because we are dealing with several kinds of patterns, it
is necessary to distinguish between recommendations based
on each kind. We proposed ordering of pattern kinds by
their suitability for recommendation in educational adaptive
hypermedia systems (see Figure 1).

least suitable for
recommendation

least restrictive

Association Rules

Sequential Patterns

Traversal Patterns

v v

most restrictive most suitable for
recommendation

Figure 1: Suitability of various patterns for recom-
mendation.

We consider traversal patterns the most reliable base for rec-
ommendation, because in educational adaptive hypermedia
systems the proper order of concepts is crucial for the stu-
dent to master a subject. Certainly, sequential patterns as
well as association rules can be also used for recommenda-
tion but they provide broader guidance than traversal pat-
terns. Therefore the suitability of recommended concepts
has to be evaluated with respect to the kind of patterns on
which the recommendation was based.

5.1 Recommender system architecture
Proposed recommender system as a back-end for an adaptive
hypermedia system is based on modular software architec-
ture. The software architecture (see Figure 2) follows the
flow of two main processes carried out in the system:

e knowledge discovery and

e concept recommendation.

The system is designed to be independent of underlying
adaptive hypermedia application as much as possible. There-
fore the architecture incorporates a wrapper, which acts
as a facade between an adaptive hypermedia system and
the recommender system itself. This approach allows us-
ing various adaptive hypermedia systems as sources of data
for knowledge discovery without modification of the recom-
mender system itself. The architecture is not restricted by
application area of the adaptive hypermedia system (i.e., its
usage is broader than educational adaptive hypermedia).

Wrapper

All the adaptive hypermedia system dependent tasks are
performed in the wrapper module. This includes usage data
retrieval as well as tasks related to the processing and de-
ploying generated adaptation rules, and the user model up-
date. The wrapper module hence defines common interface
for the access to the adaptive hypermedia system resources
and data. Using the recommender system with several adap-
tive hypermedia systems requires a wrapper module for ev-
ery adaptive hypermedia system. This module forms also
the interface to an authoring tool, where adaptation knowl-
edge are defined by the author.

Data preprocessing

The data preprocessing module takes the stream of user
actions as its input. These actions are preprocessed and
searched for potential errors and inconsistencies. The mod-
ule also takes care of identification of users sessions. Ses-
sions are filtered according to their length (short sessions
are dropped) and/or overall knowledge level of respective
user. Finally, the module stores sessions into database of
the recommender system. Information about the domain
structure and types of concepts and fragments is also stored
here.

Data mining

In the data mining module various algorithms for pattern
mining (see Section 4) are applied on data stored in database.
Traversal patterns, sequential patterns and association rules
are discovered using different views on data (e.g., different
levels of concepts in domain hierarchy, concept types). Dis-
covered patterns are stored into the knowledge base.

Knowledge presentation

The main purpose of the knowledge presentation module is
to present selected discovered knowledge (e.g., association
rules) to the author of a course. The author can then make
modifications to the domain structure and the contents of
the information fragments.

Rule generator

The task of the rule generator module is to construct static
adaptation rules (i.e., rules where current learning session
of a student is not considered) based on patterns in the
knowledge base. These rules are deployed to the adaptive
hypermedia system through the wrapper.

Recommender module
The recommender module creates a sequence of recommended
concepts based on the current session of a user and the
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Figure 2: Architecture of recommender system.

knowledge stored in the knowledge base. The concepts in the
current user session are matched against the ones in patterns
of the knowledge base. When appropriate (similar) patterns
are found, the concept recommendation is carried out. The
result is a sequence of recommended concepts and the eval-
uation of their suitability and relevance for the user. This
sequence is generated on demand of the adaptive hyperme-
dia system (each time the user moves to another concept or
fragment, or after some time period or at the beginning of
each session).

5.2 Use case scenario

Sequential diagram in Figure 3 describes typical usage sce-
nario of proposed recommender system. While users (stu-
dents in case of educational adaptive hypermedia system)
work with the adaptive hypermedia system, it logs and stores
all their actions (e.g. logins, logouts, concept visits). When
scheduled, the recommender system retrieves usage data,
preprocesses it and stores it into database. Data mining al-
gorithms are executed on stored usage data and usage pat-
terns are discovered and stored in the knowledge base.

With knowledge base filled up, the recommender system can
recommend a sequence of relevant concepts for particular
user, when asked to do so. An adaptive hypermedia system
provides the recommender system with the user identifica-
tion and his current session and the recommender system
returns recommended sequence of concepts, which the user

should visit next. The adaptive hypermedia system may
annotate concepts in the sequence according to suitability
evaluation provided by the recommender system.

When author of the content decides to improve it, visual-
ization of discovered knowledge can help to decide which
modifications should be made. The author can also com-
pare historical records and evaluate the effect of his previous
changes to the adaptive hypermedia system content.

5.3 Experiments

To verify our approach to knowledge discovery in adaptive
web-based hypermedia we developed a prototype of the rec-
ommender system. We implemented three data mining algo-
rithms for pattern discovery (traversal patterns, sequential
patterns and association rules) suitable for educational hy-
permedia applications.

In some experiments with traversal patterns mining we cre-
ated also maximal forward references [6] where returns to
previously visited fragments are ignored. We have found
that in this way loss of information is not acceptable. This
is a consequence of the fact that the navigation in educa-
tional hypermedia has different characteristics as a naviga-
tion (browsing) in the web information space. The return
back action during learning session is important part of be-
havioral patterns in educational hypermedia systems and
should not be ignored.
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Figure 3: Typical scenario of the recommender system usage.

Results of the knowledge discovery are markedly dependent
on source data. We chose the ALEA educational adaptive
hypermedia system [13] for our experiments since we have
had available usage logs gathered during 3 years of its usage
in the Functional and logic programming course. We suc-
cessfully preprocessed usage logs and were able to identify
learning sessions of individual users. At time of experiments
the database contained 1 170 sessions.

Experimenting with the ALEA data, we found out that even
though algorithms find some patterns in the data, these pat-
terns have quite low support (around 15%). To outline this
fact, we analyzed visits of individual concepts as well as
the navigation between them. We discovered that all visits
are almost equally distributed between all concepts. There
were only slight trails of increased navigation between cer-
tain concepts. This issue may be caused by the restricted

way the ALEA system was used. The primary goal of stu-
dents was not to master whole domain but to prepare them-
selves for a programming test. The second reason may be
the existence of a guidance that the ALEA system already
offers. Visualizations of concept visits by students showed
that the students navigated through the information space
of the ALEA more or less evenly. We suppose that direct
guidance implemented in the ALEA system (by means of
the “Next” button) influenced such students’ behavior and
was proved in this way as appropriate.

6. CONCLUSIONS AND FUTURE WORK

The adaptation in most of current educational adaptive hy-
permedia systems is driven by a fixed set of rules. The
construction of such rules is a complex task and the author
may not be able to completely assess all intricacies found
in different learning styles of students. Techniques for data



mining can provide knowledge needed either to recommend
students concepts according to their characteristics or to as-
sist the author of the course to improve the structure of the
domain.

Main contribution of this paper is a proposal of adaptation
model development support using data mining techniques.
We analyzed data provided by educational adaptive hyper-
media systems, which can be useful in the process of knowl-
edge discovery. Usage data (i.e., logs of users’ actions) are
valuable source for knowledge discovery. We selected three
well-known techniques for mining patterns in such data.
In our approach, association rules, sequential patterns and
traversal patterns represent automatically generated knowl-
edge about students’ behavior. Based on a student’s current
learning session and discovered patterns, the recommender
system is able to recommend a sequence of concepts, which
the student should study next.

Important outcome presented in this paper is architecture
of the recommender system, which connects the process of
knowledge discovery with on-line recommendation of con-
cepts based on discovered knowledge. The architecture of
system allows to use different underlying adaptive hyperme-
dia systems, enabling us to share common knowledge (not
specific to certain adaptive hypermedia system and its con-
tent). The architecture also incorporates the module for
visualization of discovered knowledge helping the author of
the course to prepare modification to the content.

Future development of the recommender system will focus
on enhancing the set of data mining algorithms, e.g., to use
clustering techniques in order to discover user clusters ac-
cording their learning style. We plan to evaluate quality of
recommendations carried out by our recommender system
using data produced by other educational hypermedia sys-
tems. The evaluation will be based on a feedback from stu-
dents as well as on results of the recommendation performed
on a testing set of data. We also intend to conduct more ex-
periments with the other educational adaptive hypermedia
systems and with their different content with primary at-
tention to AHA! considering also data related to user model
changes.
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Priloha C  Algoritmy na spracovanie udajov a odporucanie

Algoritmus na identifikaciu pristupov pouzivatelov

Vstup: postupnost akcii A

Vystup: mnozina identifikovanych pristupov pouzivatelov P

prekazdiae A
ak a = Login potom
ak 3 pristup [a.pouZivatel] potom
varovanie “Pouzivatel sa neodhl4sil“
P = P U pristup [a.pouzivatel]
vytvor pristup [a.pouzivatel
inak
vytvor pristup [a.pouzivatel]
koniec
koniec
ak a = Logout potom
ak 3 pristup [a.pouzivatel] potom
P = P u pristup [a.pouzivatel]
inak
varovanie “Pouzivatel nebol prihlaseny“
koniec
koniec
ak a = ConceptVisit alebo a = FragmentDisplay potom
ak 3 pristup [a.pouzivatel] potom
a.trvanie = vypocitaj trvanie akcie
pristupla.pouzivatel] = pristup [a.pouzivatel] +a
koniec
koniec
koniec

vystup P



Kostra algoritmu na objavovanie vzorov spravania sa

Ide o zovseobecnenie algoritmu Apriori [1]. Funkcie generuj kandiddtov a podporuje su
Specializované pre objavovanie asociac¢nych pravidiel a (spojitych) sekvencnych vzorov.

Vstup: mnoZina pristupov pouzivatelov P, minimélna podpora min_pod

Vystup: mnoZzina objavenych vzorov V

V; = vyber koncepty, ktorych podpora > min_pod
k=2

opakuj pokial’ V., # &
Cr = generuj kandidatov (Vi)

pre kazdy pe P
pre kazdy c € Cx
ak podporuje (p,c) potom
c.podpora = c.podpora + 1
koniec
koniec

koniec
Vi = vyber kandidatov, ktorych podpora > min_pod
koniec

V=urVi

vystup V

C-2



Kostra algoritmu na odporu¢anie konceptov

Predstavuje spolo¢ny zédklade pre odporticanie konceptov na zdklade asociacnych pravidiel a
(spojitych) sekvencnych vzorov. Funkcia vyhladaj uzly je Specificka pre kazdy druh vzorov a
zabezpecuje vyhodnotenie podobnosti pristupu pouzivatel'a a vzoru. Jej vystupom je mnozina
uzlov v strome vzorov, ktoré predstavujui posledné prvky vzorov, ktoré si podobné zadanému

pristupu pouZivatela.

Vstup: aktualny pristup pouZzivatela s, velkost okna w, strom vzorov t

Vystup: postupnost odporucenych konceptov K
opakuj pokial’ w > 0

okno = poslednych w prvkov s

uzly = vyhladaj uzly (okno, t)

pre kazdy ue uzly
potomkovia = njdi priamych potomkov uzla u v strome t
pre kazdy p € potomkovia
relevantnost' = p.podpora / u.podpora
K = K + (p.koncept, relevantnost)
koniec

koniec

ak |K| > 0 potom

ukonéi cyklus
inak

w=w-1

koniec
koniec

usporiadaj K podla relevantnosti

vystup K

C-3



Priloha D  PrirucCka pre spravcu systému

PozZiadavky systému

Hardvér (odporucend konfiguricia):
= procesor: Intel — kompatibilny s taktovacou frekvenciou minimdalne 1GHz
= pamdt: 256MB RAM

= diskovy priestor: systétm a podporné kniZnice vyzaduju 6MB diskového priestoru
(tento priestor nezahffia databazu systému ani jeho bazu znalosti)

Softvér:
= operaCny systém s podporou prostredia pre vykondvanie Java programov

= prostredie pre vykondvanie Java program — Java 2 Runtime Environment, Standard
Edition, verzia 1.4.2

= relaCny databazovy systém s podporou rozhrania JDBC a prislu$né JDBC ovladace

= vSetky ostatné potrebné softvérové kniznice su sucast’ou instaldcie systému

InStalacia systému

1. Nakopirujte stibory systému do zvoleného adresdra. Subory sa nachddzaji na CD
v adresari Prototype/AHminer.

2. Vytvorte databazu systému a vytvorte jej Struktiru. SQL prikazy na vytvorenie
Struktiry prazdnej databazy ndjdete na CD v adresari Data/AHminer v subore
empty.sql. PodrobnejSie inStrukcie ako vytvorit ainicializovat’ databdzu ndjdete
v manudli pre v4s databdzovy systém.

3. Zabezpecte, aby sa JDBC ovlddac¢ pre vas databazovy systém nachddzal v niektorom
z adresdrov, ktoré st uvedené v premennej prostredia CLASSPATH.



Konfiguracia systému

Systém sa konfiguruje pomocou konfigura¢nych siborov umiestnenych v adreséri config

systému:

config.xml

Hlavny konfiguracny stbor aplikicie vo formdte XML. Jeho definiciu ndjdete v adresari
dtd v subore ahminer.dtd. Ukdzkovy konfiguraény stubor ndjdete uz vytvoreny v adresari
config. Cela konfigurcia sa musi nachadzat’ v sekcii ahminer. Dalej opiSeme jednotlivé Gasti

konfigura¢ného stiboru:

database — nastavenia databdzy systému, sekcia musi byt umiestnend v sekcii

ahminer
Atributy sekcie:
o driverClass — celé meno triedy JDBC ovladaca pre databazovy systém
o url - adresa databdzy systému

o user — meno pouzivatel'a pre pristup k databaze
o password — pristupové heslo k databaze

Obsah sekcie: Ziadny

datalmport — nastavenia parametrov pre predspracovanie udajov, sekcia musi byt
umiestnend v sekcii ahminer

Atributy sekcie:

o minSessionLength — minimalna diZka pristupu pouZivatela, ktord bude akceptovani pri
predspracovani ddajov, vSetky kratSie pristupu budd ignorované

Obsah sekcie: Ziadny

knowledgeBase — nastavenia bdzy znalosti, sekcia musi byt umiestnend v sekcii

ahminer

Atributy sekcie:

o directory — celd cesta k adresdru, v ktorom budd uloZené sibory bazy znalosti; pouZivatel’,
ktory systém sptsta musi mat’ prava na zapis a €itanie z tohto adresara.

Obsah sekcie: Ziadny

AHsystems — sekcia obsahuje konfigurdcie jednotlivych AH systémov, musi byt

umiestnena v sekcii ahminer
Atributy sekcie: Ziadne

Obsah sekcie: sekcie AHsystem pre jednotlivé AH systémy (pozri niZsie)



= recommender — nastavenia modulu pre odporicanie konceptov, sekcia musi byt
umiestnend v sekcii ahminer

Atributy sekcie: Ziadne
Obsah sekcie: sekcia xml-rpc na konfigurdciu rozhrania pre odporicanie (pozri nizsie)

= control — nastavenie rozhrania pre ovlddanie systému, sekcia musi byt umiestnend
v sekcii ahminer

Atributy sekcie: Ziadne
Obsah sekcie: sekcia xmi-rpc na konfigurdciu rozhrania pre ovladanie systému (pozri nizZsie)

= AHsystem — konfiguricia konkrétneho AH systému, sekcia s mdZe nachadzat iba
v sekcii AHsystems

Atributy sekcie:
o name —jedinecné meno AH systému, sliZi ako identifikécia systému
o wrapperClass — celé meno triedy, ktord implementuje zaptizdrovaci modul pre AH systém

Obsah sekcie: sekcie parameter, na zadanie parametrov pre zapuizdrovaci modul (pozri niz§ie).
O tom, aké parametre zaptizdrovaci modul podporuje sa docitate v jeho dokumentacii.

= xml-rpc — nastavenie XML-RPC servera pre ovlddanie systému resp. odporicanie,
sekcia musi byt umiestnend v sekcii recommender aj control

Atributy sekcie:
o address — adresa, na ktord bude naviazané rozhranie pre ovlddanie systému
o port — ¢islo portu, na ktorom bude akceptovat’ poZiadavky server na ovladanie systému

Obsah sekcie: Ziadny

= parameter — nastavenie parametra pre zapuzdrovaci modul AH systému, sekcia sa
moze nachadzat’ iba v sekcii AHsystem

Atributy sekcie:
o name — meno parametra
o value — hodnota parametra

Obsah sekcie: Ziadny

log4j.xml

Konfiguracny subor pre kniZnicu log4j, ktord sme pouZzil na vytvdranie sprav pre
pouzivatel'a. Systém prichddza sa nastavenim, pri ktorom sa spravy vypisuji na Standardny
vystup. O d’alSich moZnostiach konfigurécie tejto kniZnice (napr. zdpis sprav do stiborov) sa
docitate na adrese http://logging.apache.org/logdj/docs/ .



Pridanie nového AH systému

Na pridanie nového AH systému pouzite nasledujice kroky:

1.

Pridajte novu sekciu AHsystem do sekcie AHsystems konfiguraného suboru, kde
nastavite meno systému a celé meno triedy zapuizdrovacieho modulu. Pridajte tiez
parametre pre zapuzdorovaci modul, ak je to potrebné. Priklad:

<AHsystem name = "Alea-FLP" wrapperClass = "aleawrapper.AleawrapperNew'">
<parameter name="systemPath" value="C:\School\ROK5\DP\alea-v1l.1"/>
</AHsystem>
Zabezpecte, aby sa trieda zapuzdrovacieho modulu pre v4S AH systém nachadzala v
niektorom z adresarov, ktoré su uvedené v premennej prostredia CLASSPATH. Na
tento ucel moZete pouZit' aj adresdr wrappers v adresdri systému, ktory je
automaticky zahrnuty do premennej CLASSPATH.

Ak si prajete vyuzivat’ odporicania vo vaSom AH systéme, nastavte prepojenie vasho
AH systému so systémom na odpordCanie navigicie (podrobnosti ndjdete
v dokumentdcii prislusného AH systému). Adresu a port rozhranie pre odporicanie
konceptov zistite v konfiguraénom stbore.

Pouzivanie a ovladanie systému

Hlavnou triedou systému je trieda AhMiner, ktora spustime prikazom (aktudlny adresar, je

adresar systému):

java -classpath ahminer.jar ahminer.AhMiner

Po spusteni systém inicializuje svoje moduly a vytvori XML-RPC rozhrania pre

odporicanie konceptov (Standardne na porte 1605) a pre ovlddanie systému (Standardne na

porte 1981). Nastavenie portov je mozné zmenit' v konfiguratnom stbore. Systém modZete

ovladat pomocou XML-RPC rozhrania, ktoré vytvara objekt controller s nasledujicimi

metddami:

refresh(String system)

Pomocou tejto metédy zabezpecite nacitanie novych akcii zo Specifikovaného AH systému a nésledné
obnovenie bdzy znalosti vyhladanim vzorov. Upozornenie: Tieto operdcie méZu trvat dlhsi cas

v zavislosti od mnoZstva novych vdajov.
showPatterns(String system, String type)

Metdéda zobrazi obsah bazy znalosti — strom vzorov uvedeného typu, pre zvoleny AH systém. Typ

vzorov moze byt association, sequential alebo traversal.
shutdown()

Metdéda umoZni bezpecné vypnutie systému.



Uvedené metédy moZete zavolat pomocou ndstroja na ovlddanie systému
AhMinerController, ktory spustite prikazom

java -classpath ahminer.jar ahminer.AhMinercController

Jeho argumentmi sti:
= adresa rozhrania pre ovladanie systému
= port, na ktorom je spustené rozhranie pre ovladanie systému
= meno metody, ktort chcete zavolat’
= parametre metody (ak su potrebné)

V pripade, Ze si prajete nacitavat’ udaje z AH systémov v pravidelnych intervaloch,
odporic¢ame pouZit Specializovani aplikdciu na pldnovanie spuiStania, ktord zabezpeci
spustenie nastroja na ovlddanie systému svhodnymi parametrami v zvoleny Ccas.
V operacnom systéme Windows je moZné pouZit' napriklad program at, v Unix-like
operacnych systémoch aplikaciu cron alebo anacron.

Prepojenie systému s AH systémami

V tejto Casti prirucky sa budeme venovat postupu prepojenia systému na odpordcanie
navigécie s inymi AH systémami. Prepojenie vyZaduje dva kroky:

1. Implementaciu zapuzdrovacieho modulu na strane systému na odporuc¢anie navigacie

2. Implementiciu pripojenia na rozhranie pre odportic¢anie a zobrazenie odporicanych
konceptov na strane AH systému

Implementdcia zapiizdrovacieho modulu

Modul je realizovany ako trieda vjazyku Java, ktord implementuje rozhranie
ahminer.dataimport.Wrapper. Modul teda musi zabezpecit' nalitanie akcii z AH systému,
ziskanie informécii o doméne a typoch konceptov a fragmentov. Samozrejeme, musi vykonat
mapovanie typov akcii, konceptov a fragmentov na typy, ktoré sa pouzivaji v systéme na
odporicanie navigécie (pozri balik ahminer.types). Nasleduje zoznam metdéd rozhrania
Wrapper, spolu s ich opisom:

=  boolean initialize( )
Metdda sa zavold pred prvym pouzitim wrappera. Zabezpecuje jeho inicializéciu, ak je potrebna.

Vracia: true ak bola inicializdcia dspeSnd, inak false.




FragmentType getFragmentType( String fragmentName )

Metdda zisti typ zadaného fragmentu.
Argumenty:
o  fragmentName — technické meno fragmentu v AH systéme

Vracia: Typ fragmentu.

int getFragmentLevel( String fragmentName )

Metdda vriti poziciu (drovent vnorenia) fragmentu v modeli domény.
Argumenty:
o fragmentName — technické meno fragmentu v AH systéme

Vracia: Uroveil vnorenia fragmentu v strome domény.

ConceptType getConceptType( String conceptName )

Metoda zisti typ zadaného konceptu.
Argumenty:
o  conceptName — technické meno konceptu v AH systéme

Vracia: Typ konceptu.

String getConceptParent( String conceptName )

Metdda vyhlada rodi¢ovsky koncept k zadanému konceptu.
Argumenty:
o  conceptName — technické meno konceptu v AH systéme

Vracia: Typ konceptu.

int getConceptLevel( String conceptName )

Metdda vrati poziciu (droven vnorenia) konceptu v modeli domény.
Argumenty:
o conceptName — technické meno konceptu v AH systéme

Vracia: Uroven vnorenia konceptu v strome domény.




= List getActions()

Ulohou metédy je vratit’ vietky dostupné akcie pouZivatelov z AH systému.

Vracia: Zoznam vsetkych akcif pouzivatel'ov v AH systéme.

=  List getActions( Date date )

Ulohou metédy je vratit’ akcie pouZivatelov z AH systému, ktoré novsie ako je zadany datum.
Argumenty:
o date — datum, od ktorého sa maju akcie z AH systému ziskat’

Vracia: Zoznam akcii pouzivatelov v AH systéme novsich ako zadany datum.

= List getActiveUserSession( int userId )

Metdda vracia aktudlny pristup pouZivatel'a, teda postupnost’ akcii od jeho posledného prihldsenia.
Argumenty:
o userld — identifikacia pouzivatel'a v AH systéme

Vracia: Zoznam akcii pouzivatelov v AH systéme novs$ich ako zadany datum, null ak pouZzivatel’ prave
nie je prihldseny

*  void cleanup()

Metdda sa zavold pri vypinani systému. Wrapper by mal uvolnit’ vSetky alokované zdroje.

Implementdcia pripojenia na rozhranie

Systém spristupfiuje rozhranie na odporucanie konceptov pomocou protokolu XML-RPC.
Rozhranie vytvéara objekt recommender, ktory poskytuje jedind metddu:

= Vector recommend( String system, int userld )

Parametrami tejto metédy si meno systému (system) a identifikdcia pouzivatela v systéme (userld).
Metéda vracia pole (<array> v XML-RPC), ktoré obsahuje Struktiry (<struct>), reprezentujice
odporucania. Kazda Struktira ma dve polia:

o  object — objekt, ktory sa odporuca, t.j. technické meno konceptu
o relevance — relevantnost’ odpordcania, desatinné ¢islo od 0 do 1

Jednotlivé odporticania si v poli usporiadané zostupne na zdklade relevantnosti, takze odporucanie
s najvicésou relevantnostou bude na prvom mieste v poli.



Implementécia protokolu XML-RPC je dnes uz dostupnd na mnohych platforméch,
napriklad:

= Apache XML-RPC (http://ws.apache.org/xmlrpc/) pre platformu Java

= PocketXML-RPC (http://www.pocketsoap.com/pocketXMLRPC/) vo forme COM objektov
pre platformy spolo¢nosti Microsoft

Odporucania, ktoré AH systém ziska prostrednictvom rozhrania XML-RPC moze
prezentovat’ pouZivatel'ovi vo forme odkazov na koncepty s pripadnou anoticiou na zdklade
ich relevantnosti, alebo ich mdZe priamo vyuZit' na vedenie pouZivatela (napr. na zdklade
prvého odporuceného konceptu).

Prepojenie so systémom ALEA
Standardnou st¢astou systému st aj dva zapiizdrovacie moduly pre AH systém ALEA:
= AleaWrapper — zaptuzdrovaci modul pre povodnt verziu systému ALEA
= AleaWrapperNew — zapuzdrovaci modul pre nami upravenud verziu systému ALEA

Oba moduly maju iba jediny parameter systemPath, ktory definuje adresar, v ktorom sa
systém (resp. jeho databédzy) nachadzaju.

V upravenej verzii systému ALEA (ndjdete ju na CD v adresari AHsystems) mozete
vyuzit' aj odporicanie vytvarané systémom. Prepojenie nastavite v sibore selectnodes.asp
pomocou premennych:

= recommenderURL — adresa a port rozhrania pre odporucanie, tak ako je uvedené
v konfigura¢nom subore v sekcii recommender.

= systemld - identifikicia (meno) vasho AH systému, tak ako je uvedené
v konfigura¢nom subore v sekcii AHsystem.

Upozornenie: Upravend verzia systému ALEA vyuZiva na prepojenie COM objekty
PocketXML-RPC. InStalacny subor pre tieto objekty ndjdete na CD v adresari xmlrpc pod
systétmom ALEA.



Priloha E  Vybrané triedy systému a ich rozhrania

V prilohe ndjdete rozhrania tried prototypu, ktoré implementuji funkcionalitu zdkladnych
modulov architektiry systému. Si tu uvedené iba vybrané triedy a dolezité Casti ich rozhrani.
Kompletnd dokumentécia ku vSetkych triedam prototypu vo forméte javadoc sa nachddza na
priloZenom datovom nosici.

Wrapper

Rozhranie pre pristup k AH systému. VSetky zaptizdrovacie moduly musia toto rozhranie
implementovat’.

= boolean initialize( )
Metdda sa zavold pred prvym pouzitim wrappera. Zabezpecuje jeho inicializéciu, ak je potrebna.

Vracia: true ak bola inicializdcia dspeSnd, inak false.

» FragmentType getFragmentType( String fragmentName )

Metdda zisti typ zadaného fragmentu.
Argumenty:
o fragmentName — technické meno fragmentu v AH systéme

Vracia: Typ fragmentu.

* int getFragmentLevel( String fragmentName )

Metdda vriti poziciu (drovent vnorenia) fragmentu v modeli domény.
Argumenty:
o fragmentName — technické meno fragmentu v AH systéme

Vracia: Uroveil vnorenia fragmentu v strome domény.




ConceptType getConceptType( String conceptName )

Metdda zisti typ zadaného konceptu.
Argumenty:
o  conceptName — technické meno konceptu v AH systéme

Vracia: Typ konceptu.

String getConceptParent( String conceptName )

Metdéda vyhlada rodi¢ovsky koncept k zadanému konceptu.
Argumenty:
o conceptName — technické meno konceptu v AH systéme

Vracia: Typ konceptu.

int getConceptLevel( String conceptName )

Metdda vriti poziciu (drovent vnorenia) konceptu v modeli domény.
Argumenty:
o  conceptName — technické meno konceptu v AH systéme

Vracia: Uroveil vnorenia konceptu v strome domény.

List getActions( )

Ulohou metédy je vratit’ vietky dostupné akcie pouZivatelov z AH systému.

Vracia: Zoznam vsetkych akcif pouzivatel'ov v AH systéme.

List getActions( Date date )

Ulohou metédy je vratit’ akcie pouZivatelov z AH systému, ktoré novsie ako je zadany datum.
Argumenty:
o date — datum, od ktorého sa maju akcie z AH systému ziskat

Vracia: Zoznam akcii pouzivatel'ov v AH systéme novsich ako zadany datum.




= List getActiveUserSession( int userId )

Metdda vracia aktudlny pristup pouZivatel'a, teda postupnost’ akcii od jeho posledného prihldsenia.
Argumenty:
o userld — identifikacia pouzivatel'a v AH systéme

Vracia: Zoznam akcii pouzivatelov v AH systéme novS$ich ako zadany datum, null ak pouZzivatel’ prave
nie je prihldseny

»  void cleanup()

Metdda sa zavold pri vypinani systému. Wrapper by mal uvolnit’ vSetky alokované zdroje.

Datalmporter

Trieda implementuje funkcionalitu modulu pre predspracovanie idajov z AH systému.

* boolean importData( String system )

Metbéda prostrednictvom wrappera pre prislusny systém ziska akcie pouZivatel'ov a identifikuje v nich
pristupy jednotlivych pouzivatel'ov do systému, ktoré uloZ{ do databazy.

Argumenty:
o system — identifikdcia AH systému, z ktorého sa majui udaje predspracovat’

Vracia: true ak bolo predspracovanie tspesné, inak false.




KnowledgeBase

Predstavuje bdzu znalosti systému. Znalosti st ukladané vo forme XML suborov do
suborového systému.

» PatternTree loadPatternTree( String system, PatternTreeType type )

Metodda vréti strom vzorov zvoleného typu.
Argumenty:
o  system — identifikdcia AH systému, s ktorého bazou znalosti sa ma pracovat’

o type — typ stromu vzorov (zaloZeny na asociacnych pravidlach, sekven¢nych vzorov alebo
spojitych sekvencnych vzoroch)

Vracia: Strom, v ktorom sui uloZené vzory.

»  void writePatternTree( String system, PatternTree tree, PatternTreeType type )

Metdda zapiSe do bazy znalosti strom vzorov zvoleného typu.
Argumenty:
o  system — identifikdcia AH systému, s ktorého bazou znalosti sa ma pracovat’

o type — typ stromu vzorov (zaloZeny na asociacnych pravidldch, sekvenénych vzorov alebo
spojitych sekvencnych vzoroch)

DataMine

V triede je implementovand databaza systému. Tvori rozhranie pre relacny databazovy
systém.

= void writeSession( String system, UserSession session )

Metdda zapise pristup pouzivatela do databéazy.
Argumenty:
o system — identifikdcia AH systému, ku ktorému pristup prislicha

o  session — pristup pouZivatel'a
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» void storeFragmentType( String system, String name, FragmentType type, int level )

Metdda zapise informacie o fragmente do databazy.

Argumenty:
o system — identifikdcia AH systému, ku ktorému fragment prisliicha
o  name — technické meno fragmentu
o type — typ fragmentu

o level — trovein vnorenia fragmentu v doméne

»  void storeConceptType( String system, String name, ConceptType type, int level, String parent )

Metoda zapiSe informacie o koncepte do databazy.

Argumenty:
o system — identifikdcia AH systému, ku ktorému koncept prislicha
o  name — technické meno konceptu
o type — typ konceptu

o level — tiroveni vnorenia konceptu v doméne

= Date getLastActionTime( String system )

Metoda vrati Casovd zndmku poslednej spracovanej akcie zadaného AH systému.
Argumenty:
o system — identifikdcia AH systému

Vracia: Datum a ¢as naposledy spracovanej akcie zo zadaného AH systému.

» void setLastActionTime( String system, Date time )

Metdda nastavi ¢asovi znamku poslednej spracovanej akcie zadaného AH systému.
Argumenty:
o  system — identifikdcia AH systému

o time — Casovd zndmka naposledy spracovanej akcie z AH systému




ResultSet retrieveActions( String system )

Metdda vrati vsetky pristupy pouzivatel'ov zadaného AH systému.
Argumenty:
o system — identifikdcia AH systému

Vracia: Pristupy pouZivatel'ov tak, ako si uloZené v databaze.

ResultSet retrieveActions( String system, String where )

Metdda vriti vSetky pristupy pouZivatel'ov zadaného AH systému, pricom umoziiuje ich prvky filtrovat’ na
zédklade zadanych kritérii.

Argumenty:
o system — identifikdcia AH systému
o where — kritéria pre vyber pristupov pouZivatel'ov vo forme vyrazu pre SQL klauzulu WHERE

Vracia: Pristupy pouZivatel'ov tak, ako st uloZené v databéze.

ResultSet retrieveActions( String system, int level, String where )

Metdda vrati vSetky pristupy pouZzivatel'ov zadaného AH systému, priCom umoZznuje ich prvky filtrovat’ na
zédklade zadanych kritérii. VSetky prvky pristupov s droviiou vnorenia vic¢Sou ako zadanou st namapované
na svojich predchodcov (rodicov) v strome domény. Vo pristupoch sa teda nebudid nachadzat prvky
s troviiou vnorenia vicSou ako je zadany argument.

Argumenty:
o  system — identifikdcia AH systému
o level — maximdlna droven vnorenia prvkov pristupov
o  where — kritéria pre vyber pristupov pouZivatel'ov vo forme vyrazu pre SQL klauzulu WHERE

Vracia: Pristupy pouZivatel'ov tak, ako st uloZené v databaze.




=  ResultSet queryDatabase( String system, String what, String groupBy, String where, String
orderBy )

Metéda umoziuje vykonat SQL SELECT dopyt na databdzou systému. Dopyt sa robi nad tabulkami
databazy, ktoré sd navzdjom prepojené pomocou cudzich kIi¢ov. Su spristupnené iba udaje, ktoré sa
tykaju iba zvoleného AH systému.

Argumenty:
o system — identifikdcia AH systému
o what— uréuje stipce, ktoré sa maji vybrat’
o groupBy - GROUP BY ¢ast’ SQL SELECT dopytu
o  where —- WHERE c¢ast’ SQL SELECT dopytu
o orderBy - ORDER BY c¢ast’ SQL SELECT dopytu

Vracia: Udaje z databézy na zdklade zvoleného dopytu.

PatternDiscoveryFramework

V triede je implementovand kostra algoritmu pre objavovanie vzorov. Kurzivou su uvedené
abstraktné metddy, ktoré implementuju jednotlivé algoritmy pre objavovanie vzorov.

* boolean mine( String system )

Metbéda vyhl'ada vzory v idajoch zadaného AH systému a uloZi ich do bazy znalosti.
Argumenty:
o  system — identifikdcia AH systému

Vracia: true ak bolo vyhl'adanie tspesné, inak false.

* boolean mine( String system, double trainSize )

Metdéda vyhl'add vzory v idajoch zadaného AH systému a uloZi ich do bazy znalosti. Vzory sa hl'adaji iba
v zadanej Casti idajov.

Argumenty:
o system — identifikdcia AH systému
o trainSize — vel'’kost mnoziny ddajov na hl'adanie vzorov (1.0 = celd mnoZina)

Vracia: true ak bolo vyhl'adanie tspesné, inak false.
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List generateCandidates( List patterns )

Abstraktnd met6da, ktord implementuju jednotlivé algoritmy na hl'adanie vzorov. Jej tlohou je vytvorit’
novi mnoZinu kandidatov na vzory.

Argumenty:
o patterns — vzory, z ktorych sa budd generovat’ novi kandidati na vzory

Vracia: Zoznam novych kandidatov na vzory.

boolean supports( List session, List pattern )

Abstraktnd metdda, ktord implementuju jednotlivé algoritmy na hl'adanie vzorov. Jej tlohou je zistit, ¢i
ma vzor podporu v pristupe pouzivatela.

Argumenty:
o  session — pristup pouZivatel'a
o  pattern — vZzor

Vracia: true ak ma vzor podporu v pristupe pouZivatela, inak false.




PatternTreeRecommender

V triede je implementovand kostra algoritmu pre odporticanie konceptov. Kurzivou je
uvedend abstraktnd metdda, ktord implementuju jednotlivé algoritmy pre odporicanie

= List recommend( List session, int windowSize )

Metdda zostavi postupnost’ odporicanych konceptov na ziklade zadaného pristupu pouzivatela.
Argumenty:

o session — aktudlny pristup pouzivatela do systému

o  windowSize — velkost’ okna, t.j. akd vel’ka Cast’ pristupu pouZivatel’a sa berie do tivahy

Vracia: Zoznam odporta¢anych konceptov, usporiadany podl'a relevantnosti konceptov.

= Set searchTree( List session )

Abstraktnd metdéda, ktord implementujd jednotlivé algoritmy na odporidcanie konceptov. Jej ulohou je
ndjst’ vzory, ktoré si podobné zadanému pristupu a vytvorit’ mnoZinu uzlov stromu vzorov, v ktorych
ndjdené vzory koncia.

Argumenty:
o  session — aktudlny pristup pouzivatela do systému

Vracia: MnozZinu uzlov zo stromu vzorov.




Priloha F  Schéma databazy

UserSession — zoznam pristupov jednotlivych pouzivatel'ov

Nazov atribitu Datovy typ Opis

sessionld bigint(20) unsigned primdrny kI'i¢, identifikécia pristupu
systemld bigint(20) unsigned prislusnost’ pristupu k AH systému
userld bigint(20) unsigned identifikac¢né ¢islo pouzivatela
random double ndhodné ¢islo vygenerované pri zdpise

pristupu do databazy, pouZziva sa pri
rozdelovani pristupov na testovaciu
a trénovaciu sadu

Session — akcie pouZivatel'ov v jednotlivych pristupoch

Nazov atributu

Datovy typ

Opis

id

bigint(20) unsigned

identifikdcia pristupu

sequence bigint(20) unsigned poradové ¢islo akcie v rdmci pristupu
name varchar(45) meno konceptu/fragmentu

length bigint(20) unsigned Cas v sekunddch straveny na koncepte
fragment tinyint(1) unsigned priznak, ¢i meno reprezentuje fragment

System — tidaje o nakonfigurovanych AH systémoch

Nazov atribitu Datovy typ Opis

id bigint(20) unsigned identifikacia AH systému

name varchar(45) meno AH systému

lastAction datetime ¢asova znamka naposledy spracovanej

akcie z AH systému




ConceptType — idaje o druhoch konceptov a ich pozicii v doméne

Nazov atribitu Datovy typ Opis

name varchar(45) primarny kI'i¢, meno konceptu

systemld bigint(20) unsigned prislu$nost’ konceptu k AH systému

type int(10) unsigned druh konceptu

level int(10) unsigned uroven konceptu v ramci stromu domény
parent varchar(45) najblizsi nadradeny koncept v doméne

FragmentType — idaje o druhoch fragmentov a ich pozicii v doméne

Nazov atribitu Datovy typ Opis

name varchar(45) primarny kI'd¢, meno fragmentu

systemld bigint(20) unsigned prislusnost’ fragmentu k AH systému

type int(10) unsigned typ fragmentu

level int(10) unsigned uroven fragmentu v ramci stromu domény
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Priloha G = UkdaZzka suboru bazy znalosti

V prilohe je uvedenda ukdzka XML stboru, ktory reprezentuje Cast’ bazy znalosti — strom,
v ktorom su reprezentované najdené vzory spravania sa.

<?xm1 version="1.0" encoding="UTF-8"?>
<!DOCTYPE node SYSTEM "dtd/patterntree.dtd">
<node name="ROOT NODE" support="1.0">
<node name="sLispRedukcia" support="0.17611337"></node>
<node name="c22" support="0.5728745">
<node name="Schemazobraz" support="0.1902834"></node>
</node>
<node name="c21" support="0.5202429">
<node name="c22" support="0.19838056">
<node name="schemazobraz" support="0.13765182"></node>
</node>
</node>
<node name="Spracovaniezoznamu" support="0.27732792"></node>
<node name="SchemazobrazL" support="0.37449393"></node>
<node name="Schemazobraz" support="0.6639676">
<node name="SchemaFilter" support="0.16396761"></node>
<node name="Prikladbruha_Mocnina" support="0.1680162"></node>
</node>
<node name="SchemaTest" support="0.29352227"></node>
<node name="SchemaHladajL" support="0.31376517"></node>
<node name="SchemaHladaj" support="0.42510122">
<node name="SchemaPocitajPrvky" support="0.15991902"></node>
</node>
<node name="SchemaFilterL" support="0.35020244"></node>
<node name="SchemaFilter" support="0.5748988">
<node name="SchemaHTladaj" support="0.14777328"></node>
<node name="Prikladbel_Nuly" support="0.13765182"></node>
</node>
<node name="PrikladSuma" support="0.18016194"></node>
<node name="Prikladsucin" support="0.25101215"></node>
<node name="PrikladPreklad" support="0.29554656">
<node name="PrikladPorovnaj_vektory" support="0.15182187"></node>
</node>
<node name="PrikladPorovnaj_vektory" support="0.24493927">
<node name="PrikladSucin" support="0.14574899"></node>
</node>
<node name="PrikladParny" support="0.17206478"></node>
<node name="PrikladDruha_Mocnina" support="0.41497976">
<node name="PrikladPreklad" support="0.15789473"></node>
</node>
<node name="PrikladDeleteL" support="0.15182187"></node>
<node name="Prikladbel_Nuly" support="0.25506073">
<node name="Prikladbelete" support="0.13765182"></node>
</node>
<node name="PrikladCard" support="0.41700405"></node>
<node name="Lisp" support="0.17408907"></node>
</node>



Priloha H Ukdzka zdrojového kédu

Ako ukdZzku zdrojového kédu prototypu uvedieme funkciu, ktord implementuje hlavnd cCast’
kostry algoritmu na odporucanie konceptov.

public final List recommend(List session, int windowsize) {
List recommendations = new LinkedList();

if (windowSize < 0) { ) ) ) ) )
logger.warn( "Recommendation requested with negative window size');

return recommendations;

if (session.size() < windowsize) { = o ) )
logger.warn( "The size of session is insufficient for selected window size");

return recommendations;

while (windowSize > 0) {

// create window of session

int to = session.size();

int from = to - windowSize;

List window = session.subList(from, to);

Set lastNodes_= searchTree(window) ;
Iterator i = lastNodes.iterator();

while (i.hasNext()) {
PatternTreeNode lastNode = (PatternTreeNode) i.next();

if (lastNode != null) {
Iterator nodeIterator = lastNode.childrenIterator();

while (nodelIterator.hasNext()) {
PatternTreeNode node = (PatternTreeNode) nodeIterator.next();

if (node.isLast()) {

float relevance = node.getSupport() / lastNode.getSupport();
insertRecommendation(
recommendations,
new Recommendation(
node.getvalue(),
relevance

)N
}
}
}
}

// decrease window size until recommendation can be made
if (!recommendations.isempty()) {

break;
} else {

windowSize--;

Collections.sort(recommendations);
return recommendations;



Priloha 1

Obsah datového nosica

/AHsystems
/AHA!
/ALEA
/ALEA-v1.1
/ALEA-v1.2

/Data
/AHminer

/ALEA

/alea_db_2002
/alea_db_2003
/alea_db_2004

— AH systémy, ktorymi sa zaoberame v praci

— systém AHA!

— povodna verzia systému ALEA

— verzia systému ALEA s upravenym zaznamendvanim ddajov
— verzia systému ALEA rozSirend o odporicanie konceptov

— Udaje pouZité pri experimentoch s prototypom

— databézy systému, ktoré obsahuji predspracované idaje

— databézy systému ALEA

— databaza systému ALEA z roku 2002/2003

— databaza systému ALEA z roku 2003/2004
— databéza systému ALEA z roku 2004/2005

/alea_merged_db_2002-2004 - spojené databazy systému ALEA za obdobie 2002-2004

/alea_generator — databdza vytvorena generatorom
/Prototype — prototyp systému
/AHminer — systém na odporicanie navigécie
/bin — skompilované triedy systému
/config — konfiguracné subory systému
/doc —javadoc dokument4cia tried systému
/dtd — definicie XML suborov
/lib — kniZnice, potrebné pre fungovanie systému
Isrc — zdrojové texty systému
/wrappers — adresdr na umiestnenie zapizdrovacich modulov
/AleaWrapper — zaptizdrovacie moduly pre systém ALEA
/bin — skompilované triedy modulov
/lib — kniznice, potrebné pre fungovanie modulov
Isrc — zdrojové texty modulov
/AleaVisitor — néstroj pre generovanie databdz v systéme ALEA
/bin — skompilované triedy ndstroja
[src — zdrojové texty ndstroja
/Resources — literatdra pouZita v praci v elektronickej podobe
/Thesis — text diplomovej prace v elektronickej podobe



