Slovenska technicka univerzita v Bratislave

Fakulta informatiky a informaénych technologii
FIIT-5220-29626

Bc. Michal Kompan
PERSONALIZOVANE ODPORUCANIE ZAUJIMAVYCH TEXTOV

Diplomova préca

Studijny program: Softvérové inZinierstvo

Studijny odbor: 9.2.5 Softvérové inZinierstvo

Miesto vypracovania: Ustav informatiky a softvérového inZinierstva. FIIT STU Bratislava
Veduca prace: prof. Ing. Méria Bielikova, PhD.

méj 2010






ANOTACIA

Slovenska technicka univerzitav Bratislave
FAKULTA INFORMATIKY A INFORMACNY CH TECHNOLOGII
Studijny program: SOFTVEROVE INZINIERSTVO

Autor: Bc. Micha Kompan

Diplomové préca: Personalizované odporicani e zaujimavych textov
VedUlca diplomove prace: prof. Ing. Méria Bidikova, PhD.

méj, 2010

Predkladana diplomov& praca sa venuje problematike personalizovaného odporucania textov
v doméne spravodajského portdlu. Doména spravodajstva je charakteristicka dynamickymi
zmenami arapidnym znizovanim hodnoty informacii v ¢ase Rovnako sa problémom stéva
mnozstvo informéacii obsiahnutych v internetovom denniku. Jednym z moznych rieSeni problému
zahltenia j e personalizované odporicani e obsahu.

Préca obsahuje analyzu existujlcich pristupov asystémov, ktoré sa problematike venuju.
Vysledkom préce je navrh metédy pre personadizované odporUcanie zaloZzené na obsahu.
Sdbérazom na hradanie podobnych c¢lankov na z&klade obsahu akréatkeg, ae efektivng
reprezentacie jednotlivych ¢lankov, ktoré mézu byt vyuZzité pre odporicanie v relnom c¢ase
Reprezentécia ¢lanku je zal 0Zzené na viaczl ozkovom vektore, ktory reprezentuje ¢lanok na zaklade
nazvu, kordacie medzi nadpisom aobsahom, kategdrie ¢lanku, krG¢éovych slov & indexu
Citatelnosti. Takato reprezentécia umoziiuje @ reprezentaciu ¢lankov, ktoré neobsahuju text, ale
video, fotografie apod. Navrhnuté rieSenie sme overili v doméne spravodajského portau
SME.SK.
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The main topic of this document is personalized recommendation of news articles. The domain of
newscast is typical example of dynamic highly changing domain with enormous information
value decreasing. Second aspect of this domain is the amount of information included in average
news portal. One of the possible solutions of this problem is personalized recommendation.

We present an analysis of existing sol utions and systems, which cover this topic. The result of
our work is proposa of the novel method for personalized recommendation based on the article
content. We focused on fast content similarity search, and on short and fast article representation,
which can be used for rea-time recommendation. The article representation is based on
multicompound article vector, which represents the article based on artide title, correlation
between article title and content, article category, several keywords or readability index. This kind
of representation alows us to represent non text articles too (e.g. video or photo content).
Proposed methods were verified in the domain of news portal SME.SK.
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1 UvoDp

Mnozstvo informacii obsiahnutych vo vikendovom vydani priemernych novin je porovnatelné
smnozstvom informacii, ktoré ziskal obycajny c¢lovek pred sto rokmi za cely svogj Zivot.
V s¢asnosti je jednym z ngjvacSich, ak nie najvaésim anajpristupngiSim zdrojom informécii
web. Zndma fraza ,,na webe je vSetko* sa pomaly stéava skutocénost’ou. A prave zteto, naoko
pozitivng spravy, vznikau problémy.

Mnozstvo dét, ktoré sa na webe nachadza, sa samo o0 sebe stédva zavaznym problémom. Ved
komu st potrebné miliény a milidny informécii, ked’ nevie, ktoré z nich s relevantné. V pripade,
Ze sa nam podari hr'adané informacie po strastiplng ceste zadavania kl'icovych slov a preklikania
sa v desiatkach odkazov ziskat, objavia sa d’alSie problémy, ako napriklad déveryhodnost
ziskanych informéadii. Pocet slov na strénke sa v roku 2003 takmer zdvojnésobil, rovnako neustd e
narasta pocet odkazov, obrézkov, tabuliek, rekldm a podobne Viac ako 60% respondentov ankety
IDC tvrdi, Ze st zahlteni informéaciami viac ako polovicu ¢asu (Obr. 1).
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Obr. 1 - Frekvencia zahltenia informéaciami [IDC, jeseii 2008, U.S., vzorka 500
respondentov]

Pravdepodobne jednym z najpouzivanejSich zdrojov informécii pre bezného pouzivatel'a si ré6zne
spravodajské portaly. Délezitost” a atraktivnost’ aktudlnych sprav na webe dokazuje g nespocetné
mnoZstvo prikladov, kedy sa na beZne nespravodajskg stranke zobrazuju v skrateng forme
aktudlne sprévy. S postupnym rozsirovanim internetu a globalizaciou spolo¢nosti uz nestaci, aby
bal ¢lovek informovany o diani vo svojom najblizSom okoali. V dneSng dobe je nevyhnutné ziskat’



prehfad odiani v SirSom okoli, resp. informacie o diani po cdom svete. Stymto postupnym
vyvojom tak neustde narastd mnozstvo informécii, ktoré ¢lovek spraclva. Samotné portdy
neustde rozSiruju svoje sidla aobohacuji ich onové informécie v snahe ziskat novych
pouzivatel'ov. Je zremé, ze bezny pouzivatel nemdze spracovat’ vSetky ponukané informacie
amusi si z dostupng ponuky vyberat. Tym padom sa vyber spravng informéacie vhodng pre
daného pouzivatela stava z pohl'adu daného sidla extrémne dolezitym. V doméne internetového
spravodajského portalu treba zohladnit’ g fakt, ze informécie dynamicky pribldaju a pomerne
rychlo v ¢ase ,starnd* a prestava U byt zaujimaveé.

Tym, Ze sa citatel’ dostane k ¢lankom, ktoré si pre neho zaujimavé, potrebné adoblezité,
Citatelovi uSetri tak niden nezanedbatelné mnozstvo ¢asu. Zaroven zredukovanim
»hepotrebnych sprav davame citatel'ovi Sancu zapamétat’ si a spracovat’ informécie, ktoré mdzu
byt dblezité pre jeho d’alSie aktivity. Jednym z moznych pristupov pre rieSenie problému
s mnozstvom informacii pri spravodaskych portaloch, ktorym sa zaoberame v tgto préaci, je
personalizécia, ¢ize upozornenie jednotlivého pouzivatela na vybrané spravy, ktoré by si
pravdepodobne pozrel a povaZoval ich za uzitocné.

V tdgto préci sa zameriame na odporUc¢anie zaloZzené na podobnosti ¢lédnkov. OpiSeme
navrhnuty model pre reprezentaciu ¢lankov na vysoko reprezentativngl aredukovang Urovni,
ktory je kr'dcovy pre zist'ovanie podobnosti vel'kého mnozstva dynamicky sa meniacich ¢lankov
anasledne aplikujeme ziskané vysledky do odportc¢ania samotnych ¢lénkov, resp. textov
pouzivatelom definovanim metddy personaizovanéno odporGcania. Metédu sme overili
v doméne internetového spravodaj ského portal u.

Této praca podava pohl'ad na aktual ne dostupné rieSenia v doméne, ae g v SirSom kontexte,
odporG¢ania a personalizacie. V Casti 2-Personalizované odporicanie predkladame prehl'ad bezne
pouzivanych pristupov pre rieSenie personalizovaného odporicania aich zékladné ddenie.
Kapitola 3-Existujlce systémy pre odporGc¢anie stru¢ne opisuje systémy, ktoré personalizované
odportcanie ponukaju. Cide prace si formulované v rovhomenng Casti 4-Cide prace. Samotné
rieSenie je opisané v ¢asti 5-Metdda zist'ovania podobnosti a 6-Metéda odporucania na zéklade
obsahu. Doménovo zavislé informécie spojené s konkrétnou realizaciou uvadzame v kapitole 7-
Redliz&cia odporG¢ania pre SME.SK. Overenie navrhnutych metdd predkladéme v casti 8-
Overenie rieSenia - experimenty. V Zavere hodnotime vysledky prace apredkladame mozné
oblasti d’aSieho rozsirenia



2 PERSONALIZOVANE ODPORUCANIE

Histéria personalizovaného odporlcania siaha do zagiatku 90-tych rokov, kedy systém Xerox
PARC [12] umozioval pouzivatelom vyhlradavat dokumenty na zaklade predchadzajliceho
hodnotenia inymi pouzivatelmi systému. Snarastajlcim mnozstvom informaci pribadali g
daSie systémy aparadigmy personalizovaného odporlcania zastipené spolocnostami Bellcore,
Microsoft, MIT, Amazon apod. VSetky tieto systémy avyskum voblasti vylstil do dvoch
z&kladnych typov odporlcacich systémov. Prvou skupinou sU systémy zaloZené na kol aboracii
pouZivatelov. Druhd skupina je zaozen4 na podobnosti odporicaného obsahu. V praxi sa
vyuZivgl a kombindcie tychto dvoch pristupov. Nevyhnutnost’ pri odportcani ako takom je
vedomost’ 0 zaujmoch pouZzivatela. Naich reprezentaciu sa pouziva model pouZivatel'a.

2.1. Model pouzivatela

Pri vSetkych typoch personalizécie je z&kladnou podmienkou, bez ktoregj sa neda ni¢ odporucit’ ani
tou najlepSou metédou, poznat’ zaujmy, resp. aktivitu pouzivatela. Existuje niekol’ko pristupov,
ako mode (aktivitu) pouZivatela ziskat. Profil pouZivatela je hlavnou aklG¢ovou zlozkou
modelu pozZivatel'a, pouZivaného pri samotng personalizécii v navrhnutel metdde, opisang v Casti
6-Metdda odportcania na zakl ade podobnosti obsahu.

2.1.1. Pouzivatelom vypliany model

Bezny pouzivatel’ internetu nie je schopny acastokrét g ochotny dostatocne dobre Specifikovat
svoje poZiadavky do kr'G¢ovych slov, atym ulah¢it’ tvorbu personaizovaného obsahu. Tento
problém sa snazia vyriesit’ viaceré pristupy ako napriklad web so sémantikou [23] tym, Ze sa
obsah obohati 0 sémantickd vrstvu, ktora umoziiuje lepSie strojové spracovanie a odvodzovanie.
My sa vSak natento problém pozerdme z iného hl'adiska.

Najjednoduchsim spdsobom zistenia preferencii pouzivatela je poZiadanie pouzivatela, aby
vyplnil svaj profil, kde mu ponikneme moznosti reflektyjlice obsah a Struktdru poskytovanych
informécii (hotmail.com, lifestream.com a iné). Takyto profil méze byt reprezentovany ako
»Klasicky* vektor, kde kazda zl ozka indikuje preferenciu dang oblasti.

Inym spbsobom je reprezentacia pouzivatel'skych preferencii pomocou mnoziny pravidid.
Jednd sa o ngjjednoduchSi angpriamociargSi pristup k identifikécii preferencii pouzivatela
AvSak prinaSa hned” niekorko nevyhod aproblémov. V prvom rade je nevyhnutné, aby sa
pouzivatel' prihlasil na dany porta. Inym spésobom je prihlasenie opomenut aidentifikovat
pouzZivatela len na zé&klade docasnych zéznamov prehliadata, v ktorom sa stranka zobrazuje
(,cookies'), avSak takéto rieSenie prindSa iné negativa (vymazanie do¢asnych dé prehliadaca,
viacero pouZivatelov na jednom PC apod.). Dadm problémom pri vytvarani tychto
preferencnych profilov je fakt, Ze zatazuju pouzZivatela. Bezny pouzivatel’ chce pristupovat



k informéaciam okamzite a vypinanie dihych formulrov v profiloch ho niden vyslovene zatazuje,
ae ¢asto sato odrazi g na samotng informacnej hodnote vyplnenych tdajov [31, 35].

Nezanedbate’nym problémom tychto profilov je fakt, Ze z ¢asového hradiska sa preferencie
pouzivatel'ov menia, preto je nevyhnutné tieto profily upravovat’, atym sa pouzivae’ dostava do
zatarovaného kruhu.

Preferencie sa viak menia a v ovela kratSom ¢asovom obdobi ako je beZné obnovenie
preferencii v profile redne. Ako priklad mézeme uviest majstrovstva v l'adovom hokeji. Nas
pouZivatel' beZzne spréavy o Sporte aladovom hokeji nesleduje. AvSak pocas majstrovstiev sa
zaujima o Uspechy reprezentacného timu. Systém s personaizovanym odporicéanim by mal
identifikovat’ tento zaujem a pondknut’ pouzivatel'ovi spravy tohto druhu, avSak po niekorkych
zapasoch tim vypadne a pouZivatel’ sa o Sport zase prestane zaujimat’. TUto skutocnost’ by systém
ma taktiez dokézat’ odhait aSportové spravy eliminovat. Pri pristupe s pouzivate’om
vytvaranym profilom vSak systém pravdepodobne takéto spravanie neodhali.

V dnesng dobe pozorujeme snahy o vylepSenie, resp. sprehl’adnenie vypinania tychto profilov,
kedy sa jednotlivé polia nahradzuja posuvnikmi debo inymi pouzivatelsky pritazlivejsimi
prvkami (Obr. 2).
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Obr. 2—Modd preferencii pouzivatela. [lifestream.com]



2.1.2. Explicitna spatna vazba

Velmi ¢astym pristupom pri odporicéacich systémoch je vyuZitie explicitng spatng vézby. Jedna
sa ovelmi jednoduchy princip, ktory vSak vyzaduje nésledné dokladné kategorizovanie
dokumentov. Spédna vézba sa spravidla ziskava moznostami ,+“, aebo ,-“, ktoré sa
pouzivatelovi zobrazia na dang stranke ajednoducho znamengu viac aebo meng stranok
podobnych s aktudlne prezeranou strankou. Inymi variaciami je vyuzitie stupnice spokojnosti
sdanou strénkou (graficka aebo textova). Existuje niekolko variacii tohto pristupu. Vo
vSeobecnosti méZzeme povedat’, Ze sa vyuZivaju intuitivne zvéacSa grafické prvky, ktorymi je
moZné velmi rychlo a pomerne presne vyjadrit’ ndzor pouzivatela, pricom formulare s moznostou
vyjadreniarozsiahl gSieho ndzoru nie s vyuzivané.

2.1.3. Automatické identifikovanie modelu pouzivatel'a

Posledny typ napinania modelu pouZivatela je automatickd detekcia zaujmov acielov
pouzivatela[30]. Toto je mozné identifikovat’ na zaklade dihSieho ¢asového obdobia, kedy vieme
uréit’ hlavné skupiny strénok, o ktoré ma pouZivatel’ zaujem. Rovnako je mozné do istgf miery
identifikovat’ strénku, na ktorej pouzivatel’ stravi netrividny ¢as, kedy mdzeme predpokladat’, Ze
ho obsah zaujal a ¢ita ho.

Tu je nevyhnutné zobrat’ do Gvahy ¢as, ktory treba na precitani e dang strénky v zavislosti od
dizky ¢lanku. K omplikadiou je rézny multimedidny obsah, ktory méZe byt , 'ubovorne* dihy. Pri
takomto rieSeni je nevyhnutné spustat’ na stranke rozne doplnkové prvky (,scripty”), ktoré
zabezpetia detekciu aktivity. Existuju pristupy, kedy sa pomocou vizuding techniky deduje
poloha pouzivatel'ovych zreniciek [38], ktora sa nasledne mapuje na miesto obrazovky. Tym vie
systém detegovat’ ¢ast, ktorl pouzivatel cita, resp. ¢ast, ktord ho zaujala atoto vyuZit' pri
odhal’ovani jeho zaujmov.

2.2. Pristupy k personalizovanému odporucaniu

NajznameSimi pristupmi k tvorbe personalizovanych odporGc¢ani si odporGcania zaloZzené na
obsahu akolaborécii (socidnych vzt'ahoch). Rozdid medzi nimi spociva v tom, ze pokial’ pri
odporG¢ani zalozenom na obsahu sa pozerdme vyluéne na samotny odporGc¢any obsah, pri
kol aborativnom odport¢ani sa odporiiéa na zaklade aktivity podobnych pouZivatelov. Rozsirenim
je vyuzitie oboch pristupov ich kombinaci ou.

2.2.1. Odporucanie zaloZzené na obsahu

Zaklady odporicania zaloZzeného na obsahu sa viazu k doméne objavovania zna osti
(,Information Retrieval“). Tento spdsob odporlc¢ania stavia na vzt'ahoch odporicanéno obsahu
apreferencii pouzivatela (modelu pouzivatel'a) [28]. Pristup je zaloZzeny na principe, ze pokial
vieme, aky obsah ma pouzivatel’ rad, budeme mu odporicat’ najrelevantnejSie objekty z daného
obsahu z pohl'adu vopred definovang podobnosti objektov (text, hudba apod.) daného obsahu.
Inymi slovami odporic¢ame len na zaklade informacii, ktoré mozu byt odvodené z viastnosti
daného obsahu.

Préave definovanie podobnosti daného obsahu a jg vyhladavanie si hlavnym problémom tohto
pristupu, kedy je odporicanie silne zviazané s danym objektom odporicania, ¢o nevidime pri



kolaborativnom odporGéani. Dasim problémom, pokial’ sa zameriame na odporGéanie textov,
resp. novinovych stranok alebo akéhokol'vek obsahu reprezentovaného textom, je viacznatnost’
dov asilna zavislost’ od jazyka. Existuju pristupy, ktoré zahfiigju sémantiku, pripadne prekladgj
dany obsah do konkrétneho jazyka, s ktorym sa nasledne pracuje, avSak prindSaju so sebou d'alsi
netrividiny problém — vypoctovl nérocnost, ktora je kritickd naima v doménach svelkou
dynamikou ako doména spravodajského portal u.

Typicky pristup, ako odporucat’ aidentifikovat’ profil pouZivatela, je aplikovanie strojového
ucenia. Jednd sa oodporicanie zaloZzené na podobnosti medzi déami aprofilmi. Jednym
z problémov pri odportcani zaloZzenom na obsahu je indexovanie, resp. reprezentécia modelov
pouzivatel'a pre efektivne priradenie k ddtam. Vzhl'adom na to, Ze metéda je zaloZzend na
»obsahu“, jg efektivita priamo zavisi od toho, ako ,dobre* pouzivatel'ské profily reprezentujl
zaujmy pouzivatelov.

Nadruhg strane je nevyhnutné mat’ rovnako dobre definované g samotné stranky. Ako hlavny
problém tu vidime identifikaciu vhodnych kI'G¢ovych slov, ktoré reprezentuju podstatu stranky.
Pri odporacani niektorych tém, ako napriklad vtipov, ale a bésni, neziskame aplikovanim metod
ako frekvencie vyskytu slov dostatok informacii, ktoré mézu byt uZitoéné pri vytvarani profilu
pouZivatela [26]. Preto sa odporUcanie zaloZené na obsahu hodi ngméd do domén, kde su
informacie &ruktdrované, ako napriklad filmy, reStaurdcie apod. V tychto pripadoch je mozné
samotné vektory, ktorymi reprezentujeme jednotlivé preferencie véhovat' atak ziskat' lepSie
vysledky [25]. Ked’Ze odporicanie zaloZzené na obsahu tvori jadro prace, budeme sa mu este
venovat’ v d’alSich ¢astiach.

Pri odportcani zalozenom na obsahu treba zohladnit' problém ,Uzke Speciaizécie’ —
odporti¢a sa podobny obsah. Jednym z moZznych rieSeni tohto problému je zavedenie nahody,
kedy sa medzi odporuceny obsah dostand a ndhodné prvky, pripadne rozSirenie odporGcania
o myslienky prevzaté z evolu¢nych algoritmov ako napr. mutacia.

Odpor G¢anie zaloZzené na pravidlach

Vo v&sSine pripadov sa jednd osidla ,E-biznis*, ktoré na zé&klade skupiny pravidid
pouzivatel'om odporicaju dany obsah (napr. Amazon.com). Tieto pravidld sii zvassa statického
charakteru (napr. ,Ked kipi CD, odporu¢ audio zostavu.) SofistikovangSim pristupom je
zaznamenavanie histérie pouzivatela (vytvaranie modelu pouZivatela), kedy sl na zaklade
podobnosti odpori¢aného obsahu pouZivatel'ovi odportcané jednotlivé produkty (ina kniha od
rovnakého autora apod.). Tento spdsob odporcania je vSak dnes uz mdo Gginny, nakorko
pouZivatelia vedia, aky obsah im bude odporicany a ako této technika funguje [28]. Pristup moze
byt vyuzity & ako kolaborativne odpordcanie v pripade, Ze sa pre vytvorenie pravidie vyuZije
aktivita pouzivatel'ov.

2.2.2. Kolaborativne odporuéanie

Tradi¢né kolaborativne odporicanie je pristup, ktory zahiiia socidny prvok. PouZivatelia su
zoskupeni do skupin na zéklade podobnych preferencii, navykov ahodnoteni poskytovaného
obsahu alebo aktivity. Nasledne sa pri odportcani nového preferovaného objektu (¢lanok, film
apod.) pozrieme, ako tento ,,objekt“ hodnotili ostatni pouZivateia v skupine a odporu¢ime ho na
zaklade zistenych referencii o hodnoteni inymi pouzivatelmi. Vd’aka jednoduchosti je tento



pristup momenténe Siroko rozSireny apouZivany, pricom silne zavisi od Struktiry avelkosti
komunity, ktora k danému sidlu pristupuje

Tento pristup v sebe zhiha dve zakladné casti: kolaborativne odporUcanie zaloZené na
pouZivatel'ovi a kol aborativne odporicani e zalozené na predikcii hodnotenia.

1. Kolaborativne odpor i éanie zaloZené na pouZivatel’ovi

Jedna sa otradi¢éné kolaborativne odportcanie, kedy predpokladame, Ze ak hodnotenia
niektorych stranok st medzi dvoma pouzivate’mi podobné, potom g hodnotenie d’alSg
strénky bude pravdepodobne podobné. Systémy za oZzené na kolaborativnom odportcani
vyuzivgl Statistické metddy pre hradanie ngblizSieho suseda ana zaklade jeho
hodnotenia predikuju zaujimavost’ ardevantnost nehodnoteng stranky. Proces mozno
rozdelit na identifikaciu dé, hradanie podobnych pouzivatelov avytvorenie odporicani
[20].

| dentifikacia dat

Hodnotenia pouzivate’ov m6zu byt jednoucho reprezentované maticou A o rozmeroch
m*n, kde m reprezentuje pocet pouzivatelov, resp. jedného pouZivatela an reprezentuje
pocet strénok, resp. jednu strénku. Polozka Rk potom znamena hodnotenie pouZivatela
i astranky k (Tab. 1).

Tab. 1- Matica hodnoteni stranok pouzivatemi [20].

PouZzivater Stranka

Strankay Strankay Stranka,
Pouil'vatel’l Rl,l Rl,k Rl,n
Pouzivatel’; Ri1 Rik Rin
Pouzivatel’,, Rimn1 Rk Rmn

Pri spominang reprezentacii moze vzniknit' nieko’ko problémov. V prvom rade pri
velkom pocte pouZivatel'ov, ae hlavne pri velkom pocte strdnok nastava situacia, kedy sa
vacSina poloZziek Ry rovna nule, atym dostdvame riedku maticu. Rovnako akékolvek
operacia nad maticou je nd&ro¢ng, atym ohranicuje vyuzitie tohto pristupu. Ako priklad
mbzeme uviest problém smnozstvom prazdnych miest v matici hodnoteni stranok
pouZivatela, kedy vé&csSina ¢lankov pouzivatel’om hodnotena nie je. Pre ilustraciu
uvazuime 1D priestor ainterval [0,1], kde priblizne 100 inStancii pokryje mnoZinu
relnych c¢isd dobre, avSak v pripade 10D priestoru bude tychto 100 inStancii
predstavovat’ izolované body [17]. Existuju vSak pristupy ako ,,slovnik kI'G¢ov*, ,zoznam
koordindov* a iné ktoré dok&zu ciastoéne diminovar tento problém [34]. Dalsim
faktom je neustdle sa meniaci kontext v ramci domény spravodajského portalu, s ktorym
saje nutné vysporiadat’.



Vytvorenie odpor iéani

Samotna tvorba odporicani je 3pecificka pre kazdy model atvori vlastne zaklad
Uspesnosti odporucacieho systému. Vo vSeobecnosti vSak podobnost’ ¢lanku ziskame po
zohradneni podobnosti pouzivatelov, hodnoteni konkrétng polozky pouzivatelom
a priemerného hodnotenia, ktoré strankam dal [20].

2. Kolaborativne odpor U¢anie zaloZené na predikcii hodnotenia
Proces odporGcania je v principe totozny sprocesom odporicania pri kolaborativhom
odporUcani zalozenom na pouZivatelovi. M&Zeme ho rozddit' do troch hore uvedenych
Casti. Rozdid a vylepSenie vSak spociva v tom, Ze pri vypocte podobnosti pouZivatel'ov sa
najskér vypocita podobnost’ stranok, vyberie sa niekolko stranok s najvySSou
podobnost’ou, tym zabezpetime hodnoteni e dang stranky od viac ako jedného pouzivatela
(za predpokladu, ze pouzivatel’ hodnoti podobné stranky priblizne rovnako). Nasledne je
metdda zal ozena na rovnakom principe ako pri metdde zal oZzeng na pouzivatel'ovi, avsak
rozdie hodnotenia apriemerného hodnotenia je nahradeny hodnoteniami viacerych
pouzivatelov.

Existuju r6zne vylepSenia spominanych pristupov, kde ide o ma é vylepSenia v ramci
konkrétnych domén, resp. vlastnosti, ako napr. efektivnost’, ¢i pri uréovani skupin
pouzivatel'ov pre odporicanie.

Spomenuté dva z&kladné principy sa v praxi ¢asto spgau avytvargl tak jednu met6du
odporG¢ania, kedy sa odporUcanie zaloZzené na obsahu pouZzije v pripade, Ze sa jedna o novd,
doposial’ nehodnotent stranku. V opacnom pripade sa vyuZiva kolaborativne odporicanie. Inym
spbsobom je vyuzitie obidvoch pristupov naraz, pri pouziti véhovania.

Pri persondizovanom odporGcani je ¢asto Ucelné toto odporicanie vytvarat’ na zaklade dvoch
¢asovych obdobi — z krétkodobého hr'adiska (preferencie sa menia pomerne rychlo, ako napriklad
vitazstvo na majstrovstvach sveta) az dlhodobého hradiska (preferencie sa menia len velmi
malo, ako napriklad Sport, politika a podobne). Nésledne je dbl ezité spravne identifikovat’ vhodny
pomer medzi tymito obdobiami avyvaZit tak obsah zaujimavy z dihodobého hradiska s obsahom,
ktory pouzivatela zaujal aktudne. Pri hl'adani vhodnej hranice treba brat” do Gvahy a moZnosti
Ziskavania a uchovavania dlhodobych preferencii pouzivatel'ov.

2.3. Klasifikacia webovych dokumentov

Pre vyuzitie metéd odportcania zaloZzenych na obsahu je ¢asto dblezité urcitym spdsobom
poznat, resp. klasifikovat' data, ktoré chceme odporicat’ (v naSom pripade webové stranky
obsahujuce spravodajské ¢lanky). V procese klasifikécie priradime kazdg entite jednu triedu
v ramci skupiny vzgjomne sa neprekryvajucich sa tried [14]. Ako by sa na prvy pohlad mohlo
zdat', pri vySSie spomenutom kolaborativnom odportcani nie je potrebné sdatami ,ni¢* robit’,
avSak opak je pravdou. V drvive vacSine pripadov nechceme pouZivatela zatazovat’ vytvaranim
jeho profilu atéto ¢innost’ je automatizované. Prave tu je teda nevyhnutné stranky spracovat’ a na
zéklade vysledkov vytvorit' profily pouzivatelov, na zéklade ktorych bude prebiehat
kolaborativne odporicanie.
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Klasifikaciu stranok modzeme rozdelit' do niekolkych dloh. Prvou je klasifikacia predmetu
strénky (Sport, umenie apod.), dalg st to problémy ako klasifikacia funkcie stranky (osobnéa
doméca stranka, stranky kurzov apod.) ainé [27]. V naSg doméne (spravodajské portdy) sa
budeme zameriavat’ hlavne na klasifikéaciu stranky vzhl'adom na predmet — typ spravy, ktorl nesie
(napriklad spravy z domova, Sport, ekonomika a podobne).

Vzhradom na pocet tried, ktoré klasifikovany objekt (strénka) nesie, mdZeme klasifikéciu
rozddit na binominanu (Obr. 3a) amultinomidnu (Obr. 3b). Binomindny klasifikéator
klasifikuje ¢lanky na ,dve* zakladné skupiny. Ako je zregmé multinominalny rozpoznava viac
kategorii ¢lankov. DalSie dva pripady mozng klasifikacie, ktoré sa viak pravdepodobne v nasg
doméne vyskytovat’ nebudl, je multinomidlna zakladna klasifikacia (Obr. 3c) amultinomidna
jemnaklasifikécia (Obr. 3d).
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Obr. 3 - Typy klasifikacie [27].

V prvom pripade sa jedna o klasifikovanie ¢asti dokumentov ako pri obyéajngl multinoménej
klasifikadi. Inymi slovami klasifikovan( kategoriu nedostaneme pre dokument ako celok, ale pre
jeho jednatlivé ¢asti. V druhom pripade dostaneme percentuéne rozl oZenie kateg6rii, do ktorych
klasifikujeme pre kazdy spracovavany dokument. Spominany posledny typ klasifikacie by bolo
mozné uplatnit uz v pripade réznych komentarov, ktoré sa na spravodgskych serveroch
nachédzaj a na zéklade toho ich zaradit’ do prislusng kategorie.

Da%u moznostou je ddenie na zéklade ,hibky*. Ide o ,ploch(* alebo hierarchicki
klasifikadu. Pri plochg klasifikacii (Obr. 4a) kategérie povazujeme za paralelné arovnocenné.



Naopak pri hierarchickgl (Obr. 4b) si niektoré kategérie nadradené avytvargu stromovi
Sruktdru.

o)
| | | |

| Umenie || Biznis || PC | Sport | Veda |

(&) "Plochad" klasifikdcia

C

| Umenie || Biznis || PC | -

| Fimy || Hudba |-+ Divado |

(D) Hierarchicka klasifikacia

Obr. 4 - Ploch& a hierarchicka klasifikacia [27].

Pri klasifikacii m6zeme rozliSit' zdroj klasifikacie na webové stranky alebo text. Klasifikaciatextu
zvéacsa prebieha na Struktdrovanych textoch, zatial’ ¢o klasickym webovym strankam Struktdra
ako taka chyba, resp. je tvorena samotnym navrhom a navigacdiou daného sidla. Webové stranky
obsahuju hypertextové odkazy, HTML znacky apod., z ktorych moZno ziskat’ d'alSie informéacie
o kategorizovanych déatach.

2.3.1. Textovyobsah a HTML znacky
Analyza aklasifikdcia na zéklade textového obsahu je ngpriamociargSia metdda, ked'ze
informaci e sa nachadzaj priamo na stranke. Problémom vSak mdze byt’ vel’ké mnaozstvo rusivych
informacii, ktoré stranka mobZe obsahovat, atym nasledné chyby klasifikacie. Preto boli
preskimané viaceré metddy ako vyuzitie N-gramov, pripadne frekvencie vyskytu slov alebo
klasifikacie na zaklade hierarchie (Y ahoo!) [27]. Vyhoda pristupu N-gramov je v tom, Zze metdda
neuvazuje len jednoduché slova, ae prave naopak v zavidosti od zvoleného N generuje
postupnosti slov. Napriklad jeden dokument obsahuje frazu ,New York“ adruhy dokument
obsahuje slova new ayork. Tieto dokumenty by pomocou metddy N-gramov, kde N>1, nebali
oznacené za podobné. Treba v3ak podotknit, Ze metdda N-gramov mé tieZ nedostatky. Obyéajine
vygeneruje omnoho V&S priestor ako obycajna frekvencia vyskytu. Tym dostavame vécSie
dimenzie, ¢o mdze sposobovat’ znatny problém nielen z pohladu efektivnosti vypoctu.

Ako sme uz spomindi, webové stranky obsahuji HTML znacky, ktorych zaradenie do
klasifikéacie mbZe vyrazne napomdct’ samotng klasifikadi, atym znagne vylepsit' vysledky. Zial,
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vo vé&csine pripadov si HTML znatky zamerané viac na vizudlnu strdnku reprezentacie nez na
sémantiku, avSak pri aplikacii na konkrétnu doménu je mozné vyuzit' g takdto , nevyhodu“.

Napriklad Shanks aWilliams [2001] ukazali,

Ze vyuzitie prvych fragmentov (Obr.

5) zo

spravodaj skych ¢lankov dosahuje rychle a presné vyd edky klasifikécie.
Princip je zal ozeny na predpoklade, Ze dobré zhrnuti e dokumentu méze kvalitne reprezentovat’
hlavné prvky klasifikovaného textu.
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Obr. 5 - Uké&Zka fragmentov spravodaj skych ¢lankov [www.sme.sk].

2.3.2. Vizudalnaanalyza

Webova strénka méa vasSinou minimélne dve reprezentacie. Jedna je textova obsahujuca HTML
znacky ainé prvky, druha verzia je samotnd vizudna reprezentcia — tak, ako ju vykres'uje
webovy prehliadag, ktord mdze byt rovnako uZitocna Ked'Ze samotnd vizudna reprezentécia
strénky je zaloZzend na HTML znatkéch, pricom rézne znacky mbzu viest' k totozng vizualne
reprezentacii [27], andyza na zaklade tejto reprezentécie sajavi ako zaujimavéa a vyhodna, ked'ze
na jg zaéklade méze byt’ stranka reprezentovana ako hierarchicky multigraf, pripadne mézu byt
identifikované logi cké ¢asti stranok.

1

2.3.3. ,Susedné“ stranky

Casto sa stéva, Ze v3etky poZadované i nformécie sa nenachédzaji priamo na dang stranke, resp.
stranka obsahuje méo textu anapriklad vela obrazkov, pripadne video apodobne Tu méze
nastat’ problém so samotnou klasifikaciou. Ako jedno z rieSeni mozno vyuZzit' pristup susednych
stranok. Tento pristup predpoklada, Ze pokial’ si dve stranky zrovnake kategorie aexistuje
stranka, ktord jeich ,sused“ v grafovg reprezentacii (na zaklade odkazov, obsahove podobnosti
apod.), patri tiez sverkou pravdepodobnostou do rovnake kategorie [37]. Tento predpokliad


http://www.sme.sk

mozeme aplikovat’ rovnako na klasifikaciu predmetu stranky, ale g na klasifikaciu funkcie [27].
V doméne klasifikacie sa pouziva g zosilnené tvrdenie, kedy pravdepodobnost’ prislichania
strénky do urcite kategorie narasté s poétom susediacich strénok z tejto kategdrie. Toto tvrdenie
v&ak bolo dokazané pri klasifikacii predmetu stranok.

Vyber susednych stranok, ktoré sa pouzija pri klasifikacii, je d'aSou zavaznou otazkou. Vo
vSeobecnosti sa vyuZivajl stranky do hibky (vzdialenosti) nie vassg ako 2. Pri tejto hibke
dostéavame 6 typov susednych stranok (Obr. 6).

— =
—

L z
- "“ﬂ
¥
-~ “
-~

A Surodenec x
4 = T ™ !
e %
/ P % \

! L E Vnidd
I /o L \ \
| / ” - \ » |

[ i I J |
| Prarodit \ Rodié Stranka Dieta | |
y "l' I ’.' .I
\ i P /
® /
"'.l' - -
- T T s
N okolie 1 f y
5
“ 7
-
h - 2
— Mevesta oL
T — = e
okolie 2 -

Obr. 6 - Susedia stranky pri hibke 2[27].

Z&kladné Styri typy susedov (rodi¢, diefa, slirodenec, nevesta) boli preStudované abezne sa
pouzivajl. Na druhg strane vyuzitie ,prarodi¢a’ a ,vnicatra‘ je otdzne adoposial’ nebolo
preskimané.

Pri klasifikécii svyuZitim susedov sa vyuZivaju a tagy, ciastkovy obsah ako nadpisy,
ukotvenia textu, ich okolie apodobne ako g Uplny obsah. Na druhg strane sa casto
v §pecifickych pristupoch vyuzivajl g tagy pridané pouzivatelom. Problémom vsak je, ze takéto
tagy su dostupné len pre vel'mi maly okruh webu. Problemati ckym ostava g zjednotenie nazvov
znaciek pre jednotlivé dokumenty, resp. ich akceptacia réznymi komunitami pouZivatel'ov.

Vo vSeobecnosti bolo dokazané, Ze vyuZivanie pristupu susednych stranok pri klasifikacii
dokéze zvysit' presnost’ o priblizne 12% [27], avSak ide o ,najné&ladngsi“ pristup (z ¢asového
avypoctového hr'adiska).



2.3.4. Dolovanie v pouzivani webu

Dolovanie pouzivania webu sa zaklada na dolovani webovych zaznamoch — logoch. Toto
dolovanie prebieha v principe z dvoch stran [16]. Logy mbzeme skimat’:
1. Zo strany servera — odkryvanie informacii o strankach serverom, pouzivané na zlepSenia
névrhu stranok.
2. Zostrany klienta—informaci e o klientovi (pouzivatelovi) systému, ktoré sa vyuzivaji na
personalizaci u al ebo zl epSeni e predspracovania stranok.

Pri zovSeobecneni Ulohy sa ngj¢asteiSie jedna o dolovanie sekvenénych vzorov aasoci athych
pravidiel. Najprv je potrebné vykonat' predspracovanie da ako v klasickgl Ulohe dolovania
v déach, ato cistenie, identifikécia pouzivatela aidentifikacia ,sedeni“ (session). Sedenie je
usporiadany zoznam stranok, ku ktorym pouzivatel’ pristupoval v ,,rozumng“ (minGty az hodiny)
Casove postupnosti. Nadedne mdzeme ¢asovl postupnost’ zanedbat’, pripadne ich vyuZit na
identifikéaciu preferencii pouzivatel'a.

Pri tomto pristupe vznika G problémy spojené s identifikaciou pouzivatel'a, v pripade, Ze jeden
pocitad vyuZiva viacero pouZivatelov (proxy server apod.). Inym problémom je vyuZivanie
vyrovnavacej (cache) paméte, kedy sa stranky nezobrazuju zo servera, ale z lokdlngj paméte, ¢im
sa narusi sledovana postupnost’, ¢o priamo vedie na posledny problém chybajlce cesty, kedy
pouzivatel’ nav&tivi stranku A , nasledne stranku B, pri¢om priame spoj enie odkazom neexistuje.

Asociacné pravidla
Asodané pravidlo predstavuje vzor spravania PouZivajl sa ngima v doméne obchodov, kde
v déach objavime zavislosti medzi vyrobkami, ktoré si Tudia kupuju, napr. kipa masla spolu
spetivom a podobne. V nasg doméne mbZzu byt asociatné pravidld pouZité na doplnenie
odkazov, resp. priame odporUcani e strdnok, ktoré si uZivatelia precitaju a povazuju za kvalitné.

Apriori agoritmus [34] je jednym z najznamejSich algoritmov pre vytvaranie asociacnych
pravidiel a pouziva sa vo vacsSine komerénych produktov. Algoritmus sariadi pravidlom, Ze kazda
podmnozina vel'kg mnoziny musi byt vel’ka. Inymi slovami, pokial’ o ngiakg mnoZzine vieme, Ze
je mad, nepotrebujeme z ng generovat’ Ziadnych kandidadtov — nové mnoziny, pretoze g tieto
mnoziny budd malé.

Z&kladnou mysienkou agoritmu je vygenerovat’ mnoziny kandid&tov (Tab. 2) uréeng
vel'kosti anasledne skontrolovat’ databazu, ¢ su tito kandidati dostatocne ,velki“. Iba takito
kandidé&ti si pouZiti na generovanie kandidatov v d’al Som kroku.

Tab. 2 - Priklad tvorby asociaénych pravidid.

Sedenie | MnoZina
poloZiek

Tl A,B,C

T2 AC

T3 AD,C

T4 EA,

T5 E,D
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Podpora S (,,support*) pre pravidlo X=>Y je percentualne vyjadrenie transakcie v databaze, ktora
obsahuje prienik X aY. Sila a (,confidence or strength*) pre pravidlo X=>Y je pomer poctu
transakcii, ktoré obsahuju prienik X a'Y k poctu transakcii, ktoré obsahuju X.

Podpora nam hovori otom, ako ¢asto sa vyskytuje dané pravidio v databaze Napriklad sa
pozrime na A=>C. Sila pravidla je 75 percent, ¢o znamend, Ze % kré&, kedy sa vyskytlo
A, rovnako sa v jednom sedeni vyskytlo g C. Podpora pre B=>C jeiba 20 percent, ¢o znamena,
Zetoto asociatné pravidlo existuje iba v pétine sedeni.

2.4. Hradanie podobnosti dokumentov zaloZené na analyze textu

Zistovanie podobnosti dvoch textov je klasicka Uloha v oblasti vyhradavania informécii.
Rozsiahly vyskum sa uskutociiuje v oblasti detekcie plagidtorstva, kde sa vyuZivaji podobné
techniky [21]. My sa budeme zaoberat’ podobnostou ¢lankov, ktoré mau isté odlisnosti
Vv porovnani s beznym textom.

V prvom rade sa jednéa o informécie, ktoré mézu byt’ z povahy ¢lénku identifikované — nézov,
kategoria, autor, datum vloZenia apodobne. Nezanedbatel'nym faktorom je dizka samotnych
dlankov, ktoré sii vo vSeobecnosti radovo kratSie ako Standardné dokumenty.

Z&kladné metddy pre detekciu podobnosti dvoch textov mbzeme rozddit’ na dve skupiny:

- Statistické hradanie podobnosti,
- hradanie so zahrnutim sémantiky [37].

2.4.1. Hladanie podobnosti zaloZzené na Statistike

Jedna sa o ngjrozsirengjSie metédy detekcie podobnosti dvoch textov, kedy sa text reprezentuje
pomocou priestoru vektorov. Tento agebricky modd reprezentuje dokument pisany
v prirodzenom jazyku ako vektor ohodnoteny realnymi hodnotami. Tieto hodnoty st va&Sinou
vypocitané ako TF-IDF (, Term frequency — inverse document frequency”). Nésledne su tieto
vektory spojené avytvargjl tak maticu dokument — slovo — hodnota. Podobnost’ sa nasledne
vypocita jednou zo Standardnych metrik (kosinusova podobnost’, Jaccard index [13], Dice
koeficient [5], euklidovska vzdia enost’ a pod.)

] _|AnB|

Jaccard index(4,B) = [AUB|
Dice koefici (AB)_ZIAnBI
ice koeficient (A,B) = A1+ 18]

Euklidovskéa vzdialenost (A,B) =

Problémom pri vyuziti TF-IDF je nutnost’ zahrnit” vel’kd mnozinu slov obsiahnutych v texte pre
dosiahnutie dostatocnej presnosti. Na druhg strane tento pristup ignoruje akékolvek informécie
o Struktdre, ktord v sebe text nesie arovnako zanedbava akikol'vek informéaciu o sémantike [37].
Inym Statistickym pristupom je vyuZitie textovych atribitov a barycentrickych koordinatov
(nie st unikétne), kedy sa vytvori textovy barycentricky mode v kartezianskg slstave.
Vyuzitie Hammingove vzdialenosti, ktora hovori o pocte zmien v jednotlivych ret'azcoch, nie
jetak rozSirené, nakorko nie vSetky rozdiely maju rovnaki délezitost [37].
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2.4.2. Hradanie podobnosti so zahrnutim sémantiky

Principy zahftigilice meranie podobnosti dvoch slov vyuZivajl porovnavanie vzdialenosti
vyznamu zal ozené na slovnikovych pristupoch (pre anglicky jazyk) ako WordNet, HowNet a pod.
Potom v pripade dvoch slov s; as,, ktoré sl zviazané s konceptami Cy1, Cp2...Cin @Cz1, Coo...Com SA
podobnost’ vypocita ako:

Podobnost (s{,s,) = max Simlcq;,Cy;i
(1 2) i=1.mj=1.m (1L 21)

Casto sa za podobnost’ nebertl celé slova, a e pouZiva sa metdda N-gramov. Kedy sa vezme N
znakov textu, ktoré st povazované za uced enll jednotku a nésledne sa s fiou pracuje ako v pripade
slova. Potom sa nastavi posunutie v spracovdvanom texte o 1 a opét’ sa vezme N znakov atd’. (pre
slovo auto budu , bigramy*: ,,au,ut,to") Tento pristup vSak nemusi byt’ pouZity na Grovni znakov,
ale g slov, ¢im sa metdda stava pouZitel'nd a narozsiahlg S etexty.

VyuZitie semantiky ako takeg ¢astokrédt zahna informécie o slovnych druhoch, pozicii vo vete
apod. V tomto pripade hovorime o metrike podobnosti viet [37]. Vtedy je text reprezentovany
vektorom 3 dimenzii — doména, situécia, pozadie.

Iny pristup pri hradani podobnosti so zohladnenim sémantiky je vyuzitie stromov. Sémanticka
podobnost medzi dvoma témami v urcitgl taxondmii je definovand ako funkcia vyznamu
zdielaného témami avyznamom kazdg z jednotlivych tém [22] (Obr. 7). V taxonémii je mozné
zigtit' vyznam zdiel'any dvoma témami ako najniZSi spolocny predok. RozSirenim tohto pristupu je
zavedenie podobnosti na zadklade grafu, ktor4 zohladiiuje nielen hierarchické, ae g
nehierarchické vazby.

Obr. 7 - Hradanie podobnosti v stromovej reprezentacii [22].

Celkovo mdZzeme kondtatovat’, Ze v oblasti personalizovaného odporUcania existuje niekolko
problémov, ktoré si predmetom aktudlneho vyskumu, ¢i uZ sa jedné o vypoctovd zlozZitost' pri
odporU¢ani zal ozenom na obsahu, al ebo problematickd konstrukciu modelu pouZivatel'a, pripadne
problém s poctom hodnoteni obsahu od pouzivatelov pri kolaborativnom odporGcani. Zasadny
problém pri personalizéacii ako takg tvori novy pouzivatel, ktory sa v systéme predtym
nepohyboval [25]. Vzhl'adom na vypogtovll zloZitost ato nggmé pri odporicani zalozenom na
obsahu pri ve’kom pocte odporicaného obsahu adynamicky sa meniacom prostredi, ostdva
personalizacia zal ozena na obsahu v Gzadi. Tento problém by sa mohol dat’ zmiernit’ efektivnou
reprezentaci ou obsahu.
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3 EXISTUJUCE SYSTEMY PRE ODPORUCANIE
V DOMENE SPRAVODAIJSTVA

V sl¢asnosti existuje pomerne vel'a systémov pre odportcanie My sa zameriame na tie, ktoré
realizuj personalizované odporUcani e v domeéne spravodajskych portd ov, v ramci ktorg je nami
navrhnuta metdda overend Doména spravodaskych portdlov je zaujimava z hradiska poctu
adynamiky informécii, ktoré si na portdl pridavané. Toto so sebou prinasa viaceré problémy
(reprezentécia obsahu, vypoctovéa zlozitost’ apod.), ktoré si umocnené o rychlost, sktorou tieto
informécie stracaju na hodnote.

Doména internetového spravodajského portalu, resp. doména masovokomunikagnych
prostriedkov je vo vSeobecnosti Specificka vo viacerych aspektoch. Uvedieme niektoré z nich,
ktoré platia vo vSeobecnosti arovnako aj také, ktoré su Specifické pre portd www.sme.sk (hlavny
zdroj dat vtgto préci). Prvym aspektom je dynamika informéacii. Spravy pridavané na
spravodajsky portdl, rovnako ako sprévy publikované v tlateng podobe, dramaticky stracau
v ¢ase svoju hodnotu. Samozreime, Ze ¢as ako taky je v tomto pripade vysoko subjektivny, ateda
jedna informécia (napr. tipy na dovolenku) bude stracat’ na hodnote rozdi d nym tempom ako ina
informécia (napr. spréava o zemetraseni).

Dal Sou Jpecifi ckou &rtou domény je povaha samotnych informéacii. V&:Sina dokumentov, resp.
textov obsiahnutych v spravodajskom portdli, ma formu textu s rozsahom priblizne 150-300 slov.
V obsahu mézeme ngjst’ aj obsah multimedia ny, ako rdézne vided, fotografie a podobne, kedy je
text vo vacSine pripadov obmedzeny na minimum, pripadne chyba Uplne. Na druhej strane pocet
unikétnych slov je ¢asto velmi velky, nakol’ko sa jedné o spravy z celého sveta, ateda sa v nich
napr. odr&Zaju g rozlicné lokdlne ndzvy a pomenovania.

Jednou zo zaujimavych vlastnosti spravodajského portalu je jeho navStevnost’ aspravanie
pouzivael'ov, ktoré sa meni napriklad v zavislosti od dia v tyzdni.

V naSg prac sa zameriame na jeden konkrétny portdl, ktory ma tiez svoje Specifika, avSak
navrhované postupy s pouzitelné a na iné spravodajské portdly so zohladnenim jazykovo-
zavislych casti metddy. Na ilustraciu vySSie uvedenych ¢&it uvddzame niekolko Udajov
vypovedaj Ucich o navstevnosti a spravani pouzivatel'ov spravoda ského portdlu SME.SK (Tab. 3).

17


http://www.sme.sk

Tab. 3- Statistiky navstevnosti spravodaj ského portalu www.sme.sk™.

Pocet uZivatel’ov Pocet Priemerna Priemerny &as straveny
(cookies) navstev dizka navstevy pouZivatel’om
Deii (Po) 272913 2 457 307 8min 06s 16min 34s
Deii (So) 176 050 287 583 7min 53s 15min 44s
TyZdei (45) 993 369 2959 648 7min 56s 37min 7s
Mesiac (8) 2425112 10 943 203 8min 9s 1h 20min 33s
Mesiac (10) 2 786 366 12 539 590 8min 9s 1h 22min 30s

Ako je zrefmé z vySSie uvedenych Gdajov, portd ma roéznu navstevnost’ niden na zaklade dia
v tyzdni, ale g z dihSieho ¢asového hradiska, kedy je navstevnost’ pocas prazdninového mesiaca
nizSia (2007-2010). Rovnako je zrgmé, Ze c¢as strdveny pouZivatelom pri jedng navsteve je
priblizne polovica z ¢asu, ktory strvi na portéli za jeden dei, ¢o naznacuje, Ze priemerny
pouZivatel’ sa na portdl vréti priblizne 2x za jeden defi. Dizka jedng takeito navitevy je priblizne
8 mintt.

Je zregmé, Ze zatento ¢as pouzivatel’ nema moznost’ hibSie prechadzat’ Struktiru sidla a h'adat’
konkrétne ¢lanky, ale skér uprednostni ¢lanky zobrazené natitulng strénke portdu. Ked’Zze sa na
titulng stranke zobrazuje maximéne priblizne 20 ¢lankov, mbZeme nadnesene povedat, Ze
v najlepSom pripade ma citatel moznost’ vidiet 40 rdznych nefiltrovanych ¢lankov (pri 2
navstevach denne).

Takéto spravanie bude pravdepodobne badate’né g pre ostatné spravodajské portdly, ked’ze sa
ich Struktdra vo vSeobecnosti podobd. Vo vécsine pripadov vieme ku kazdému ¢lanku priradit’
konkrétneho autora, nézov adatum [33]. Niektoré portdy? ku obsahu ¢lanku edte rozliduja &
mena osdb, ktoré sa v tiom nachadzajl, miesta, organizacie, datumy udal osti a podobne. Rovnako
nezriedkavy je a zoznam kr'd¢ovych slov pre dany ¢lanok zvécsa nardznom stupni abstrakcie pre
rozne portdly.

3.1. OTS

Ciel' systému OTS [36] je poskytovat’ personaizované vyhladavanie na internete. Systém je
navrhnuty tak, aby poskytoval odporicanie zal ozené na obsahu, ae g kolaborativne odporicanie.
Pre jednoduchost’ vak vyhr'adavanie neprebieha nad webom ako takym, ae nad publikatnym
serverom. Obr. 8 znazortivje architektiru systému. Pred samotnym spustenim systému sa
inidalizuje obalova¢ dét, ktory zozbiera bibliografické data z publikaéného servera avytvori sa
databédza indexov. Nasledne prehliadacie rozhranie poméha pouzivatelovi prezerat’ databazu
podr'a kategorii. V pripade, Ze pouzivatel stiahne dany ¢lénok, systém pridainformécie do profilu
pouzivatel'a, kde sa od nej odvodia preferencie a spravanie pouZivatel’a.

PouZivatelia sl rozdeeni do kategérii na zaklade preddefinovanych typov aklasifikaéng
metody pouzivang v OTS. VZdy, ked pouzivatel’ poZiada o odporucenie ¢lanku, systém vyberie
kandidétov, ktori sa najviac podobaju aktualnemu profilu. Systém si udrZuje zoznam precitanych
¢lankov, atak neodporica pouzivatelovi precitat’ ¢lanok, ktory uz raz vidd (Obr. 8).

! Zdroj www.aimmonitor.sk — Asoci&ciainternetovych médii.

2 reuters.com, nyti mes.com
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Obr. 8 - Architektura systému OTS[36].

Systém pracuje na principe asocia¢nych pravidiel. Jadrom systému je takzvana tabur’ka zaujmov,
ktoraje vytvorena pre kazdého pouZivatela (Tab. 44) a nésledne sa podpora (,, Support*) vypocita
podl'avzorca:

Pocet(c)
T — Prvy(c) +1

podpora(c) =

Tab. 4 —Priklad tabuPky zaujmov v systéme OT S[36].

Transakcie | Kategéria | Prvy | Pasledny | Podet | Podpora
T1{ac, € A T1 T1 1 -

T2 {b, c, ¢ f} B T2 T4 2 67%
T3{d, e f} C T1 T4 3 75%
T4 {b, c, d} D T3 T4 2 100%

E T1 T3 3 75%
F T2 T3 2 67%

Systém uvaZuje g ¢asové hradisko, kedy kategdrie navstivené v blizkg minulosti maji vassiu
vahu ako kategérie navtivené davno. Systém pracuje pri jednom pouzivatelovi s dvoma profilmi
— profilom spravania a profilom zaujmov. Na zaklade tychto dvoch skupin je odvodenych 6 typov
profilov pouzivatel'ov (Obr. 9).

L 1 I Typ 2 ___Tsfp Fii,
Typ 4 TYp 5 Tz.*rﬁ 5
o] Lol Ted Ll IEI

83 &@

Obr. 9 - Typy pouzivatel’skych prdfilov v systéme OT S [36].



Typ 1 predstavuje pouZivatelov, ktori ¢itaju ¢lanky bez Ziadnej pravide nosti alebo prvykrét. Typ
2 zahna pouzivatelov, ktori nepreferuja Ziadnu kategériu, ale prezeraji si ¢lanky v rovnakom
poradi. Typ 3 sO pouzivatelia ktori sa zaujimau o Specifické kategérie (b,c) aobycane si
prezergiu ¢lanky v rovnakom poradi, aviak obcas si prezrd g ¢lanky z inych kategorii. Typ 4 je
podobny stypom 3, ale pouZivatdia v aktudlng transakcii neprezeraju vSetky obl'llbené kategorie.
Typ 5 je opat’ podobny typu 3 a4 stym rozdiedlom, Ze Ziadna kategéria z profilu spravania sa
nezhoduje skategériou v profile zaujmov. Posledny typ 6 predstavuje pouzivatelov, ktori
preferujd jednoznacné kategérie, avSak neexistuje postupnost’, s ktorou si ¢lanky prezeraj .

Na meranie vzdiaenosti medzi dvoma pouzivatelmi sa pouziva euklidovska vzdialenost’
dvoch vektorov, ktoré saziskaju , s¢itanim” vektorov z vySSie spominanych typov (Obr. 10).

Paufivatel 1

Obr. 10- Matica" Zaujem - Spravanie' dvoch pouzivatelov [36].

3.2. PURE

Systém PURE [39] je systém pre odporicanie ¢ldnkov z domény mediciny na zaklade obsahu.
Systém ma webové rozhranie, pomocou ktorého pouzivatelia pridavajl, pripadne mazi ich
preferované ¢lanky. V pripade Ze si ¢lanky registrované, systém PURE spusti klasifikddu
zaloZen( na modei preferovanych ¢lankov aodporuci ¢lanky s najvysSim skére, ktoré ziskali
v predikcii prostrednictvom e-mailu spravidlaraz za den (Obr. 11).
Systém pracuje nad databazou PureMed, ktord je jedna z najv&Sich vergnych databaz
v doméne bioldgie amediciny. Denne tu pribida priblizne tisic novych prispevkov. Systém je
zalozeny naklient-server architekture.
Samotny proces odporU¢ania pozostava z pitich krokov :
1. PouZivatel’si registruje ob/Ubené ¢lanky.
Pre registréciu novych ¢lankov existuja dva r6zne sposoby. Prvym je, Ze pouZivatel
priamo do systému zadé identifikacné ¢islo ¢lanku v databdze PubMed. Prostrednictvom
tohto istého rozhrania je mozné registrované ¢lanky a vymazat. Druhou moZnost'ou je
vyber ¢lankov z mnoZiny odporicanych ¢lankov ku konkrétnemu diwu. Clanok, pokial
eSte nebal v systéme nacitany, sa nasledne stiahne z databazy PubM ed.
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Obr. 11 - Odporéacia schéma systému PURE [39].

Natrénovanie pravdepodobnostného model u.
Natrénovanie je rozddené do dvoch krokov, ktoré sa vykonaju v nasledujlicom poradi.

Najskdr sa vyberl slova a priradia sa pociatoéné hodnoty. Ked’Ze systém pracuje na béze
odporU¢ania zaloZeného na obsahu, je nutné vytvorit' zoznam kracovych slov pre dany
¢lanok. Natdto cinnost’ si vyuzité klasické vysS e spominané metddy frekvencie vyskytu
slov v spojeni sinverznou frekvenciou, s vyuzitim odstranenia stop slov.

Druhym krokom je samotné naucenie pravdepodobnostnéno modelu pomocou algoritmu
EM (Expectation — Maximization) [7], ktory opakuje E aM kroky pokial’ nie je splnena
find na podmienka.

Denné srfahovanie novych ¢lankov z databézy PubMed.

Clénky sa stahuju vo forméae MEDLINE v nocnych hodinach. Ukladané st v databaze
MySQL spolu s dodatocnymi informéciami ako ID pouzivatela, datumu registrécie a pod.
Predikcia vykonana na zaklade natrénovaného modelu.

Stiahnuté ¢lénky st ohodnotené na zéklade pravdepodobnostného modelu. Pre kazdy
¢lanok aidentifikované kracové slova si nésledne vypocitané pravdepodobnosti
s pouzitim Z-score normalizéacie.

Prezentacia najlepsie hodnotenych ¢lankov pouzivatelovi.

Vysledky si pouzivatel’om prezentované prostrednictvom webového rozhrania, pripadne
sU pouzivatel'om zasielané v podobe e-mailu. Poget odporicanych ¢lénkov si pouzivatel
nastavuje v svojom profile.

NewsMe

Systém NewsMe [35] je adaptivny systém odporicania ¢lankov, zaloZzeny na otvorenom modei
pouzivatela, ktory umoziuje pouzivatelom robit zasahy do svojich profilov. Systém je
redlizovany pomocou webového rozhrania. Pouzivatdia systému poskytuju spatnd vézbu
prostrednictvom tlacidid ,+“, ,-“. Systém preberd sprdvy z81 RSS kandlov od 21 rbznych
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zdrojov. Spravy si na zaklade obsahu kategorizované do 8 kategdrii, ktoré si prezentované
pouzivatel'om (Obr. 12).

Your Tracked News

G wants to invest 82251 in Saturn @ rinove rating “® Blacklist
plant, seeks mncentives from Tennessee

ODAY com - Mon Dec 11, 3.57PM

1 EST

DaimlerChrvsler may cut up to 4.000 ';) R berOnee T Sekirie < Blacklist
> jebs CHN - Mon Dec 11, 11:47 AN EST

GM to add compact Saturn car to line @ r.nove i rating W Dlackdist
3 up CHN Thu Dec 07, 948 PM EST

Your Blacklist News

HMissan unveils plans to go green CLIH @B Track ) Remove sy pating
1 IdonDec 11, 1147 AM EST

McDonald's November same-store sales €3 Track &P Remove my rating
5 up Reuters - Fri Dec 08, 1:44 PM EST

G Execs Say Design Is the New @ Track S Remove my rating

3 Focus &P - Fni Dec 08, 144 AM EST

Obr. 12 - Systém NewsM e [35].

Systém si uchovava samostatny model pouZivatela pre kazda z tychto kateg6rii, ¢im sa zabranuje
mieSaniu preferencii pouzivatela pri roznych oblastiach zaujmu. Personaizacia je v systéme
transparentna — to znamena, Ze po precitani pouzivatel’ prida ¢ldnok do zoznamu obl'ibenych
dlankov aebo do zoznamu blokovanych c¢lankov. V pripade Ze sa k ¢lanku nevyjadri,
predpoklada sa, Ze nemé na ¢lénok nijaky Specificky nézor.

Ako sme uz spominali, systém umoziuje pouzivatelom manipulovat’ so svojim profilom. Po
zvoleni tgto moznosti sa pouzivatelovi zobrazi zoznam obl'Ubenych azoznam blokovanych
dlankov. Pouzivatel’ mbze nésledne Fubovolne zoznamy editovat’, presiivat’ jednotlivé ¢lanky,
mazat’ alebo pridavat’ nové ¢lanky.

Samotné ucenie systému prebieha na zaklade metddy ,,Najblizsi Sused” (Nearest Neighbor —
NN). Mode konvertuje ¢lanky pomocou frekvencie vyskytu slova anasledne hrada podobné
dlanky pomocou NN, aebo k-N (k najblizSich susedov) metddy. Rovnako systém nardba &
sdvoma hranicami — min, kedy sa ¢lanky povazujl za vel'mi vzdialené amax, kedy naopak
¢lanky sl povaZzované za prilis podobné a neodporucia sa

Ako vyplyva z vysledkov testovania uskutocneného na systéme, explicitna spatna vézba
neprinédSa vyrazné zlepSenie oproti explicitng spatng vazbe. Tento zaver st mdZzeme vysvetlit’ tak,
Ze powzivatdia jednoducho netitaju aani neklikgju ¢lanky, ktoré ich nezaujimau. Druhy
arovnako zaujimavy zaver je, Ze systém mal porovnaelné vysledky pri Ziadnych zmenéach
profilov pouzivatelmi as malym pocétom zmien. Naproti tomu v pripade viacerych zmien
v pouzivatel'skom profile sa vykonnost’ systému znagne zniZila.
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3.4. NewsBrief

Jednym z velmi zaujimavych systémov nie tak pre personalizované odporUcanie, ako pre
hradanie podobnych ¢léankov, je systém NewsBrief®. Nepodarilo sa ziskat' blizSie informécie
otom, ako systém konkrétne pracuje, ae z hradiska jeho funkcionality sa nam zdal ako velmi
zaujimavy, a preto bliZSie opiSeme niektoré jeho funkcie.

Jednou z najzaujimave Sich ¢it systému je vytvéranie zhlukov ¢lankov. Systém sa automati cky
snazi detegovat’ témy udalosti z jednotlivych jazykov (viacero spravodajskych portdov v ramci
jedného jazyka). Nasledne tak pre konkrétny jazyk systém zobrazi aktuany zoznam tém,
o ktorych sa v danom jazyku ngviac piSe. Systém momentdne pokryva 27 jazykov vraane
slovenciny. Kazda téma spravidla neobsahuje viac ako 6 konkrétnych ¢lankov (Obr. 13).

SDKU-DS chce vidiet zmluvu o nakupe vakcin
Articles: 8, Last update: 10,12,2009 17:00:00, Start: 10.12,2009 10:15:00
info @ Sources: 6

SDKU chce vidiet zmluvu na nakup vakcin

blaskovkyl Sturtak, 2009, december 10 17:00:00 CET | info @

SPRAVODAISTVO - Domace BRATISLAVA - Zverejnit podmienky tendra na doddvku vakein
proti novej chripke a zmluvu s francizskou firmou Sanofi Pasteur bude Ziadat opoziénd
SDKU-DS5. Ak minister zdravotnictva terdi, 22 sme kdpili najlacnejgie vakeiny, asi nevie

poditat,” wyhldsil na tlafovej besede.......
Viac €lankov...

Parlament odobril Jozefa Makicha za guvernéra
Articles: 8, Last update: 10,12,2009 15:24:00, Start: 10.12,2003 9:37:00
info @ Sources: 6

Parlament odobril Jozefa Makicha za guvernéra
onasetrend Stertok, 2009, december 10 15:24:00 CET | info @

| Entities: Jan Pafiatek[1];
Maovym guvernérom Marodnej banky Slovenska (NBS) sa stane Jozef Makuch. Poslanci ho
dnes na parlamentne) schddzi do funkcie odobrili bez cpozicnych hlasov. Kandidatdru 1.
Makicha podporilo 71 poslancov vlddnych strén z celkového poétu pritomnych 105 poslancov.

Mového guvernéra musi do funkcie efte menovat prezident....
Viac Eldnkov...

Obr. 13 - Uk&zka vytvorenych zhlukov €ldnkov [www.newsbrief.eu].

Uspesnost’ zhlukovadi eno algoritmu je rézna, zatial’ ¢o pri ¢lanku , SDKU-DS chee vidiet zmluvu
o0 ndkupe vakcin“ je vSetkych 6 ¢lankov v zhluku relevantnych. Pri inom ¢lanku sii relevantné len
2 z celg skupiny.

Inou pomerne zaujimavou funkcionalitou je vizualizacia detegovanych tém aich intenzity
(Obr. 14).

3 www.newsbrief.eu
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Obr. 14 - Vizualizicia tém aich intenzity [www.newsbrief.com].
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Systém podporuj e odobrenie sprav prostrednictvom kandlu RSS, umoziiuje zasidat’ spravy na e-
mail. Medzi d’alSie zaujimavé vizualizaéné moznosti systému patri graficka reprezentacia zhl ukov
aich prepogjeni (Obr. 15). Systém takisto poskytuje moznost’ identifikovat’ spréavy na mape sveta,
pri¢om je primarne zobrazeny jazyk, v ktorom je sprava napisana (Obr. 16).
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Obr. 15 - Ukézka vizualizacie vzt'ahov medzi jednotlivymi zhlukmi [www.newsbrief.com].
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Obr. 16 - Geogr aficka r eprezentacia jednotlivych sprav [www.newsbrief.com].

Persondizécia ako taka zatial’ v systéme nie je na vysokg Urovni, zaklada sa len na jednoduchych
nastaveniach pouzivatel'a, kedy s vyberie, aké spravy mu maju byt posielané na e-mail, pripadne
prostrednictvom kandla RSS. Kazdopadne sa jedna o zaujimavy systém, ktory sa neustale
rozSirujeavyvija.

Opisané systémy pre personalizované odporicanie v doméne spravodajstva takmer vobec nerieSia
otazku Usporng reprezentacie odporicaného obsahu, atym zefektivnenia celého procesu, ¢o by
v daSom viedlo k moznosti vytvorenia personalizovaného odporlicania obsahu na zaklade
Specifickych preferencii pouzivatela v redlnom ¢ase (vypocet samotng podobnosti by prebiehal
v redlnom ¢ase). Pritom nepracuji v rellnom ¢ase a podobnost’ realizuja ,, off-line". Rovnako sa
tieto rieSenia nevenuju problematike s ovenského jazyka, kedy sa vo vSeobecnosti nedaju vyuZit
zname pristupy na detegovanie kr'déovych slov, sémantiky ¢i predspracovania, bezne pouzivané
vo svetovych jazykoch.
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Taktiez vySSe opisané systémy nedokazali pracovat’ bez explicitng spédtng véazby, kedy
pouZivatdlia musdi pridava’ oblUbené debo naopak neziaduce ¢lanky do svojich profilov
(mode ov).

Na druhg strane tieto systémy dokézali pomerne UspeSne naplnit’ ocakévany ciel, ato
odportcat’ prehliadany obsah, ¢o pouzivate’om do urcite) miery ul'ahéilo précu, ¢i uz v prostredi
rozsiahlgj kniznice PubMed, alebo v prostredi novinovych ¢lankov.
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4 CIELE PRACE

Personadizované odporicanie umozZiiyje ziskavanie Specifickych informécii  z vysoko
dynamického prostredia rychlo a efektivne. Meni pomer ¢asu straveného pouzivatel’om na danom
spravodajskom portdli v prospech ,¢itania* informécie namiesto jg hradania. Jednou z moznosti
personalizovaného odporUcania je odporlcani e zaloZzené na odpor¢anom obsahu. Tento pristup
priamo zavisi od kvality arychlosti spracovania areprezentécie daného obsahu, ktoré sa priamo
odzrkadl’uju v samotng vykonnosti a presnosti ce ého odporicania

Jednou z hlavnych dloh pri odport¢ani zalozenom na obsahu je hradanie podobnosti dvoch
zdrojov. V doméne spravodajského portdlu sa ¢asto této Uloha prestiva na autorov obsahu, ktori
po napisani prispevku manualne prehliadaju a oznacuju podobné zdroje. Je ddlezité tento proces
automatizovat’ — urychlit’ a spresnit’.

Vyhodnotenie metdd je v doméne odpordcania netrivialny problém. Viacero pristupov pracuje
bez nutnosti priameho zapojenia pouZivatel'ov. Tieto viak nevypovedaju o kvalite metédy tak,
ako pri rednom pouziti aodporicani konkrétnym pouzivatelom. Nevyhnutnost zabezpecit
dostato¢nu vzorku pouZivatelov na dostatoéne dihy ¢as jetieZ znaénym problémom.

Ako sme spominali v Gvode, na (e personalizaci e sa pouZivaj U dva z&kladné pristupy. Avsak
vyskum napoveds, Ze nagjlepdie vysledky mozno dosiahnut’ skibenim tychto dvoch pristupov.
V tgto préci sa zaoberdme odporG¢anim zaloZzenom na obsahu, ktoré je mozné nasledne
integrovat’ do inych (napr. kombinovanych) rieSeni.

Cielom praceje:
Navrhnit’ metédu personalizovaného odporicania v domeéne spravodaj stva zal oZzeného na
obsahu v redlnom ¢ase. Tu bude vhodné:
0 zohladnit’ aktivitu pouzivatel'ov
0 vyuzit sémantiku prehliadanych informa¢nych zdrojov
o ktordbude
§ minimalizovat’ vypoctovi ndro¢nost’ procesu odporicania a hladania
podobnych zdrojov
§ minimalizovat’ nutnost’ zapoj enia pouzivatela do zberu dét pri vytvarani
modelu pouzivatela
Navrhnutd metddu a odporicania overit’ v doméne spravodajského portédlu (SME.SK)

Ako zakladny pristup pre odportcani e vyuZijeme zist'ovanie podobnosti. Vzhladom narozsah

domény a dynamické zmeny je nevyhnutné uvazovat’ o efektivnosti zistovania podobnosti, ¢o
predpoklada ndvrh Usporngj reprezentacie a efektivneho porovnavania.
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5 METODA ZISTOVANIA PODOBNOSTI
CLANKOV

Podobnost’ ¢lankov je z pohl’adu odporucania zal oZzeného na obsahu jednou z kl'Géovych zloZiek.
Proces hr'adania podobnych ¢lankov sme rozddlili do Styroch zakladnych krokov:

1. Extrakciadé

2. Predspracovanie ¢lankov

3. Reprezentécie ¢lankov

4. Zistenie podobnosti

Extrakcia d& a predspracovanie ¢lankov znacne zavisi od konkrétnej domény ainformacnych
zdrojov jazyka. PodrobnejSieich opiSeme v kapitole 7-Redlizacia metod pre SME.SK.

5.1. Reprezentécia ¢lankov

Pre vypocet podobnosti je nevyhnutné reprezentovat’ kazdy spracovavany text tak, aby boli
operacie v procese vypoctu podobnosti ¢o najefektivnegiSie. Jednou zo Standardnych aSiroko
pouzivanych reprezentddi je vektorova reprezentacia textu [20, 9, 3]. Jednotlivé zlozky vektora
predstavuji samotné slova z reprezentovaného ¢lanku. Problém nastava, ked” dané ¢lanky po
predspracovani stale obsahuju radovo stovky az tisice slov a pocet dokumentov, ktoré maju byt
spracovangé, sa pohybuje v tisicoch.

Vé&cdina systémov zaloZenych na odporG¢ani obsahu preto nepracuje v redlnom ¢ase. Nasou
snahou je zaviest’ takll reprezentaciu, ktord bude ¢o mozno ngjefektivngSia apritom si zachova
reprezentativnu vypovednd hodnotu o danom c¢lanku. Scielom efektivng reprezentacie sme
navrhli vektor konstruovany ku kazdému ¢lanku, ktory pozostava zo Siestich zloZiek (Tab. 3).

Tab. 3- Vektor ¢lanku.
Nézov TF slov z ndzvu v Kategdria Menj, Kragové Index
¢lanku obsahu ¢lanku Néazvy dova Citatelnosti

Jednotlivé slova v kazdg ¢asti vektora sii reprezentované ako mnoZina slov (,Bag of words"), ¢o
znamena, Ze nezdl ezi na poradi, v akom sa nachadzaj U.

Nazov ¢lanku
Obsahuje predspracované slovd, ktoré sa nachadzaji v nézve ¢lanku. Vaha jednotlivych slov sa
vypocita na zaklade frekvencie vyskytu slova v ndzve:

tf; = —
i— y
X Nk
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kde sa frekvencia daného slova tf; vypocita ako podiel poctu vyskytov daného slova n; a podtu
vSetkych slov v dokumente .

TF slov z ndzvu v obsahu

Ked'ze priménou zloZkou vektora je nazov ¢lanku, musime zobrat' do Gvahy, Ze nie vSetky
dlanky zodpovedaju svojim obsahom nadpisu. Preto sme zaviedli druhd ¢ast’” vektora, ktord
podobne ako prva ¢ast’ obsahuje len slovd z ndzvu, avSak ich frekvencia vyskytu (,Term
Freguency”) sa vypocgita na z&klade vyskytu v obsahu ¢ldnku. Tak sa ndm podari vyfiltrovat’ tie
¢lanky, v ktorych sa slové z nadpisu nenachédzaju g v tee textu. Pri ¢lankoch musime uvazovat
a to, Ze vo vSeobecnosti ¢ldnok na spravodajskom portali nemusi obsahovat’ Ziadny text, ae
napriklad video. Ked'Ze ide o pomerne malé percento vyskytu, predpokladame, Ze v takomto
pripade nazov ¢lénku zodpovedé a obsahu daného ¢lanku.

Kategoria ¢lanku

Vo vasSine pripadov je kazdy ¢ldnok na spravodajskom portéli zaradeny do urcite kategorie. Uz
samotné priradenie do kategdrie vypoveda do istg miery o podobnosti dvoch ¢lénkov. Preto sme
kateg6riu ¢lanku zaradili ako jednu z ¢asti reprezentativneho vektora (v pripade, Ze portal takuto
informaci u obsahuj€).

Kategdrie nie s linedrne, preto sa pre kazdy ¢lanok vytvori z hradiska , hierarchie* vaha pre
kazdl kategériu a podkateg6riu konkrétneho ¢lanku. Majme tri ¢léanky A, B, C. Kazdy z tychto
dlankov patri do podkategérie C1,C2,C3,C4. Kazda ztychto kategérii je sama o sebe este
podkategoriu ing kategorie (Obr. 17).

C1
AN
C2
N\
C3 C4
A B c

Obr. 17 - Hierarchia kategorii.

Nasledne st vahy priradené jednotlivym zloZzkam tejto ¢asti vektora vypocitané takto:
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n=1
For i=| Kategorie| downto O do
vaha; =1/n
n=n*2
end

Takymto spésobom oznacime ¢lanky z rovnakg kategorie za podobnejSie ako ¢lanky z réznych
kategorii. VySSie opisanym sposobom teda dostaneme ohodnotenie jednotlivych subkategorii
akategorii pre konkrétny ¢lanok (Tab. 4).

Tab. 4 - Vektorovareprezentacia kategorii ¢lanku.
C1l Cc2 C3 C4
A 1/4 1/2 1 -
B 1/4 1/2
C va | 12 - 1

Mend, Nazvy

V ¢ldnkoch sa vagéSinou vyskytuji mena osdb, nézvy miest aebo organizécii. KedZze ide
ojazykovo zavislé sova, slovnikové metddy na ich identifikdciu si vo véacSine pripadov
nelspesné. Naidentifikaciu Mien a Nazvov vyuzivame pomerne jednoduchy pristup.

Pri predspracovani odstrariujeme interpunkéné znamienka s vynimkou bodky. Za meno aebo
nézov v naSom pristupe oznacujeme slovo, ktoré zatina verkym zagiatoénym pismenom apred
nim sa nenachadza bodka. Takato identifikdcia dokéze odhalit’ priblizne 85-95% nazvov
v ¢lénkoch, nakolko sa nazvy vyskytuju ako prvé slovo vety len minimane (napr. prvé slovo
¢lanku — geograficka lokalita).

Kraéoveé slova
S0 nagjpouzivangSim charakteristickym znakom pre reprezentéddiu ¢lanku [18]. V naSg metode
pouzivame staticky zoznam kr'G¢ovych slov, ktory bol vytvoreny na zaklade metédy TF-IDF
aidentifikéd e podstatnych mien (slovnik.juls.savba.sk). Nésledne si pre kazdy ¢lanok zistime n
najrel evantnejSich kI'dcovych slov, ktoré si pridané do vektora ¢lanku. Presny pocet kI'G¢ovych
slov, ktoré si potrebné pre reprezentaciu daného informacného zdroja uréime na zaklade
experimental neho overenia s ohl'adom na vypoc¢tovi naro¢nost.

Existuji viaceré pristupy pre identifikaciu krd¢ovych slov. My sme sa pre jednoduchost’
rozhodli pouzit' vySSie opisany pristup, ktory je vyhodny z ¢asového hl'adiska (niekedy na Ukor
presnosti).

I ndex ¢itatePnosti

Této cast’ vektoranie je aZ tak vyznamné z pohl'adu sémantickej strdnky podobnosti dvoch textov,
ae je postavend na predpoklade, Ze pouzivatel’ moze mat’ ,rad* ¢lanky spodobnou Uroviiou
Citatelnosti. Index ¢itatel'nosti vo vSeobecnosti vypoveda o ndrocnosti ¢itania daného textu, resp.
o potrebnom vzdelani na porozumenie textu. Preto zaradenie tgto zlozky, ktord zvassi dizku
vektora ¢lanku len 01, prispge k pre usporiadaniu vysledkov, ktoré by boli ziskané bez neho.
NaSa metéda vyuziva Coleman — Liau index citatelnosti [6], ktory sa vypocita ako:
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k t
zna y) — 295 x (176 y
slova slova
Existuje niekol'ko indexov citatelnosti. My sme sa rozhodli pre Coleman-Liau index, nakol'ko

nevyZaduje vypoce slabik jednotlivych slov, atym je proces vypoctu pomerne rychly.

CLI =589 x ( ) - 158

5.2. Vypocet podobnosti

Ako z&lad pre vypocet podobnosti vyuZivame vektory opisané v predchédzajlce casti. Pre
néjdenie napodobneSich ¢lankov k referencnému ¢lanku vyuzivame kosinusova podobnost,
ktord vyjadruje velkost’ uhla zvieraného dvoma vektormi aje Siroko vyuzivana v doméne
spracovania textu a hl'adania podobnosti [11].

Ked’Ze sa vektor, ktory reprezentuje konkrétny ¢lanok, sklada z viacerych zlozZiek, je mozné,
aby kazda z tychto zloziek mala svoju vlastnd vahu, sktorou sa zlozka zapocitava do celkove
podobnosti [41]. Tento fakt umoziiuje ziskat’” rézne usporiadanie vysledng podobnosti g so
zohradnenim aktivity a preferencii pouzivatel'a, ¢ize modeu pouZivatela

m n
=1 2i=1@ibji

\/ XML, X, al \/ XL Xiso bji

similarity =

kde m je pocet jednotlivych vektorov (v navrhnutg metdde 6 — pri vyuZiti v3etkych zloZiek) an
pocet zloZiek konkrétneho vektora. V cdom procese predspracovania sa hejedna o ¢asovo
naj narocnejsi problém, ako by sa na prvy pohl'ad mohlo zdat’.

Druhy spbsob zistovania podobnosti na zéklade vektorovg reprezentacie je Jaccard index.
Této metrika meria podobnost” dvoch mnozin (vektorov) ako:
|A N B
|A U B|
kde A aB sl jednotlivé vektory. Ako je zrggmé, modzeme taktiez aplikovat’ vahy pre jednotlivé
Casti vektora reprezentujlceho ¢lanok. Metdda Jaccard index je z hradiska vypoctove zloZitosti
v porovnani s kosinusovou podobnost’ou rychlgSia, ¢o sa odrazi pri spracovani vel'kého mnozstva
dat na druhg strane neumoziiuje vyuzitie CLI. Preto sme sarozhodli vyuzit' obe metddy, pripadne
ich kombinéaciu, kedy podobnost’ pre zlozku vektora CLI vypocitame na z&klade kosinusove
podobnosti a pre ostatné zlozky sa vyuZijeme metédu Jaccard index.

similarity =
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6 METODA ODPORUCANIA
NA ZAKLADE PODOBNOSTI OBSAHU

Hlavnym cielom préce je navrh metddy pre personalizované odporlcanie zal oZzené na obsahu.
Tento typ odporl¢ania stavia na zisteng podobnosti dvoch ¢lankov, ktord uréime na zaklade
obsahu ¢lanku, chapaného ako postupnost’ slov, rozsirend o informécie, ako napr. nadpis alebo
oblast. Inym druhom podobnosti (napr. tematicka) sa zaoberat’ nebudeme nakor’ko hlavnou
zlozkou je vypocet podobnosti a reprezentécia ¢lankov, na ktord sa zameriame.
Vstupom pre metédu odporicania (Obr. 8) sii dva zoznamy:
- zoznam podobnych ¢lankov (ziskany metddou opisanou v predchadzajlce kapitole) —
pre kazdy ¢lanok zoznam jemu podobnych,

- aktivita pouwZivatela (¢asovo zoradend) — aké ¢lanky pouzivatel ¢ital.
V pripade zoznamu aktivity pouZivatela potrebujeme jednoznatne rozliSit konkrétnych
pouzivatel'ov aclanky, ktoré si zobrazili. Rovnako je nevyhnuté rozlidit' ¢lanky, ktoré danému
pouZivatel'ovi uz odporucené boli a ktoré nie.

6.1. Model pouzivatela

Mode pouzivatela vytvarame na zéklade aktivity pouzivatela, ateda sa jedna o modd
pouZivatela identifikovany automaticky [29]. UvaZzujeme len o zozname navstivenych ¢lénkov
jedného pouZivatela za isté ¢asové obdobie. Na z&klade tejto aktivity pouzZivatela odhadneme
okruhy momentalneho (kratkodobého) zaujmu pouzivatela. Ked’ze kazdy pouzivatel’ mé svoju
vlastn( instanciu modelu, jedna sa o prekryvny modd. Odporucanie sa prispdsobuje kazdému
pouzivaelovi individualne[1,2].

Metdéda si uchovava posl ednli navstevu pouzivatel’a, pre rozliSenie dvoch ,,sedeni®, pricom za
rozdielne ,sedenia’ povaZzujeme navstevy, ktoré boli uskutocnené aspoi s hodinovym rozdiel om.
Jednotlivé Udaje o pouZivatelovi sa neeviduju explicitne, ale odvodzujeme ich na zaklade
informécii o aktivite pouzivatela obsiahnutych v zéznamoch servera ajednoznacne
identifikovanych identifikdtorom , cooki €.

Automatické sledovanie spravania sa pouZivatela je vyhodné ngma z hradiska nutnosti
interakcie pouZivatela pri vyplnani aziskavani modelu pouZivatela. V takomto pripade
pouZivatel’ vykonava bezné ¢innosti ako prehliadanie zaujimavych ¢lankov, pri¢om této aktivita
sa zaznamena na strane servera. Nasledne vieme ziskat' Udaje otom, aky ¢lédnok pouzivatel
prezeral, kedy tento ¢lénok prezerd, ¢i sa jednd o ¢lénok odporGcany navrhovanou metddou,
alebo ho pouzivatel’ naSid inym spdsobom. Server zaznamenava vSetky kliknutia pouzivatela na
portdi. Teda naSe zéznamy obsahuju zaznam ,pouzivatel’ - zoznam prehliadanych (kliknutych)
¢lankov“.
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Neevidujeme explicitnl spatni vazbu o prehliadanom obsahu. V naSom pristupe zjednoduSene
predpokladdme, Ze pouZivatel’ si klikne azobrazi len také ¢lanky, ktoré ho zaujimaja (podra
nadpisu, zhrnutia ¢ldnku apod.). Existujice pristupy sleduji aktivitu pouzivatela po zobrazeni
¢lanku ako pohyb kurzora, vyuzivanie posuvnikov, ¢asovy Usek, ktory pouZivatel stravi ¢itanim
apod. Pri ¢asovom Useku j e zohl'adnena diZka textu, ktord ma pouZivatel’ pretitat’. Zohradiuje sa
g aktivita pouZivatela — pohyb kurzorom ainé. Zaujimavou metédou je skiimanie pohybu ogi
pouZivatel'a, kedy sa na zaklade kamier a polohy zrenigiek uréuje, kam sa pouzivatel’ momentélne
pozera [5]. My predpokladame, Ze v pripade, ak pouZivatela dany ¢ldnok nezaujme (rychly
odchod z daného ¢lanku), ide bud’ o zavadzajaci nadpis, alebo obsah nie je na poZadovane
Urovni, ktord pouZivatel' otakaval. Samotny fakt, Ze si pouZivatel’ uz na tento ¢lénok klikol na
zaklade nadpisu a zhrnutia, hovori, Ze pouzivatel’ sa o dand problematiku zaujima.

6.2. Ziskanie odporucanych ¢lankov

Prvym krokom je stanovenie poctu ¢lankov, ktoré chceme pouzivatelovi odporugit. Zoznam
¢lankov, ktoré sa pouzivatel'ovi odporucia, pozostédva z dvoch Casti:

- zoznam podobnych ¢lankov k ¢lankom odporugenym a nav&tivenym (S)

- zoznam podobnych ¢lankov k ¢ldnkom predtym neodporucenym, ale navstivenym (N-S)
Pomer medzi tymito ¢astami sa nésledne vypocita ako:

S—N(l Nr)
B %

kde Sje pocet podobnych ¢lankov k ¢ldnkom nav&tivenym a odporicanym, N je pocet ¢lankov,
ktoré sa maju odporucit’, Nr reprezentuje pocet ¢lankov, ktoré neboli odporucené, ale pouZivatel
ich nav&tivil aVje pocet navtivenych ¢lankov celkom. Takymto spdsobom vieme dynamicky
menit’ velkost’ jednotlivych zoznamov na zéklade aktuanych preferencii pouZivatel'a.

Po vypocitani pomeru pre jednotlivé pod-zoznamy nasleduje ngdenie samotnych ¢lénkov,
ktoré maju byt odporucené:

foreach user activity log do
visited = get visited articles list
visitedRec = get visited and reconomrended articles |ist

foreach visited do
i f randomNum > probability
listPartl = get first non visited article from conputed
simlarity |ist
el se
listPartl = get random non visited article
end
end

foreach visitedRec do
listPart2 = get first non visited article from conputed
simlarity |ist
end

listToRecormend = listPartl[1..N] + listPart2[1.. M
end




Pre zoznam navstivenych ¢léankov ngdeme postupne pre kazdy z tychto ¢lénkov najpodobne Si
adoteraz neprecitany ¢lanok. S malou pravdepodobnostou je vSak mozné vlozit' do zoznamu &
néhodny ¢ldnok, aby sme sa vyhli tematickg monot6nnosti odpordcanych ¢lankov. Podobny
pristup je aplikovany g pri druhom zozname navstivenych, ale predtym odporucenych ¢lankov.
Nakoniec dojde ku spojeniu tychto dvoch zoznamov, ¢im vytvorime jeden zoznam ¢l ankov, ktoré
sa pouZivatelovi zobrazia ako odportc¢ané (Obr. 18).

Takymto spésobom mbzeme reagovat’ na aktudlne preferencie pouZivatela. V pripade Ze
zoznam aktivity pouZivatel'a neobsahuj e dostatoéné mnozstvo Udajov, priradia sa ¢lanky ndhodne.

6.3. Priklad vypoctu

Priklad vypoctu je zndzorneny na Obr. 18. Atribdt ,-0" pri aktivite pouZivatela znamend, Ze dany
¢lanok bol odporuceny. V pripade, Ze chceme odporweit’ 4 ¢lanky (N=4), vySSie opisanym
spbsobom ziskame pomer pre jednotlivé pod-zoznamy ,3:1“ (tri podobné ¢lanky k ¢lankom
odporucenym anavstivenym ajeden podobny ku ¢lankom nav&tivenym, ae neodporucenym).
V naSom priklade méme 4 nav&tivené a odporucené cléanky — B, C, E, F. Pre kazdy ztychto
¢lankov sme ziskali metédou hradania podobnosti zoznam podobnych ¢léankov. Pre kazdy
ztychto ¢lankov ngjdeme zo zoznamu podobnych také ktoré eSte neboli pouZivatelom
navstivené. Napriklad pre ¢lanok B existuje len jeden nenav&tiveny ¢lanok L, ktory sa prida do
zoznamu na odporucenie. Tento postup aplikujeme, pokial’ neziskame potrebné mnoZstvo
¢lankov. V pripade, Ze neexistuju podobné a nenavstivené ¢lanky ku konkrénemu ¢lénku (napr.
¢lanok C), jetento ¢lanok preskoceny, nakol’ko pouzivatel’ uz videl vSetky relevantné ¢lanky.

e ™
Zoznam ¢lankov
. A
22 Podobné ¢lanky k predtym
odporu¢enym a navstivenym
. ¢lankom
S
N y
e B\
e ™ A . s N
Aktivita pouZivatela LIS Ll LS e i Podobné &lanky
neodporu¢enym a
. navstivenym ¢lankom _
1A X B_ACFL
2.B-o0 \ / T
N J C-B,A
3.C-o0
4.D D-J,K
5E—o N=4, S=3 E-C B M
: F-G,I
6.F-o0
( e L a2 ™ G-F,I
Zoznam odporucanych ¢lankov H_l G F
I-H,F G
N J . J

WN
O

o )

N J
Obr. 18 —Metdda pre per sonalizované odpor Uéanie zaloZzené na podobnosti ¢lankov.
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V zozname aktivity pouZivatela sa nachédzaji dva neodporucené, ale navitivené ¢lanky. Clanok
A preskocime, pretoze neexistuju k nemu podobné ¢lanky, ktoré pouZivatel’ nenavstivil a bude sa
pokratovat’ ¢lankom D. Takymto spdsobom ziskame kompletny zoznam 4 ¢lankov, ktoré budud
pouZivatel'ovi odporucené.

Dynamicky vypocet pomeru medzi jednotlivymi  pod-zoznamami umoZiiuje metéde
prispdsobit’ sa na aktualne zaujmy pouzivatela. V pripade, ze pouZivatel nie je spokojny
s odporicanymi ¢ldnkami avyuZiva ostatni navigaciu na danom sidle, bude sa , vel'kost™ prvého
pod-zoznamu zmenSovat’, zatial’ ¢o velkost’ druhého bude narastat’.

Pri navrhnutgy metéde nie je potrebné zaznamenavat’ ,,vek ¢lanku“ - veiginu, ktora udava, ako
dlho sa ¢ldnok pouZivatel'ovi zobrazuje medzi odportGcanymi. V pripade, ak pouZivatel’ nenavstivi
tento ¢lédnok dostatocne dihy ¢as (pocet vygenerovanych odportcani), tento ¢lanok sa automaticky
z0 zoznamu odstrani.
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7 REALIZACIA ODPORUCANIA PRE SME.SK

V ramci portdu SME.SK je aktivita pouzivatel'ov zaznamendvana na strane servera. Jednotlivi
pouzZivatdia si jednoznacne identifikovani na z&klade docasnych z&znamov prehliadaca —
»Cookie". Kazdy zaznam nesie informaciu o ¢ase, kedy bol dany ¢lanok zobrazeny, jednoznacny
identifiké&tor ¢lanku, identifikétor odporic¢acg metddy, ktorou bol ¢lanok odporugeny (,,0"-ak
odporuceny nebol) aurl adresu z ktorg pouZivatel’ na dany ¢lanok presid.

Clanky st jednoznacne identifikované na zéklade ,id“. Pre kaZdy ¢léanok potom rozoznavame
nazov, text ¢lanku, ¢as zvergnenia, vytvorenia a modifikad e ¢lanku, url adresu, krétke zhrnutie
¢lanku, sekciu a kategoriu.

Odporucanie pozostava z piatich krokov (Obr. 19). V prvom kroku je nevyhnutné novo
pridané ¢lanky predspracovat’, vytvorit' im prislichajlcu vektorovl reprezentaciu avypoditat
podobnost’ s ostatnymi (vybratymi) ¢lédnkami. Nezavisle od tychto ¢innosti, na zaklade aktivity
pouzivatela, identifikujeme jeho preferencie, atym upravujeme jeho modd pouzivatela
Nasledne vystup ztychto casti vyuZijeme pre vytvorenie personalizovaného zoznamu
odporuc¢anych ¢lankov, ktory prezentujeme pouZivatel'ovi.

Clanok Aktivita pouzivatela
s . N 4 .. N
Podobnost élankov Model PouZivatela
( 1. Predspracovanie ¢lankov )
( 2. Vlytvorenie vektorovej reprezentécie) [ s Zbet’a rep’rezentama RIEEISCH j
pouzivatela

( 3. Vypocet podobnosti )

o J o J

\ |

Odporucéanie

5. Vytvorenie personalizovaného
odportcéania

Obr. 19 - M etéda per sonalizovaného odpor Giéania.
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7.1. Extrakcia dat

Prvym krokom pre ziskanie dét, ktoré mbzeme pouZzit' pre predspracovanie, je ich ziskanie.
V pripade pridania nového ¢lénku, je nevyhnutné tento ¢lanok stiahnut' (na zaklade ,url*)
av danom HTML kode extrahovat’ potrebné data. Z daného zdrojového kédu (Obr. 20) pomocou
regulérnych vyrazov extrahujeme Nézov, Obsah, Autora, Datum a Kategdriu daného ¢lanku.

<hl>Pirati =sa nelspesZne poki=ili druhvkrat uniest lod Maersk Alabama<,/hil>
</fdivr

<div elass="articlec col">

<div id="itext_content">

<p>MNAIRCEI. Somalski pirati dnes po druhy raz podas siedmich mesiacov zautodili
na plavidlo Maersk Alabama. StrazZna sluZba na palube nadkladnej plaviacej sa pod
wlajkou Spojenvch 2tatov wiZak pokus o dnos odrazila. Informovala o tom namorna
flotila EU.</p>

<p>»Pirédti v aprili uniesli Maersk Llabama a kapitédna Richarda Phillipsa pdt dni
drZzali ako rukojemnika na zachrannom ¢lne. Phillipsa oslobodili ostrelowvacdi
Zpecialnej namornej jednotky SEAL, ktorl pri zasahu zastrelili troch piratov.</p>
<p>Somalski pirdti zadtodili na lod automatickymi zbrafiami dnes réno pribliZne
350 namornych mi¥ vychodne od somalskeho pobrefzia, strafcovia na palube wv3ak
strelbu opdtovali a Gnos odvratcili.</p>

<p»Podla hovorcu namornei flotily EJ Johna Harboura ide o "plmd nidhodu", Ze
pirdti zanvtofili <a href="http://www.sme.sk/c/4389042/3najperi—oslokbodili-
uneseneho-kapitana.html">»na lod Maersk Llabama uZz druhy raz.</a></p>

<p>»Do vydetrovania ttoku sa zapojile aj lietadlo flotily EU z DEibuti a
najbli%sia lod némornei flotily EU je poverend patranim po pirdtoch, ktori
zattodili, uwviedla flotila EU wo vyhlaseni.</p>

</fdiv>

<!-— eTarget Contextldd End —->

<p class="autor line"><b>streda 18. 11. 2003 14:13</b> | Copyright &copv:; TASR
2009<br /><span class="copyr"><a href="#" onClick="st_cpenWindow('/footer/",
'PetitPress', 'width=650,height=550"); return false;">&copy 2009 Petit Press.
Lutorskeée prava su vyhradene a vykonava ich wydavatel. Spravodajska licencia
wyhradend.</a></span></p>

P TR S TN

Obr. 20 - Zdrojovy kdd stranky élanku [sme.sk].

Niektoré spravodgiské portdy (reuters.com, nytimes.com) spristupniuju rozhranie (APl) pre
ziskanie ¢lankov, ktoré tento krok znagne ulahcuje pouzitim niektoregl zo &andardnych notécii
(XML, JSON apod.)

7.2. Predspracovanie ¢lankov

Hlavni dlohu z pohadu presnosti v procese hladania podobného obsahu tvori préave
predspracovani e textu. Predspracovanie ma vo vSeobecnosti niekol’ko krokov [15] v zavislosti od
poZzadovaného vystupného jazyka, ked'Ze niektoré ¢innosti sl jazykovo zavisé. Cielom
predspracovania textov je ziskanie postupnosti retfazcov z vstupného viac aebo meng
Struktirovaného textu — termov normalizovanych na d ovné zaklady ardzne objekty, odkazy [19]
apod.

7.2.1. Lexikalna analyza

V procese lexikdng analyzy sa spracovavany text podrobi samotnému rozddeniu na zakladné
znacky. Samotné lexikalne anal yzatory maju Siroké a tradi¢né vyuZitie pri tvorbe kompilatorov
programovacich jazykov [19]. Na Urovni lexikalneho anayzéaora je nevyhnutné spracovat’ g
diakritiku, verké pismena a pod.
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Rozlisujeme zakladné znacky ako ,slovo”, resp. ,¢islo“. Samotnl lexikdlnu analyzu rieSime
regularnymi vyrazmi. V tomto kroku rovnako diminujeme vSetky ostatné informacie zahrnuté
vtexte, ako napriklad url odkazy, HTML znacky apodobne Rovnako sl odstranené
g interpunkéné znamienka svynimkou ,.“. Bodka sa v d’dSich krokoch vyuZiva na zistenie
jednoduchg sémantiky.

7.2.2. Stopslova

Stop slova su slova Specifické pre konkrétny jazyk, ktoré nenesi vyznamovu hodnotu (,a", ,, 0",
,aebo, ,ale* apod.) apritom mbzu vyrazne ovplyvnit’ nielen podobnost’ medzi dvoma objektmi,
ale g velkost’ samotného priestoru unikénych slov. Ich vyskyt, resp. vyznam v texte je hlavne
syntakticky [19].

Vo v&sSine pristupov sa vyuziva staticky zoznam slov [8], ktoré sa v procese predspracovania
ignoruju. Niekedy sa vSak tento zoznam slov vytvori, resp. nahradi zoznamom najcasteiSie sa
vyskytovanych slov v dang spracovavaneg vzorke textov, ktory mdze byt vytvoreny napriklad
pomocou metédy TF-IDF (, Term frequency-i nverse document frequency*).

Pre G¢ely spracovania ¢lankov pouZivame staticky zoznam slov, ktory obsahuje priblizne 200
takychto slov pre slovensky jazyk. Zoznam slov vytvorenych metédou TF-IDF sme sa rozhodli
nevyuzit, nakol’ko by sme odstranili g slova, ktoré savyskytli zatial’ len mdo. To by znamenalo,
Ze mbZeme odstranit’ 8 mena osdb, nézvy firiem a pod., ktoré st ¢asto (napr. odhal enie Skandélu)
néd edne pouZivané pri odpordcani.

7.2.3. Lematizéacia

Lematizacia ako taka patri spolu so ,,stemmingom* (redukcia na koren slova) medzi metddy pre
ziskanie zakladného tvaru slov [24]. Ako je zrgmé, slova sa vyskytuju v réznych morfol ogickych
tvaroch. Rovnako ako pri stop slovach pouzitie takychto dov by viedlo k nelimernému rozsireniu
priestoru unikénych slov, nehovoriac o problémoch pri hladani podobnosti, kedy by slova
z rozdielnym morfol ogi ckym tvarom boli povazované za Uplne ino-vyznamové slova

Lematizécia je metdda za ozena na slovnikovom principe, kedy pouzivany slovnik obsahuje
mozné morfol ogické tvary slov aich prisltichajuce lemy. Lema sa v ramci morfol 6gi e povazuje za
kanonickll formu lexém slova. Lexéma je abstraktna jednotka reprezentujlca roézne formy
rovnakého slova [19].

Tento princip zaruci pomerne presné kategori zovanie danych 1ém. Nevyhodou je vSak problém
so dovami, ktoré sa v slovniku nenachadzaju ateda rovnako ako pri stop slovach budud takéto
slova spracované samostatne. Treba vSak poznamenat’, ze takmer vSetky metddy predspracovania
iastocne stierajil vyznamové hodnoty danych slov, atym paddom umelo zvySuji podobnost
dvoch dokumentov (lema,, mier* jerovnakapre ,mier, ,miera’, ,mierit* [19]).

Pre potreby |ematizacie vyuzivame slovnikovy lematizator JULS' [10]. Tento obsahuje priblizne
590 000 dvgjic slov aich 1ém v slovenskom jazyku.

4 Jazykovedny Ustav Cudovita Stira, Sl ovenské akadémiavied Bratislava
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7.3. Reprezentacia a vypocet podobnosti

Po predspracovani vytvorime kazdému ¢lanku jeho vektorova reprezentaciu, ktord pozostava zo 6
zakladnych ¢asti:

- nézov ¢lanku

- TF (pocet vyskytu slov) dov z nadpisu v obsahu ¢lanku

- kategoria ¢lanku (sekcia a kategoria)

- menaandazvy

- kracové slova

- index citatel'nosti

V pripade kategdrie ¢lanku portdl SME.SK eviduje pre kazdy ¢ldnok jeho sekciu a nasledne
kategoriu v rdmci dang sekcie. Pre extrakciu kl'¢ovych slov, pripadne mien anazvov, sme sa
rozhodli nevyuZit' dostupné néstroje a sluzby, nakorko vo véSine pripadov neponikat podporu
dovenského jazyka apriniesli by narast procesu vypoétu z ¢asového hradiska. Takéto vektorové
reprezentécie si nasledne ulozime do databazy, pretoZze st potrebné pri vypocte podobnosti novo
pridanych ¢lankov.

Vypocet podobnosti pre novy c¢lanok realizujeme na zdklade kombinécie kosinusove
podobnosti a metddy Jaccard index. Podobnost’ pre novy ¢lanok uréujeme s poslednymi 10 000
¢lankami, pricom za podobné ¢lanky povaZzujeme také, ktorych podobnost’ nie je nulova
Nasledne pre kazdy c¢lanok ziskame zoznam maximane 10 najpodobneSich ¢lankov, ktoré
uloZzime do databazy. Pri kazdom takomto novo vygenerovanom zozname spatne upravime
zoznamy vSetkym ¢ldnkom, ktoré sa v fiom nachadzaj (.

7.4. Preferencie pouZivatel'a a odporucanie

Pouzivatel’ je v ramci portalu SME.SK identifikovany na z&klade ,,cooki€e*. Po zobrazeni ¢lénku
jejeho aktivita zaznamenana pri¢om pri zobrazeni odporicaného ¢lanku vieme tento jednoznacne
odli&it od ¢lanku neodporicanéno. Takymto spdsobom ziskavame zoznam pouZivatelove
aktivity — prezreté odporucené aprezreté neodporucené ¢lanky. Do Gvahy berieme ohrani¢ent
aktivitu - poslednych maximal ne 50 ¢lankov.

Samotné odporicanie pozostavalce z 10 ¢lankov potom vytvorime na z&klade navrhnute
metody, postupom opisanym v kapitole 6. Samotnd konstrukcia zoznamu pre odpordcanie je
pomerne rychla, nakol’ko vieme rychlo vyhladat’ podobné ¢lanky na zaklade vopred vypocitang
podobnosti. V pripade, Ze nemé&me o pouZivatelovi dostatocné mnozstvo informécii
(nedostatocna predchédzajlica aktivita), su ¢lanky doplnené o ndhodne vybraté ¢lanky z posledng
aktivity vSetkych pouzivatel'ov na portdli.

7.5. Prototyp

Pre potreby overenia navrhovang metédy sme doteraz implementovali prototyp. Ked'ze
predpokladame, Ze metdéda bude nasadena aintegrovana suz existujdcim rieSenim (projekt
SMEFIIT), metéda je implementovand v jazyku Ruby. Niektoré nezavislé casti, ktoré sa



nespustaju pravidene, boli implementované ako .NET/C# aplikécia, pripadne v oboch jazykoch
pre porovnanie vykonnosti.
Prototyp zahiha:
1. Metodu pre extrakciu dat z HTML zdrojového kédu a XML (SME.SK)
Extrakcia Nazvu, Obsahu, Kategorie ¢lanku
2. Metédu pre predspracovani e ¢lankov v slovenskom jazyku
Odstraneni e stop-d ov, lematizacia, odstranenie i nterpunkénych znami enok
Extrakcia kl'i¢ovych slov
3. Metédu preidentifikovanie kl'G¢ovych slov pre dany korpus
| denti fikécia slovnych druhov®
4. Metddu pre reprezentovanie ¢lanku pomocou charakteristického vektora a nasledny
vypocet kosinusovel podobnosti a Jaccard indexu
5. Metédu pre personalizované odporicanie na z&klade aktivity pouZivatel'ov
6. Nastroj pre vytvorenie vliastng datove vzorky
7. Metodu pre spracovanie dat zo spravodajského portalu REUTERS.COM
Preklad textu do slovenského jazyka®

Samatna implementacia vysSie opisanych metdd sa nachadza na prilozenom meédiu. V priloche
E-T echni ck& dokumentécia uvadzame zdrojovy kdd metddy pre generovani e odporicani. Ukézku
spracovavanych da uvadzame v prilohe C-Ukazka vzorovych dat SME.SK, ktora obsahuje
zdrojové déta z portdlu SME.SK. Priloha rovnako obsahuje g ukézku reprezentacie tychto
¢lankov navrhovanou metédou.

Jednotlivé metody s pristupné cez webové rozhranie (Obr. 21, Obr. 22), ktoré viak bolo
nahradené rozhranim na samotngj stranke portdlu SME.SK prostrednictvom rozSirenia webového
prehliadaca (implementovaného v ramci projektu SMEFIIT), ktory ponuku portadlu SME.SK
rozsiri o zaloZku odporucané (Obr. 23).
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8 OVERENIE RIESENIA - EXPERIMENTY

V rdmci overenia navrhnutg metddy pre personalizované odporicanie zaujimavych textov
v doméne spravodajstva smesi stanovili nasledujlice cide
experimental ne nastaveni e véh jednotlivych ¢asti vektora reprezentujlceho ¢lanok,
vyhodnotenie GspeSnosti h'adania podobnych ¢lankov,
vyhodnotenie UspeSnosti odportcania celgl metddy.

8.1. Testovacie data

Testovacie déta pre overenie jednotlivych cielov boli vybrané z domény spravodajského portalu
SME.SK. Nésledne sme vytvorili referenéni vzorku podobnych ¢lénkov, ktoré sme manuélne
oznadili jednym zo stupiiov podobnosti (100 ¢ldnkov — 10 000 dvojic):
1. SUvermi podobné (rovnaké ,kauza", téma, udalost’ a pod.) — cely ¢lanok
Sl Ciastoéne podobné (rovnaka , kauza“, téma, udalost’ apod.) — ¢ast’ ¢lanku
S trochu podobné (¢lanky st podobné v meng ako 1/3 obsahu)
S0 ve’mi mé o podobné (v ¢lanku sa spominaj rovnaké osoby, firmy, oblasti a pod.)
Nie st podobné

agkrwbd

Déta pre vyhodnotenie UspeSnosti odporUcania cele) metdédy priamo ziskavame z portédu
SME.SK, nésledne priamo vyuZivame pri odpori¢ani pouzivatel’om, od ktorych sa ziskava spétna
vézba o samotnom odporucani.

Vo vzorke sii rovnomerne zastUpené ¢lanky zjednotlivych kategérii (momentdine 52),
v ktorych si ¢lanky zaradené sohladom na pocetnost’ jednotlivych skupin. Tdto referenéni
vzorku vyuZili pre overenie metddy hr'adania podobnych ¢lénkov.

Dal%u datovou vzorkou pouZitou vramci overenia riedenia je vzorka 1000 ¢lankov, ku
ktorym sl priradené podobné ¢lanky. T&o vzorka je automaticky ziskana z portdlu SME.SK,
pricom podobné ¢lanky st extrahované z paty konkrétnych ¢lankov, kde sa uvadzaja slvisiace
¢lanky, pricom vk pre metodiku pridavania takychto ¢lankov nemdZeme tvrdit, Ze sa jedné
o narelevantneSie ¢lanky.

Pre overenie samotng metddy personalizovaného odporicania vyuzivame aktudline déta na
portdi SME.SK, kedy budeme pouZivatelom (G¢astnikom experimentu) priamo personalizovat
obsah tohto spravodajského portélu, ¢ uz priamo prostrednictvom stranky SME.SK, pripadne
prostrednictvom iného rozhrania. Nésledne budeme prostrednictvom zaznamov servera
vyhodnocovat’ UspeSnost’ jednotlivych odporicani, ato tak, Ze v zdznamoch servera sa po kliknuti
na odporicany obsah objavi pri danom zézname priznak, ktory samotné odporicanie jednoznacne
identifikuje
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8.2. Navrh experimentov

Pri overovani vyuzijeme zname aSiroko pouzivané metriky presnost’ a Uplnost’ (,precission a
»recal“). V doméne ziskavania znal osti st tieto metriky definované ako:

Presnost’ - pocet relevantnych dokumentov (,relevant documetns®) vrétenych metodou
predel eny po¢tom dokumentov celkovo vrétenych metédou (,retrieved documents™)

[{relevant documents} n {retrieved documents}|

recision =
p |{retrieved documents}|

Uplnost — pocet relevantnych dokumentov vratenych metddou (,relevant documents®)
predeleny poctom vSetkych rel evantnych dokumentov vo vzorke (,relevant documents®)

[{relevant documents} n {retrieved documents}|

recall =
[{relevant documents}|

VySSie uvedené metriky aplikujeme do nasho problému takto - presnost’ vyjadruje pomer
spravne néjdenych podobnych ¢lankov ku vietkym podobnym ¢lankom. Uplnost’ vyjadruje pomer
sprévne n§ denych podobnych ¢ldnkov ku rel evantnym podobnym ¢lankom v mnoZine.

Metrika, ktora kombinuje metriku presnost’ a Uplnast’ do harmonického priemeru, sa nazyva F-
metrika (,F-measure"), tiez znama ako F; metrika, pretoze presnost’ a Uplnost’ maju rovnaké vahy.
Je definovana ako:

precision .recall
F=2

‘precision + recall

Nadobulda hodnoty zintervalu (0,1) a&im je vySSia, tym je hodnoteny systém UspeSngsi.
Ked'ze F- metrika je kombindciou presnosti apokrytia, koreSponduje dosiahnutie vysoke F-
metriky nagjdeniu kompromisu medzi presnost’ou a pokrytim [19].

V rédmci overenia metddy pre hl'adanie podobnych ¢lankov sme vyuZili vytvorend referencna
vzorku, ktorgy sme manudne oznacgili mieru podobnosti danych ¢lankov. Nésledne sme vysSie
opisanym postupom vyhodnotili UspeSnost’ metddy. Vysledky umoznili g nastavenie jednotlivych
parametrov (vah zloZiek vektora), kedZe préve prostrednictvom danych parametrov méZzeme
vyrazne ovplyvnit zoznam n§denych podobnych clédnkov. Nastavenie jednotlivych véh
prebiehalo na zéklade evolucného agoritmu, pricom za ,fithess funkciu“ bola povaZovana F-
metrika.

Rovnako sme experimentovali sréznymi nastaveniami predspracovania c¢lankov aich
vplyvom na vypoétovd naroénost, ale g presnost’ celej metddy.

Overenie celg metddy personalizovaného odporGc¢ania prebiehao  prostrednictvom
syntetickych testov. Na zéklade zéznamov servera SME.SK o navStevach pouZivatelov sme
vygenerovali odpor(canie v ¢ase t-1. Vygenerované odporicanie sme nésledne porovnali
aplikovanim vysSie opisanych metrik so skuto¢nym spravanim pouzivatelov v ¢aset.

Hypotézy:

A. Navrhnuta reprezentacia v dostatotng miere reprezentuje ¢lanok, pricom z ¢asového

hradiska je rychlejSia ako Standardny pristup.

B. Navrhnutd reprezentdcia aspdsob hladania podobnosti prinaSa presngiSie vysledky

hradania podobnych ¢lankov ako beZne pouZivané metddy (TF-1DF)



C. Metdda personaizovaného odporicania vygeneruje ¢lanky, ktoré si pouZivatelia nasledne
skutoéne prezru.

8.3. Overenie urcovania podobnosti

Vychodiskovou metédou pre navrhnuté personalizované odporUcanie je samotné urcenie
podobnosti. Pre overenie navrhnutého pristupu sme realizovali niekol’ko experimentov.

V ramci experimentovania s nastavenim jednotlivych vah aoverenim metédy pre hradanie
podobnych ¢lankov sme reslizovali experiment na daove vzorke REUTERS, ktory, ako sa
neskor ukézalo, nebol vhodny pre overenie tak Specifickg podobnosti, akou sa zoberame my.
BliZSie experiment popisuje priloha - Experiment REUTERS.

V rdmd d’asSieho overovania sme manudne vytvorili dédtova vzorku pozostavajlcu z 100
¢lankov, ktoré boli navzgom oznatené stupniom podobnosti tak, ako je to opisané v ¢asti
testovacie data. Rovnako sme pri tomto experimente vyuZili siivisiace ¢lanky, ktoré sa nachadzaju
v pétejednotlivych ¢lankov.

Navrhnutou metédou sme nasledne vypocitali zoznam podobnych ¢lankov pre obe mnoziny,
ktory sme porovnali voci metdde TF-1DF aplikovang taktieZ na obe datové vzorky. Pre manuéline
vytvoreni vzorku sme pri vypocte metrik zohr'adnili & poradie, v ktorom sa podobné ¢lanky
nachéadzali. Vyd edky Standardnych metrik a navrhovang metddy uvadzame v Tab. 7.

Tab. 7-Vyhodnotenie hPadania podobnosti.

Vzorka SME.SK M anualne vytvor ena
Metdda | Navrhnutd metéda | TF-IDF Navrhnuta metdda TF-IDF
Kosinusova podobnost’ | Jaccard index
Presnost’ 0.165 0.091 0.700 0.843 0.511
Pokrytie 0.202 0.117 0.816 0.818 0.587
F-Metrika 0.182 0.102 0.753 0.870 0.546

Ako vidime, navrhnuta metéda znacne zvysila pokrytie a presnost’ oproti klasickg metode TF-
IDF, pricom vypodtovy proces sa zrychlil 2.46 - kr& (kosinusova podobnost) atakmer 2 - krat
(Jaccard index oproti kosinusove) podobnosti). Nizke hodnoty F-Metriky pri vzorke ziskang
zpaty ¢ldnkov na SME.SK moOZeme pripisat uz spominang nelplnosti (manudne neboli
oznacené vsetky pripadne najrelevantnegiSie c¢lanky), kedy naSa metéda ametdéda TF-IDF
pravdepodobne nasli g podobng Sie ¢lanky.

Na zaklade oznatenych stupiiov podobnosti sme vypocitadi g Standardnt odchylku pre
manualne oznatend vzorku. Vysledky navrhnutg metody ,<0,1>“ sme namapovali na pat
stupiiov podobnosti, ktoré boli pouzité pri tvorbe viastng vzorky. Nasledne sme pre jednotlivé
stupne vypogitali Standardné odchylky (Obr. 24)
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Obr. 24 — Standardn& odchylka pre jednotlivé stupne podobnosti.

Navacsia odchylka sa vyskytla pri stupni podobnosti 1 a predstavovala hodnotu 1,207, ¢o je pre
potreby odporicania élankov prijatelné.

Na Obr. 25 je znézornena priemerna dovolend chyba podobnosti apriemerny pocet zle
kategorizovanych ¢lankov. V pripade, Ze povolime chybu o velkosti jedného stupna podobnosti,
ziskame priemerne len 12,5% zle kategorizovanych ¢lankov pre jednotlivé stupne podobnosti.
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Obr. 25 — Poket zle kategorizovanych ¢lankov v zavislosti od pripustneg chyby.

Véhy jednotlivych vektorov sme nadli pomocou evol u¢ného algoritmu, kedy sme ako hodnotiacu
Lfitness* funkdu zvolili F-Metriku v porovnani s manudlne vytvorenou vzorkou. Ako priklad
uvédzame, Ze navrhnuta reprezentécia priniesla 4 krét lepSe vysledky ako pri vyuZiti len nazvu
dlanku anajmeng 1,4 - krét lepSie vysledky ako len pri vyuZiti kP'G¢ovych slov. VyuZitie casti



kateg6ria prinieslo zlepSenie len 1,15 krét. Av3ak predpokladéme, Ze mdZze byt” uzitoéné v pripade
malého poctu ¢lankov ku konkrétng téme.

8.4. Overenie personalizovaného odporucania

Personadizované odporicanie sme overili prostrednictvom syntetickych testov. Na zéklade
zéznamov servera pocas 3 dni sme pre pouzivatelov (identifikovanych na zaklade ,cookie")
vytvorili odporicanie navrhnutou metédou. Nésledne sme porovnali ¢lénky odporicané so
skutoénymi ¢lénkami, ktoré si pouZivatelia g skutocne prezreli.

Problémom pri tomto type experimentu je, Ze v podstate predikuj eme spravanie pouzivatelov,
ktori momentalne vo v&tSine pripadov pouZivaji podobny model. Na portdi SME.SK sa
momentélne pouZivatel'om zobrazujl najéitaneiSie ¢lanky pre rézne ¢asové obdobia, rovnako sa
aktudlne ¢lanky zobrazuji na titulng stranke. V &¢Sina pouzivatel'ov preto automati cky prechadza
len tieto odkazy a vzh'adom na priemerny ¢as, ktory stravia pri jedng ndvsteve, nemaj i moznost
vyhradat’ g iné ¢lanky.

Inym aspektom, ktory je nevyhnutné zohladnit' pri hodnoteni odporicania zalozeného na
obsahu, je jeho samotna povaha. Pri odporicani zaloZzenom na obsahu odportcame ,do hibky*
takyto typ odportcania je vhodny napriklad ako néhrada statickych zoznamov podobnych
¢lankov, ktoré sa nachédzaju za konkrétnym ¢lankom. Iny pristup je kombinécia viacerych typov
odporUcania (napr. kolaborativne), kde by bol o zoh'adnené g prehliadanie ,, do Sirky".

Samotné syntetické testy prebehli sréznou granularitou vyhodnotenia, kedy sme sa zamerali
na konkrétne ¢lanky alebo vSeobecnejSie kategdrie. Pri konkrétnych ¢lankoch sme skimali, ¢i si
pouzZivatdia prezreli konkrétne c¢lanky, ktoré sme im odporwili. V pripade kategorii sme
kontrolovali odpori¢ani kombinéciu sekcie akategdrie konkrétneho odporuceného ¢lanku
s ¢lankami, ktoré si pouZivatelia skutoéne prezreli. Rovnako sme menili g ¢asové oknd, z ktorych
sa odporucalo a overovalo so zohl'adnenim réznych poctov ndvstev pre jednotlivé okné

Vysledky prejednotlivé nastavenia uvadzame v Tab. 8.

Tab. 8 — Vyhodnotenie syntetickych testov.

Odporugéacie | Overovacie Presnost’ Pokrytie F1-metrika

okno [h] okno[h] Kos. | Jacc. | Kos. | Jacc. | Kos. | Jacc.
9 63 43.23 | 64.05 | 50.28 | 36.26 | 46.49 | 46.31
24 48 40.26 | 63.26 | 50.94 | 37.44 | 44.97 | 47.04

Kategorie

33 39 39.73 | 62.12 | 51.36 | 39.92 | 44.80 | 48.63
48 24 38.02 | 59.91 | 59.95 | 40.23 | 46.53 | 48.14

9 63 143 | 183 | 084 | 0.77 | 1.06 | 1.08

. 24 48 076 | 1.81 | 047 | 0.80 | 058 | 1.11

Clanky

33 39 067 | 168 | 049 | 085 | 057 | 1.13

48 24 05 | 153 | 064 | 1.34 | 056 | 143

Akojezrgmé, najlepSie vysledky (presnost) sme ziskali pri overovacom okne 63 hodin. Rovnako
pri ¢lankoch tak g pri kategoriach si pouZivatelia svacsim ¢asovym oknom pozrdi ¢lanky
odporic¢ané, pripadne kategérie ¢lénkov totoZzné s¢lédnkami odportcanymi. Pokrytie bolo pri
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dihSom overovacom okne niZSie, nakol’ko si pouZivatdia prezrei Umerne viac ¢lankov ako pri
kratSich overovacich oknéach (Obr. 26).
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Obr. 26 — Synteticé testy — presnost’, pokrytie a F-metrika.

Nizke hodnoty pri porovnani samotnych ¢lankov mdézeme vysvetlit' uz vySSie spominanym
fenoménom, kedy névstevnici portdlu SME.SK vo va&cSine pripadov klikaju na ngcitangSie
¢lanky priamo zobrazované na hlavng strénke. Na druhg strane pomerne vysoké skére pre
porovnanie kategorii naznacuje, Ze pouZivatelia sa zameriavgjl na kategorie, ktoré im boli
odporucené, pricom pri samotnom odporicani sa kategéria vobec nezohl'adiuje.

Navrhnutd metddu sme porovnali s metédou ,, TRecom* (metdda pre odporicanie zaloZené na
obsahu so stromovou reprezentaciou) [40]. Navrhnutd metdda ziskala lepsie vysledky (Tab. 9) pre
dhSie odporicacie okné (F-Metrika). Pri kratSich oknach vykazova a naSa metdda niZSie pokrytie,
pricom presnost’ bola vysSia pre v3etky porovnavané ¢asoveé okné

Tab. 9 —Porovnanie navrhnutej metédy a metdédy TRrecom [40].

Overovacie okno [h] 1h|4h]10h | 24h | 48h
TRecom Precision 40 | 49| 56 58 59
Recall 711 60| 44 32 25

F1l-Mesure | 51| 54 | 49 41 35
Navr hnutd metéda | Precision 47 | 56 | 58 60 63
Recall 56 | 52 | 45 40 37
F1l-Measure | 51 | 54 | 51 48 47

Rovnako sme experimentovali s potrebnou velkast'ou predchadzajlce aktivity pouzivatela pre
dosiahnutie ¢o najlepSieho odporicania. Vysledky kord uju s velkost'ou odporicacieho okna, od
ktorého priamo zavisi pocet klikov na danom sidle. Uké&zalo sa, Ze pri 15 aviac kliknutiach
dokézala metdda ziskat’ najl epSie vysledky.



9 ZAVER

Problematika personalizovaného odporlc¢ania je v sUcasnosti Siroko skimana  Pristup
odporG¢ania nie je zaujimavy len z pohladu spristupniovania informécii pouZivatelom, ae
zaljimagju sa onu g prevadzkovatelia réznych internetovych obchodov, kedy sa pouzivatelom
odpor¢aju pri nakupe podobné vyrobky.

Jednym zo z&kladnych pristupov pre personalizované odporicanie je odporicanie za ozené na
obsahu. Tento prisup je né&ocny zhradiska vypoctove zloZitosti, pri velkom pocte
spracovavaného obsahu a nutnosti rychlg odozvy systému.

V pré&ci sme navrhli metodu, ktorou rieSme tento problém Uspornou reprezentéciou
odpori¢aného obsahu, ¢im sa zabezpeti rychle hl'adanie podobnosti nad danymi objektmi.
Vyhodou navrhovang reprezentacie je ze kazda zlozka navrhnutého vektora ma vlastni vahu,
ktora sa mbze pre konkrétneho pouzivatela dynamicky menit, atak jednou metédou dostaneme
rozne vyd edky podobného obsahu.

Navrhnuté reprezentécia obsahuje a index citatelnosti danych ¢lankov, ¢o by malo priniest
vySSiu mieru spokojnosti pouzivatel'ov, nakor’ko za podobnejSie ¢lanky oznacime také, ktoré su si
podobnejSie z h'adiska naroénosti ¢itania a pochopenia. Vychadzame pritom z predpokladu, Ze
napr. ¢lovek s vysSim vzdd anim uprednostni rovnaké, zloZitejSie ¢lanky narovnaki tému, ako len
nejaké trivialne ,bulvarne* ¢lanky apodobne. Samozreme, Ze sa jedna o vysoko individuédine
preferencie, ktoré mbézu byt g obréené pripadne ¢lovek ¢ita rozne ¢lanky, na ¢o vSak
navrhovana metdda reaguije a prispésobuje sa.

Odporucanie zaloZzené na obsahu je Siroko pouZivané v kombinacii s kolaborativnym
odpor¢anim, kedy vo vSeobecnosti prinéSaju lepSie vysledky.

Motivadou tejto prace je zefektivnit a zjednoduSit pristup pouzivatelov k obsahu
spravodajského portél u prostrednictvom metody personaizovaného odporicania spravodajskych
¢lankov. Anadyzovali sme dostupné a Siroko pouzivané pristupy pre personalizované odportcanie,
uviedli sme niektoré existujUce rieSenia, ktoré sa problematikou personalizacie v dang doméne
zaobergjU.

Dalg sme dokumentovali 3Specifikd doménove oblasti  spravodajského portdu vo
vSeobecnosti, resp. na priklade konkrétneho portdu. Jadro prace tvori navrh metody
personalizovaného odporuicania zaloZzeného na obsahu s dérazom na reprezentaciu ¢lankov a
hradani e podobnosti, ktoré prebieha v piatich zakladnych krokoch:

1. Predspracovanie ¢lankov.
Vytvorenie vektorove reprezentacie
Vypocet podobnosti.
Vytvorenie a Uprava model u pouzivatela.
Odporuceni e personalizovaného obsahu.

o e
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Clénky reprezentujeme viac-zlozkovym vektorom, ktory obsahuje vahu pre jednotlivé zlozky,
atak mbze byt dynamicky upravovany pre konkrétnych pouzivatel'ov. Vektor je navrhnuty tak,
Ze dok&Ze reprezentovat’ g ¢lanky, ktoré nestiiny ako textovy obsah.

V kapitole Overenie rieSenia opisujeme navrhované experimenty a vyhodnotenie UspeSnosti
predkladang metddy. Pri overovani odporucania je nevyhnutné zohladnit” momenté ne sprévanie
pouZivatelov na danom spravodajskom portali. Samotné odporicanie zaloZzené na obsahu je
vhodné vyuzit v pripade, kedy ma pouZivatel zaujem hibSie sa obozndmit surcitou
problematikou, pripadne ho vyuzit v kombinacii sinymi metédami. Aktudne spravanie
pouZivatelov na danom portdli je silne ovplyvnené dostupnymi navigatnymi pomdckami
(najcitangiSie ¢lanky za urcité casové obdobie). To vysvetluje pomerne malé skore ziskané pri
syntetickych testoch a zamerani na konkrétne ¢lanky.

Hlavnym prinosom préce je navrhnutie Gsporng reprezentécie ¢ladnkov ajg nésledné vyuZitie
pri hradani podobnosti ¢ldnkov, ktoré skrétilo vypoctovy proces oproti metéde TF-IDF priblizne
2,46 kré (pri pocte ¢lédnkov 10 000 to znamena Usporu viac ako 8h vypoétového ¢asu). Podobne
a pomocou navrhnutel metddy personalizovaného odporicania dok&Zeme generovat’ odporicané
¢lanky v redlnom ¢ase, ¢o je pre dynamicky sa meniace domény kr'ic¢ovy faktor.

Navrhnuté metddy najdu uplatnenie ako nahrada vacsinou staticky vytvéranych odporacani —
podobnych ¢lankov, ktoré sa nachadzaju na kond ¢lanku. Pri kombinécii sinymi spdsobmi
odporG¢ania mdzu byt zahrnuté &g do ,Standardného” odporlcania, kedy pokryvau
prenladéavanie ,do hibky“. Metddy st navrhnuté ako jazykovo nezévislé, po néhrade jazyka
lematizétora a zoznamu stop-slov, mézu byt’ pouzité na iné jazyky. Rovnako je mozné metody
VyuZit' g nainé spravodajské portaly, ked’Ze sa vo v&:Sine pripadov dajednoznatne identifikova
nézov, obsah, pripadne kategoria ¢l anku.
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Content-based News Recommendation

Michad Kompan and MériaBielikova,

Institute of Informatics and Software Engineering, Faculty of Informatics and Information
Technologies, Slovak University of Technology, Ilkovi¢ova 3,
842 16 Bratislava 4, Slovakia

kompanO5@studert.fiit.stuba Sk, bielik@fiit.stuba sk

Abstract. The information overloading is one of the biggest problems
nowadays. We can see it in various domains, including business, especidly in
the news. This is more significant in connection to news portals, where the
quality of the news portal is commonly measured by amount of news added to
the site. Then the most renowned news portals add hundreds of new articles
daily. The classical solution usually used to solve information overloading is a
recommendation. In this paper we present an approach for fast content-based
news recommendation, based on cosine-similarity search.

Keywor ds: news, recommendation, vector representation, user model.

1 Introduction

There are plenty of news portals over the web. Renowned and influential portal
contains hundreds of new articles from whole the world added daily. These articles
cannot be easily accessed. For example users of the biggest Slovak news porta
SME.SK spend daily approximately 16 min 34 sec on the site in usualy two visits per
day®. The amount of words on the websites increased two times since year 2003 and
we can see this effect applied to links, pictures, tables, advertisements etc. More than
60% respondents participating in IDC research said, that they face up the information
overloading in more than half of the time (see Fig. 1).

One of the quality criteria for a good news portal is time spending by reading
considering the amount of useful information acquisition. It is extremely important to
access new information as quick as possible. Importance of fresh news can be easily
seen on various non news portal's, where can be found various shorten top news.

We proposed a method for content-based news recommendation, which uses our
devised effective article representation. This representation isimportant when similar
articles are computed. Finally we use these similar articles to create recommended
content based in implicit user model.

1 Sourcewww. ai nmoni t or. sk —Association of Internet Media
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Fig. 1. Frequency of information overloading [IDC, autumn 2008, U.S., set of 500

respondents].

Our content-based method for recommendation is based on three steps — computing
article similarity, creating a user model and the recommendation based on the first

two steps (see Fig. 2).
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Fig. 2. Proposed news recommendation method.



In the article similarity step it is necessary to preprocess every article to reduce
word space. Then the article is represented in an effective vector representation,
which isused in similarity computation. As aresult of article similarity step we obtain
alist of similar articles for every article in the dataset.

The user model is created based on implicit feedback extracted from server | ogs by
identification of visited and recommended article for unique cookie.

Finally is the recommended content from both similar articles and user model
created. We will give deeply description for every step.

The paper is structured as follows. Section 2 describes state of work in the
recommendation domain. In section 3 we provide overview of proposed vector
structure representation. Section 4 describes our recommendation method. The
evaluation of proposed method is described in section 5.

2 Related work

The recommendation is one of the actual research topics nowadays. There exist two
basic approaches of the recommendation [8]. Traditional collaborative filtering
accounts social element. Users are grouped into clusters based on their preferences,
habits or content ranking. The problem of personalization is reduced to finding similar
users and recommending new items to the users, which were visited and high ranked
by other usersin the same cluster.

Second approach of recommenders is based on the content-based filtering. The
main goa isto identify two similar items-create “ clusters’ of sites instead of users. It
is necessary to map user profiles (user models) to specific site clusters. This type of
filtering is successful in well structured domains like movies, news [9].

These two approaches are widely used and mixed together, which usually brings
better results [7], [2]. For example, we can find similar sites and then estimate user
rank prediction for sites, which were not visited. The main problem in the content-
based filtering is effective and enough expressive representation of items (or articles).
Thisis often done by means of text summarization [3], keywords extraction [5] or by
various categorization modes [5]. These techniques are commonly used in English
based systems and cannot be easily applied on other languages. Keywords extraction
and summarization brings better results as other methods but are more time
consuming. These methods cannot represent non-text documents without
modifi cation.

There are several recommender systems in the news domain. The problem within
this domain which is rather similar to other business domains is extremely large
amount of dynamically changed data. This causes that the recommendation is not
provided directly over the whole data, when content-based recommendation is used
[13], [14]. OTS system [13] use association rules to create “preference table” for
every user. When there are alot of new documents added daily, there is usual to not
compute recommendation lists red-time [14]. Brusilovsky [12] has shown that
explicit filled and open user model in the news domain brings usually worse results.
Some systems have involved user location into recommendation systems, where
recommendation list is created depending on user location [4].



3 Articlesimilarity computation

For fast similarity estimation we propose effective vector article representation. This

representation consists of six basic parts:

- Title. Lemmatized words from article title (aprox. 5 words— 150 000 Sovak article
corpus.) This should be good describing attribute in the most occurrences.

- TF of Title words in the article content. We use term frequency to compute article
relevance. If the article name is abstract and do not correspond to article content,
we can reved this situation. Term frequency is computes as follows:

tfi " (l)

Yk

where tf; is term frequency for term i (term from article title) and n; is number of
occurrences of term i in the document (article content) and ), n, is the sum of
numbers of all terms in document.

- Names and Places. We extract names and places from article content. There exists
several names or places extractor for English language. We use simple approach to
detect these items. As name or place is marked word starting with an upper |etter
and there is no sentence end before (dot, question mark etc.).

- Keywords. We store 10 more relevant keywords. Several news portals define list of
keywords for every article. These keywords are unfortunately on various abstract
levels for various news portds. We introduced our own keywords list based in TF-
IDF computation (150 000 Slovak news articles from news porta SME.SK). We
a so removed any words except nouns and hames.

- Category. Consists of “tree-based” category vector with weights. This vector is
constructed based on specific news porta structure hierarchy (optional). This is
useful, when not enough similar articles are found. The weight for every category
is computed as:

n=1

For i=|Category| downto O do
wei ghti =1/n
n=n*2

end

- CLI. Coleman-Liau Index provides information of understandability of the text.
This vector part is not important for standard similarity computation, but it is
important in the results rearrangement. Our hypothesis is that the user wants to
read articles of one similar level of understanding. This method is able to
distinguish between two articles with smilar title and different content (“Jaguar” —
animd vs. car). CLI can be easily computed based on this formula [6]:

characterS) <sentence3) 158 2

CLI =5.89 x <
words words



When using this article representation, we can store article in the vector no longer
than 30 itemsin most of occurrences. Example of proposed representation is given in
Table 1.

Table 1. The example of vector article representation.

Vector part Weights
Title transplantécia 0.5
tvar 0.5
TF of titlewordsin the content transplantécia_0.0178571428571429
tvér_0.0714285714285714
Category Sme.sk_0.5
PRESS_FOTO_1.0
Keywords klinika_0.0357142857142857

povrch_0.0178571428571429
nos_0.0178571428571429
zub 0.0178571428571429
nerv_0.0178571428571429
svalstvo_0.0178571428571429
pacientka_0.0178571428571429
rozsah 0.0178571428571429
Names/Places Cleveland 1
CLI 0.2543

For the purpose of similarity computation, we use cosine similarity [11], which is
widely used in the information retrieval tasks. Our vector consists of 6 sub-vectors
with weights so there is need to extend standard cosine similarity as:

5”:1 X a;;bj; 3
\/Z;ﬂﬂ Xiso ajzi \/Z;ﬂﬂ Xiso bjzi

similarity =

where mis number of vector parts (6 in our method) and n is number of vector items.

3.1 News Preprocessing

Text pre-processing holds important role in the process of similarity search, because
can significantly reduce word space. This pat of the process is high language
depending. Our experiments are provided in the Slovak language, which is one of the
most complicated languages (declension of nouns, verbs etc.). The architecture of the
system is variable, so pre-processing for Slovak language can be easily replaced by
other languages and their methods (e.g. Porter agorithm?). For the speed of next
computations, plays pre-processing a critical role. There is need to maximum
reduction of article words dimensions.

2 The Porter Stemming Algorithm page maintained by Martin Porter.
www.tartarus org/~marti n/Porter Stemmer
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The first task is to remove stop-words. We used gatic list, which can be replaced
by TF-IDF output [10]. This method can identify commonly repeated words over the
dataset.

As the main part of the pre-processing of Sovak language articles we used
lemmatizing of the text. There is problem with algorithmic solution for this process,
which can be solved by using dictionary of lemmas. The result we received is
lemmatized (basic form) bag of words for every article.

It is necessary to note that we removed any punctuation except sentences ends. We
use dots as a fast name or place indicator — when we check if thereis a dot before an
uppercase letter, and if not, it is probably personal name, or place etc. Name or Place
extractor is one problem in information retrieval and is not main part of this article.

After keywords extraction we do not need whole article content anymore. We can
safdy delete all words except Title words obtained in the article content. Then for
every processed articlewe have thisligt of words:

- Lemmatized article Title

- Lemmatized words from Content (which were included in the Titl€)
- 10 most relevant keywords

- List of Names and Places

Pre-processing methods we described above can significantly reduce number of
words stored for every article up to 80%.

4 Recommendation

The most important part of proposed method is recommendation step (Fig. 3). For
recommendation creation we need two listsas an input. Firstislist of 10 most similar
articles for every article computed as we described above. Second list islist of visited
articles for every user based on cookie. In this list we need to distinguish between
articles visited but not recommended to users and articles visited and recommended
before which can be easily done by extending article URL with special attribute.
Firgly we have to define number of articles to recommend (length of ligt to
recommend). Aswe can seein Fig. 3 lig of articles to recommend consists of two sub-
ligts.
- List of similar articles for visited and not recommended (S)
- Similar articles for visited and before recommended (N-S)

Theratio of thislist is dynamically computed as:

Nr

S = number to recommend N <l - 7)

where Sis number of similar articles for visited and not recommended articles, N is
number of articles to recommend. Nr represents number of visited not recommended
articles during the last session and V is number of visited articles together. For the
proposed method, two sessions are distinguished as 1 hour break between visits.
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Fig. 3. Recommendation method steps.

Recommendation list isthen computed for every part separatey as foll ows:

foreach cooki e do
visited = get visited articles |ist
visitedRec = get visited and recom articles |ist
foreach visited do
i f random\um > 0. 02
listPartl = get first non visited article from conputed
simlarity list
el se
listPartl = get randomnon visited article
end
end

foreach visitedRec do

listPart2 = get first non visited article from conputed
simlarity list

end

list ToRecommend = listPart1[1..N] + +listPart2[1..M
end

When there is not enough user activity (does not mean “cold start”) we use random
article assignment. In this manner we can easily react to user's most recent




preferences. For the list of recommended and visited articles we aso introduced a
coincidence — where user obtains arandom article to the recommendation list.

Fig. 3 presents an example of recommended content creation. We have a list of
user activities where “-0” attribute indicates whether the article was or was not
recommended. Based on this we obtain list of visited articles and list of visited and
before recommended articles. Then when we want to recommend 4 articles (N=4), we
will obtain ratio 3:1 for sub-lists (similar articles for visited and recommended,
similar articles for visited and not recommended before).

As we can see in our example, we have 4 visited and recommended articles
B, C, E, F. We have found not visited article from the list of similar articles for every
of these 4 articles. There isonly one non visited similar article L for article B. Thisis
repeated until the “before recommended” list is full. In the case when there do not
exist non visited article in the similar list (article C), we skip this article, because the
user saw al relevant articles for this“topic” already.

In our example there are 2 non recommended but visited articles, but there are no
non visited articles for A — method will skip this article and will recommend first non
visited for article D. In this manner we obtain afull list of 4 articles to recommend.

Dynamical computation of the ratio between sublist allows us to adapt for actual
user activity and preferences. If the user does not like recommended articles and he
uses other portal navigation, the size of first sub-list is decreasing while second part
will increase respectively.

Our method stores “article age” for every recommended article. This number
represents how long have been article recommended. If user does not visit this article
for a defined time (number of recommendations) is this article deleted from the
recommendation list as not interesting.

User activity list consists of pair cookie — visited article. We use implicit user
model representation, where there no need to involve users into various forms
completing or need of logging etc.

5 Experimental results

Proposed method was implemented within news recommendation system within the
research project SME-FIIT [1].We evauated the similarity computation over 10 000
articles from the Slovak news portal SME.SK, which is equivaent to one week time
period. For this window we are able to estimate the similarity in 2-3 seconds
(2,6 MHz Pentium, 4Gb RAM). The preprocessing takes approximately 20 seconds
for the whole dataset. Then for the new article, when preprocessing is necessary, the
whole computation process takes approximately 22s. When we need only re-estimate
similarity with changed vectors parts weights is this process redly fast as we
mentioned above.

The accuracy of the similarity computation method was computed based on two
datasets. The first one consists of 1 000 articles from news portal SME.SK. Every
article from the dataset has assigned at least one similar article. These similar articles
were obtained from the news portal, where there are mostly one or two similar articles
guoted in the article footer. These similar articles are obviousdy chosen by the article
author, which does not mean that there are not more similar articles.



The second dataset was the manually annotated dataset, which consist of 100
artides in 5 levels of similarity, so we obtained 10 000 article pairs with smilarity
level. Our method computed the list of similar articles for every article in the dataset.
We compared these datasets to our method — the ligt of similar articles computed by
our method and the list of similar obtained from one of two datasets with respect to
order (more similar articles first). We calculated precision and recall and F-Score for
every dataset and the method. Results were compared to standard text mining method
TF-IDF as shown of Table 2.

Table2. Similarity computation evaluation.

Dataset SME.SK Manually annotated

Method Our method TFIDF Our method TFIDF
Precision 0.165 0.091 0.700 0.511
Recall 0.202 0.117 0.816 0.587
F-score 0.182 0.102 0.753 0.546

The dataset SME.SK is crested based on “similar article’ data (none, one or two) in
the articles footers. These similarities are assigned by article’s authors intuitively and
often this choice does not mean not the only possibility but also one of the best
matching articles. This is reflected in the results as we obtained only 0.182 F-score.
Providing manua check we found out that our method in most cases founded more
similar (and relevant) articles as the authors assigned. This indicates that manual
similarity articleslist creation by the article authors can be improved by our method.

We aso computed standard deviation based on similarity levels. We mapped
cosine similarity range <0, 1> to five similarity levels used in our manually annotated
dataset. The biggest standard deviation was 1.21 “smilarity levd”, which is an
acceptablerate in the field of news recommendation.

6 Conclusion

In this paper we provided overview of short and high representative article vectors,
which can be used for similarity search and real content-based recommendation in
large and dynamically changing datasets and domains. A key future of this method is
short article representing vector. Based on these vectors can be computed similarity
between articles (text or non-text content) in afast way. Every article vector consists
of 6 sub-vectors based on article part used for their construction. Every part has its
own weight, which can be dynamically changed to rearrange similar articles list to
enable fast personalization.

The weight was found using evolution a gorithms for every vector part, to obtain
the best result. As an example, using proposed representation brings 4 times better
precision than using only article title, and at least 1.4 time better results as using only
keywords. The category part improves precision only 1.15 time, but on the other hand
it can be useful when“no similar” articleisin the dataset.

Based on this computed similarity further recommendation is created. User
preferences are collected implicitly via server’s logs. A recommended list consigts of



two sub ligts, where the first one represents similar articles to the visited and aready
recommended. The second sublist is based on similar articles for visited but not
recommended before. In this way we can easily adapt to user preferences. The ratio
between these two sub-ligtsis dynamically computed.

Proposed vector representation is a promising method for the fast news similarity
computation to allow rea time recommendation. We plan to make improvements on
the precision and the recall, for example by using more sophisticated keywords
extraction methods etc. and evaluate whole recommendation method by its
i mplementation to existing news portal .
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Abstract. Nowadays we face up enormous informational overloading. The
amount of information obtained in the weekend edition of a newspaper is
similar to the amount which gained common man before hundred years for his
whole life. Effective search should be scalable thus requires effective and
accurate analysis of the content. We present a method for similarity search in
highly changing domain as news articles are. It is based on proposed effective
representation of the article vector to alow real time computations over the
dataset. In this paper we present also an overview of data extraction and vector
construction method, similarity computation. This representation and similarity
search is used in described content-based recommendation method.

Keywords: content-based recommendation, similarity search, vector
representation

1 Introduction

The data amount on the web is serious problem for the common user. The existence
of information is not so relevant, when there is no one who can access or find this
information in acceptable time. One of the most relevant sources of information over
the web is presented by news portals (nytimes.com, reuters.com, etc.). Most users
prefer large renowned news metaportals. They include thousands of daily added news
from the whole world and there is no chance to access them in a fast and comfortable
way for every user. The only way to help the user is to personalize large amount of
information and reduce it to an acceptable amount. There are severa personalization
systems in this domain nowadays [22], [20].

The main problem in the content-based personaization is effective and enough
expressive representation of items (or articles). This is often done by means of text
summarization [4] or keywords extraction [9]. These techniques are commonly used
in English based systems and cannot be easily applied to other languages. Keywords
extraction and summarization brings better results as the other methods but are more
time consuming. These methods cannot represent non-text documents without
modifi cation.
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Our method for similarity computation compresses article information value to
short vectors, which are used for fast similarity computation over the specific articles
time-window. This vector represents article in an effective way, so thereis no need to
store whole articles. Proposed method expects pre-processed article as an input and
produces vector representation usually no longer than 30 words. Then these vectors
can be easily used for similarity computations or we can use them in specia structures
for recommendation e.g. binary trees [24].

Fast similarity estimation plays the critical role in the high changing domains as
news portals are. It is necessary to process new article as fast as possible and start to
this article recommendation, because of the high information va ue degradation.

The paper is structured as follows. Section

2 Redated work

There is lot of research in the field of text similarity. Most of method are used or
developed for the plagiarism detection (MOSS, Ferret, Glatt etc.). Basicaly there are
two types of the word similarity algorithms. statistical measure based on corpus and
semantic distance based on hierarchical organization [18]. This can be extended by
paraphrases identification, mainly for English language (MNLPG — Microsoft Natural
Language Processing Group: Automatic Paraphrase identification) or by vector
approximation [17] etc. Standard methods and their extensions are widely used like n-
grams, longest common subsegquence, measuring shared syntax or text “fingerprints’
101, [23].

[ ]A[Io% of systems used semantic nearness of documents [12], often based on
WordNet dictionary [19], what is a significant problem when non English content is
processed and fast computation is needed.

The text similarity focused on the news article is not so developed area. There are
various projectsin the field of text summarization [5] or news classification [15], |atent
semantic analysis or SOM [19] etc. Vector representation for text is a widely used
representation for various techniques or systems[8], whereitisnot used in hierarchical
or weighting purpose.

The similarity definition in recommendation systems is difficult task. We can
define similarity based on news content (like plagiarism task), or based on “topic” or
“affair". This is extremely important when recommendation list is created [25]. Our
method respects every of these types. We can easily redefine our similarity with
simple changing the weights for vectors parts and adjust it for various recommender
methods.

Because of information overloading the recommendation is one of the actual
research topics nowadays. We can find two basic concepts which are often mixed
together to bring better results [2], [11]. Collaborative personalization accounts socia
element, where users are grouped into clusters, based on their activity (preferences,
habits, etc.). Then we recommend items (e.g. hews) which were read by other users
from the cluster.

The main goal of content-based based personalization is to identify similar items —
create “clusters’ of items instead of users. Then we map user profiles to these
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clusters. This type of recommendation is successful in well structured domains like
movies, news etc. [14]. One of the problems in content-based personaization is
effective and enough expressive items' representation.

There are severa content-based news or articles recommendation systems. OTS
[21] provides content-based and collaborative personalization based on association
rules and users interest table. System works off-line because of large data amount.
Users choose interesting articles and based on user profiles, recommended articles are
found.

PURE [22] is designed to recommend medicine articles. There are aprox. 1000
new articles added daily. The user have to create own profile by defining interesting
articles. Then system recommend new articles based on classification and EM
algorithm, one time per day.

NewsMe [20] is adaptive recommendation system based on open user model.
System monitors 81 RSS channels from 21 sources. The core of recommendation
method represents Nearest Neighbor agorithm. Brusilovsky [20] has shown that
explicit filled and open user model in the news domain brings usually worse results.
Some systems have involved user location into recommendation systems, where
recommendation list is created depending on user location [7].

3 Similarity search

The similarity search is one of the most important tasks in the content-based
recommendation process. There are 3 basic steps necessary for similarity
computation:

— Data preprocessing

— Representative vector construction

— Similarity estimation

3.1 Representative article vector construction

The main goa for fast similarity estimation is compact and high precision article
vector representation. We propose a vector, which consists of 6 basic parts described
in Table 1. We give short description for every part.

Table 1. Article Vector Representation

Names/

Places CLI

Title | TF of Titlewordsin the content | Keywords | Category

Title

Article vector comprises lemmatized words from article title It consists of
approxi mately 5 words (150 000 Slovak article dataset). We suggest that article title
should be in most occurrences good describing attribute.



TF of titlewordsin the content

We used TF — term frequency to estimate the article name confidence. If the article
name is abstract and do not correspond to article content, we can easily discover this
situation. Term frequency is computed as:

— M
0= S

where tf; is term frequency for term i (term from article title) and n; is number of
occurrences of term i in the document (article content) and ., n, is the sum of

numbers of all termsin document.

Keywords

The keywords part consists of 10 most rel evant keywords. Many news portals store
a list of keywords for every article. These are unfortunately usudly a different
abstraction level over various portals. This disadvantage can be solved by introducing
own keywords list, which can be obtained using TF-IDF list calculated over the
dataset (100 000 Slovak news articles from news portal SME.SK). We can reduce
height dimension by removing any words except nouns and names.

Category

We include “tree-based” category vector with weights. This vector is constructed
based on the portal specific category hierarchy (optional). The category is important
for the similarity search, when articles from one category are marked as more similar.
The weight for every category is estimated as:

n=1

For i=|Category| downto O do
wei ght=1/n
n=n*2

end

For example, we have 3 artidles A, B, C and 4 categories C1, C2, C3, and C4,
where the article A and B are stored in categories C1, C2, C3 and the article C in
categories C1, C2, C4. Then the vector for every article is represented in Table 2 and
Fig. 1. Aswe can see, articles A and B would be more similar then the article C.

Table 2. Article Category V ector Representation

C1 c2 C3 c4
A 1/4 12 1
B 14 1/2 1
C 1/4 12 - 1




Similarity Search and Personalized Recommendation in Dynamic Domains 5

c1

c2:

Dﬁ%mum

Fig. 1. Tree based article category organization.

Names/Places

We include names and places extracted from the article content. We purpose simply
method for the name or place extraction. During the preprocessing process our method
does not remove dots or uppercase letters. Then we can find names or places as the
word starting with an upper letter and there is no dot before in the text stream. There
are various name extractor systems for English language [6].

CLI

Coeman-Liau readability index (CLI) [3] provides information of the
understandability of the text. This vector part is not important for standard similarity
computation, but it is important in the results rearrangement. Our hypothesis is that
the user wants to read articles of one similar level of understanding. This method is
able to distinguish between two articles with similar title and different content
(“Jaguar” —animal vs. car). CLI can be easily computed based on this formula:

characters sentences
CLI = 5.89 % <—) —29.5x% <—) — 1538
words words

Using proposed article representation, we can easily represent each article with
length of vector no more as 30 items in most occurrences. Table 3 shows an example
of the article represented in the propaosed vector representation.

3.2  Similarity computation

For the similarity calculation we propose the cosine similarity [16] and Jaccard index
computation, which is widely used in information retrieval tasks. The similarity of
two articles A,B is computed as:

cosine similarity = A-B__ X, ab;
YT TANBN - J3T. o 3 2

|A N B|
|Au B|

Jaccard index =



Table 3. The example vector represertation of an article.

Vector part Weights

Title transplantécia 0.5
tvar_0.5

TF of titlewordsin the content transpl antécia_0.0178571428571429
tvar_0.0714285714285714

Category Sme.sk_0.5
PRESS FOTO 1.0

Keywords klinika_0.0357142857142857

povrch_0.0178571428571429
nos_0.0178571428571429
zub_0.0178571428571429
nerv_0.0178571428571429
svalstvo_0.0178571428571429
pacientka 0.0178571428571429
rozsah_0.0178571428571429
Names/Places Cleveland 1

CLI 0.2543

Then, if the article vector length is approximately 30 items and the second article has
the length 30, we make 60 comparisons in the worst case. Our method considers
weight for every vector part, so there is a need to extend standard similarity
computation:

121 1 jl jl

Zjnlzl 0 jl\/zjnlzl 0 jl

cosine similarity =

|4; n B;|

Jaccard index = Z w; 14, UB,
where mis number of vector parts (6 in our method) and n is number of vector items.

Every part of the article vector has its own globa weight. By changing this weight
we can adjugt calculated similarity and its precision. When we can calculae article
similarity in a fast way, we can dynamicaly change these weights to obtain new
results. For example if user reads al proposed similar articles, we can change the
category part weight to zero and recalculate the similarity. As a result we obtain new
set of similar articles from different categories. Fast similarity calculation is the
advantage when new articles came too. We can find similar articles and start to
recommend this new artide in less than 2 seconds for cosine similarity and in led than
1 second for Jaccard index (window of 10 000 articles).
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4  Recommendation

Theinput for recommendation method represents two lists:

— List of similar articles (obtained with described similarity search)
— User activity (time ordered)

We need dearly to identify users and articles they read. There is need to distinguish
between before not recommended and recommended articles.

The first step of proposed recommendation method is to define number of articles
to recommend (N). Based on thisislist of recommended articles constructed from two
sub lists:

— List of similar articles for before recommended and visited (S
— List of similar articles for before not recommended and visited (N-S)
Theratio of these listsis dynamically computed as:

_ Nr
S=N (l V)
where N is number of articles to recommend, Nr represents not recommended but
visited articles and V is number of visited articles together.
The second step represents the core of the recommendation method. During this
step both sub lists are constructed:

foreach user activity log do
visited = get visited articles Ilist
visitedRec = get visited and reconommended articles |ist

foreach visited do
i f randomNum > probability
listPartl = get first non visited article from conput ed
simlarity |list
el se
listPartl = get randomnon visited article
end
end

foreach visitedRec do

listPart2 = get first non visited article from conputed
simlarity list

end

i st ToRecomrend = listPart1[1..N] + listPart2[1..M
end

When thereis not enough user activity (does not mean “cold start”) we use random
article assignment. In this manner we can easily react to user’s maost recent



preferences. For the list of recommended and visited articles we aso introduced a
coincidence — where user obtains arandom article to the recommendation list.

Fig. 2 presents an example of recommended content creation. We have a list of
user activities where “-0” attribute indicates whether the article was or was not
recommended. Based on this we obtain list of visited articles and list of visited and
before recommended articles. Then when we want to recommend 4 articles (N=4), we
will obtain ratio 3:1 for sub-lists (similar articles for visited and recommended,
similar articles for visited and not recommended before).

Article list

2. Similar articles for
recommended and
visited before

S A\ J

~

L Similar articles for visied . .
User activity and not recommended Similar articles
N before A-B,C E
1A ) B-ACF, L
2.B-o \\ ’/ 8-53'@
3.C-o0 _ _ Y
4D N=4, S=3 E-C B M
5.E-o - N F-G,I
6.F-o Article list to recommend G115 |
H-I,G,F
I-H,F, G

WN =
O

(o)

AN J
Fig. 2. Computation steps of proposed content-based recommendation method.

As we can see in our example, we have 4 visited and recommended articles
B, C, E, F. We have found not visited article from the list of similar articles for every
of these 4 articles. There isonly one non visited similar article L for article B. Thisis
repeated until the “before recommended” list is full. In the case when there do not
exist non visited article in the similar ligt (article C), we skip this article, because the
user saw all relevant articlesfor this“topic” already.

In our example there are 2 non recommended but visited articles, but there are no
non visited articles for A — method will skip this article and will recommend first non
visited for article D. In this manner we obtain afull list of 4 articlesto recommend.
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Dynamica computation of the ratio between sub list allows us to adapt for actual
user activity and preferences. If the user does not like recommended articles and he
uses other portal navigation, the size of first sub-list is decreasing while second part
will increase respectively.

Our method doesn’t need to stores “article age” for every recommended article.
This number represents how long have been article recommended. If user does not
vigit this article for a defined time (humber of recommendations) is this article
automaticdly deleted from the recommendation list as not interesting.

User activity list consists of pair user identification — visited article. We use
implicit user model representation, where there no need to involve users into various
forms completing or need of logging etc.

5 Evaluation

Proposed methods were i mplemented within news recommendation system in project
SMEFIIT [1]. We evauated the similarity computation over 10 000 articles from the
news portal SME.SK. For this window we are able to estimate the similarity in 0.8-
1.5 seconds (2,6MHz Pentium, 4Gb RAM). The preprocessing takes approxi mately
10 minutes for the whole dataset. Then for the new article, when preprocessing is
necessary, the whole computation process takes approximately 1-2 s.

5.1 Data preprocessing

Text pre-processing holds important rolein the process of similarity search, because it
can significantly reduce word space. This pat of the process is high language
depending. Our experiments are provided in the Slovak language, which is one of the
most complicated languages (declension of nouns, verbs etc.). The architecture of the
system is variable, so pre-processing for Slovak language can be easily replaced by
other languages and their methods (e.g. Porter algorithm ). For the speed of next
computations, plays pre-processing a critical role. There is need to maximum
reduction of article words dimensions.

The firgt task is to remove stop-words. We used static list, which can be replaced
by TF-IDF output [16]. This method can identify commonly repeated words over the
dataset.

As the main part of the pre-processing of Slovak language articles we used
lemmatizing of the text. There is problem with agorithmic solution for this process,
which can be solved by using dictionary of lemmas. The result we received is
lemmatized (basic form) bag of words for every article.

It is necessary to note that we removed any punctuation except sentences ends. We
use dots as a fast name or place indicator — when we check if there is a dot before an
uppercase letter, and if not, it is probably persona name, or place etc. Name or Place
extractor is one problem in information retrieval and is not main part of thisarticle.
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After keywords extraction we do not need whole article content anymore. We can
safely delete all words except Title words obtained in the article content. Then for
every processed article we have thislist of words:

— Lemmatized article Title

— Lemmatized words from Content (which were included in the Title)
— 10 most relevant keywords

— List of Names and Places

Pre-processing methods we described above can significantly reduce number of
words stored for every article up to 80%

5.2  Experimental results

The accuracy of our method was computed based on two datasets. The first one
consists of 1 000 articles from news portal SME.SK. Every article from dataset has
assigned at least one similar article. These similar articles were obtained from the
portal, where there are usud two similar articles quoted in the article footer. These
similar articles are chosen by the article author and this does not mean that there do
not exist more similar articles.

The second dataset was manually annotated dataset, which consist of 100 articles
marked in 5 levels of similarity, so we obtain 10 000 article pairs with similarity level.
Our method computed list of similar articles for every article in the dataset. We
compared these datasets to our method — list of similar articles computed by our
method and list of similar articles obtained from one of two datasets. We calculated
precision and recall and F-Score for every dataset and the method. Results were
compared to standard text mining method TF-IDF as shown of Table 4.

Table 4. The Smilarity Evaluation

Dataset SME.SK M anually annotated dataset
M ethod Proposed method | TF-IDF Proposed method TF-IDF
Cosine similarity | Jaccard index
Precision 0.165 0.091 0.700 0.843 0.511
Recall 0.202 0.117 0.816 0.818 0.587
F-Measure 0.182 0.102 0.753 0.870 0.546

Aswe can seethereit is huge increase of precision and recall using proposed method,
while computation process of our method was 2.46 times faster (cosine similarity) as
when using TF-IDF method and 2 time faster (Jaccard index) as when using cosine
similarity. Small score on the real “similar” dataset obtained directly SME.SK can be
explained by not accurate and compl ete information on the websites. An author of a
new article chooses none, one or two similar articles intuitively nowadays, and our
method found probably more similar articles.

For the manually annotated dataset, we computed precision and recall with respect
to the order of similar articles.
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We aso computed standard deviation based on similarity levels. We mapped
computed similarity to five similarity levels used in our manually annotated dataset.
The biggest standard deviation was 1.21 “similarity level”, which is an acceptable rate
in the field of news recommendation.

The verification of the recommendaion method is based on synthetic tests
(Table5). The dataset — 3 days of user activity logs (05.03.2010 - 08.03.2010) from
news portal SME.SK was divided into train and test period. We create
recommendation list based on train period, then was the recommendation compared to
real user activity from test period. This comparison was done for combination of
section and category (Table 5 - Categories) and for articlestoo (Table 5 - Articles).

Table5. Experimental results — synthetic tests.

Train Test Precision Recall F1-Measure

period [h] | period[h] | Cos. | Jacc. | Cos | Jacc. | Cos. | Jacc.

9 63 43.23 | 64.05 ] 50.28 | 36.27 | 46.49 | 46.31

Categories 24 48 40.26 | 63.26 | 50.94 | 37.44 | 44.97 | 47.04
33 39 39.73 | 62.12 | 51.36 | 39.92 | 44.80 | 48.63

48 24 38.02 | 59.91 | 59.95 | 40.23 | 46.53 | 48.14

9 63 143 | 183 ) 084 | 077 | 106 | 1.08

Articles 24 48 076 | 181 | 047 | 080 | 058 | 111
33 39 067 | 168 | 049 | 08 | 057 | 113

48 24 0.5 153 | 064 | 1.34 | 056 | 1.43

In our experiments brings cosine similarity better recall as Jaccard index, but in the
other hand the precision was worse as Jaccard index. When we compare F1-Measure,
Jaccard index bring better results for al test periods. When comparing articles, we can
see very low score for every metrics. This we can explain by user stereotypes on news
portal SME.SK. Nowadays on the title page there are list of most visited articles for
varioustime periods. Most of usersthen visit these most visited articles.

Fig. 3. describes results of synthetic tests for proposed method in various test
periods. As we can see precision of the proposed method increases over the time,
because there are more articles visited by the users over the time period. This is the
reason why recall decreases respectively.

We compared proposed method with TRecom [23] method (Table 6.). This method
uses binary tree representation to allow content-based recommendation. Our method
obtained better results for longer test periods (F-Measure), while we obtain better
precision score for every period.

Table 6. Comparison of proposed method and TRecom method [23].

Test period 1 hour | 4 hours | 10 hours | 24 hours | 48 hours
TRecom Precision 40 49 56 58 59
Recall 71 60 44 32 25
F1-Mesure 51 54 49 41 35
Proposed method Precision 47 56 58 60 63
Recall 56 52 45 40 37
F1-Measure 51 54 51 48 47
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Fig. 3. Synthetic test — Precision, Recall, F-measure.

Weights of sub vectors for the similarity search were obtained based on evolutionary
algorithm, where the fitness function was represented by F-Measure.

6 Concluson

In this paper we provided overview of short and high representative article vectors,
which can be used for similarity search and real content-based recommendation in
large and dynamically changing datasets and domains. A key future of this method is
short article representing vector. Based on these vectors can be computed similarity
between articles (text or non-text content) in afast way. Every article vector consists of
6 sub-vectors based on article part used for their construction. Every part has its own
weight, which can be dynamically changed to rearrange similar articles list to enable
fast personalization.

The weight was found using evolutionary agorithms for every vector part, to
obtain the best result. As an example, using proposed representation brings 4 times
better precision than using only articletitle, and at least 1.4 time better results asusing
only keywords. The category part improves precision only 1.15 time, but on the other
hand it can be useful when “no smilar” articleisin the dataset.

Based on this computed similarity further recommendation is created. User
preferences are collected implicitly via server’s logs. A recommended list consigts of
two sub ligts, where the first one represents smilar articles to the visited and aready
recommended. The second sub list is based on similar articles for visited but not
recommended before. In this way we can easily adapt to user preferences. The ratio
between these two sub-listsis dynamically computed.
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We plan to make improvements on the precision and the recal, for example by
using more sophisticated keywords extraction methods etc. Proposed vector
representation is a promi sing method for the fast news similarity computation to allow
real time recommendation.
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PRiILOHA C - UKAZKA VZOROVYCH DAT
SME.SK

Vzoroveé data z portalu SME.SK

Cast’ zdrojového kédu HTML

<div id="contenth" class="art">

<div class="options"><a

href ="http://ww. sne. sk/ di skusi e/ reacti on_show. php?i d extern_t hene=4832496&extern_type=sne
-clanok"><inmg src="/storm i ngs/tool bar/ konment.gif" alt="diskutujte" border="0"

| ><span>di skut uj t e</ span></ a> <a href="/cl anok_t| ac. asp?cl =4832496" ><i ngy
src="/stornlings/tool bar/tlac.gif" alt="vytlac&i t" border="0" /><span>VYTLACI T</ span></ a>
<a href="#" onclick="send_err_info('art', 4832496);"><ing

src="/storm ings/tool bar/chyba. gif" alt="Upozornite na chybu" border="0"

| ><span>UPOZORNI TE NA CHYBU</ span></a> <span cl ass="shar espan">Poslite: </span>

<a href="/cl anok _tool .asp?t =odp&cl =4832496" cl ass="sharel i nk"><i ng

src="/stormings/tool bar/email.gif" title="poSlite e-mailont' border="0" /><span>E-

MAI LOWK/ span></ a> <a

href ="javascript:location. href="http://ww.facebook. conm share. php?u=' +encodeURI Conponent (|
ocation.href);" onclick="return art_poslite_click('fb' )" class="sharelink"><inyg
src="/stormings/tool bar/fb.gif" border="0" title="pridat na facebook" ><span>na

f acebook</ span></ a>

<a

href ="javascript:location. href="http://vybrali.sne.sk/sub.php?url =" +encodeURI Conponent (| oc
ation. href);" class="sharelink" onclick="return art_poslite_click('vbsnme');"><ing
src="/storm ings/tool bar/doasdf _c.gif" title="pridat na vybrali.snme.sk" border="0"

| ><span>VYBRALI . SME</ span></a> | <a href="#" class="sharelink"

onnmouseover ="sharel i nkOver ()" onmouseout ="shar el i nkQut ()" ><span>dal §i e</ span><i ng
src="/stormings/tool bar/share_arrow. gi f" alt="+" border="0"></a>

<div class="share_nore" id="share_nore" onnmouseover ="sharenoreQver();"

onnouseout =" shar enoreQut () ;">

<ul >

<li><a href="http://delicious.conm save" onclick="return art_poslite_click('del")"

cl ass="sharelink"><ing src="/stormings/tool bar/delicious.gif" title="pridat na delicious"
border =" 0" ><span>del i ci ous. conx/ span></ a></1i >

<li><a href="http://ww.googl e. com’ bookmar ks" onclick="return art_poslite_click('g"')"

cl ass="sharelink"><ing src="/storm ings/tool bar/google.gif" title="pridat na google"
border =" 0" ><span>Googl e Bookmar ks</ span></a></1i>

<li><a href="http://ww. nyspace. com Mbdul es/ Post To/ Pages/" onclick="return
art_poslite_click('myspc')" class="sharelink"><ing src="/stornmings/tool bar/nyspc.gif"
title="pridat na nyspace" border="0"><span>MySpace</span></a></li>

<li><a href="http://ww.twitter.com hone?status=" onclick="return
art_poslite_click('twit')" class="sharelink"><ing src="/stornmings/toolbar/twit.gif"
title="pridat na twitter" border="0"><span>Twi tter</span></a></li>

</ ul >

</div>

</div>

<h1>Tr anspl ant &ci a tvare</ hil>

</div>

<div class="articlec col">

<div id="itext_content">

<div class="cl-fotorub">

<p><ing alt="transpl antaci a-tvare_reuters.jpg"

src="http://i.sne.sk/cdatal 6/ 48/ 4832496/ transpl antaci a-tvare _reuters.jpg" /></p>

<p>Kol &z fotografii Connie Cul povej, ktora prezila vystrel do tvare. V C evel andskej
klinike jej timlekarov v decenbri 2008 pocas 22-hodinovej operécie transplantoval 80%
tvare. Vcera klinika zverejnila vysledok operécii po zahojeni (vpravo).</p>

<p>Lek&rom sa podaril o zrekonStruovat nielen povrch tvare, ale aj jej funkené casti: nos,
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http://www.sme.sk/diskusie/reaction_show.php?id_extern_theme=4832496&extern_type=sme
http://www.facebook.com/share.php?u
http://vybrali.sme.sk/sub.php?url
http://delicious.com/save
http://www.google.com/bookmarks
http://www.myspace.com/Modules/PostTo/Pages/
http://www.twitter.com/home?status
http://i.sme.sk/cdata/6/48/4832496/transplantacia-tvare_reuters.jpg

hornd sénku, zuby, nervy a svalstvo. Donorkou bol a paci entka s npzgovou snrtou. lde o prvu
oper &ci u takéhoto rozsahu na svete a o Stvrty pripad UspeSnej transpl antéacie
tvare. </ p></div>

</ div>
<!-- eTarget ContextAd End -->

<p class="autor_line"><b>8tvrtok 7. 5. 2009 9:00</b> | Reuters - develand dinic, trn<br
/ ><span cl ass="copyr"><a href="#" onClick="st_openWndow('/footer/",
'PetitPress','w dt h=650, hei ght =550'); return fal se;">&copy 2009 Petit Press. Autorské
prava su vyhradené a vykonava ich vydavatel. Spravodajska |icencia

vyhr adena. </ a></ span></ p>

XML prejeden danok

<cl anok>

<i d>4832496</i d>

=<l i nk>
http://s.sne.sk/r-odp/ 0/ 4832496/ ww. snme. sk/ transpl antaci a-tvare. htn
</1ink>

—<cl anok_l i nk>

http://ww. sne. sk/ c/ 4832496/ transpl ant aci a-tvare. ht ni

</ cl anok_I i nk>

<sekci a>SME Onl i ne</ sekci a>

<rubri ka>PRESS FOTO</r ubrika>

<nadpi s>Tr anspl ant &ci a t var e</ nadpi s>

<dat un»7. 5. 2009 9: 00: 00</ dat unw

—-<per ex>

<img align="left" src="http://i.snme.sk/cdatal/6/48/4832496/tn _transpl antaci a-
tvare_reu.jpg">

Kol 4z fotografii Conni e Cul povej, ktora prezila vystrel do tvare. V Cevel andskej klinike
jej timlekarov v decenbri 2008 pocas 22-hodi novej operécie transplantoval a 80% tvéare

</ per ex>

—<cl anok>

<p><ing alt="transpl antacia-tvare_reuters.jpg"
src="http://i.sne.sk/cdatal6/48/ 4832496/ transpl antaci a-tvare _reuters.jpg" /></p>
<p>Kol &z fotografii Connie Cul povej, ktord prezila vystrel do tvare. V C evel andskej
kl'inike jej timlekarov v decenbri 2008 pocas 22-hodi novej operé&cie transplantoval 80%
tvare. Veera klinika zverejnila vysledok operécii po zahojeni (vpravo).</p>
<p>Lekarom sa podarilo zrekonStruovat nielen povrch tvare, ale aj jej funkené casti: nos
hornaG sénku, zuby, nervy a svalstvo. Donorkou bol a paci entka s npzgovou snrtou. lde o prvu
oper &ci u takéhoto rozsahu na svete a o Stvrty pripad UspeSnej transplantacie tvare. </ p>
</ cl anok>

<aut or>Reuters - Cleveland Clinic, trn</autor>

</ cl anok>

Predspracovany ¢lanok

Nadpis transplantécia tvar

Obsah kol &z fotografia Connie Culpove prezit’ vystrd tvare. Cleve andske klinikatim
leké&r december 2008 pocas 22 hodinovy operédcia transplantovat’ 80 tvare. veéera
klinika zverginit’ vysledok operéacia zahojeni vpravo .Lekaro. podarit’ zrekonstruovat’
nielen povrch tvér funkeny ¢ast’ nos horny sénka zub nerv svalstvo. Donorkou
paci entka mozgovy smrt’ou. ist’ prvy operaciatakyto rozsah svet Stvrty pripad
Uspesny transplantacia tvéare.

Kategoria Sme.sk;PRESS FOTO;



http://s.sme.sk/r-odp/0/4832496/www.sme.sk/transplantacia-tvare.html
http://www.sme.sk/c/4832496/transplantacia-tvare.html
http://i.sme.sk/cdata/6/48/4832496/tn_transplantacia
http://i.sme.sk/cdata/6/48/4832496/transplantacia-tvare_reuters.jpg

UkaZka reprezentécie daného ¢lanku navrhnutou metdédou

Cast’ vektora

Obsah ¢asti (vahy)

Nadpis

transplantacia_0.5
tva_0.5

TF slov z nadpisu v tele ¢lanku

transplantécia 0.0178571428571429
tvér_0.0714285714285714

Kategoria Sme.sk_0.5
PRESS FOTO_1.0
Kracové slova klinika_0.0357142857142857

povrch_0.0178571428571429
nos_0.0178571428571429
zub_0.0178571428571429
nerv_0.0178571428571429
svalstvo_0.0178571428571429
pacientka_0.0178571428571429
rozsah_0.0178571428571429

Index ¢itatel'nosti CLI

0.2543

85







PRILOHA D — EXPERIMENT REUTERS

Pre ciastkové overenie metddy hradania podobnych ¢lankov sme sa rozhodli vyuzit déta
poskytované prostrednictvom APl (Application programming interface) na stranke
http://prototype.nytimes.com. Stranka umoziauje vytvorit s vlastny dopyt prostrednictvom
grafického rozhrania, ktory méze byt exportovany do niekorkych forméov (JSON, XML a pod.).

Pre ziskanie datovej vzorky sme postupne prostrednictvom tohto rozhrania stiahli 100 ¢lankov
pre 10 kategorii:

Breaking City News
Editors Choice
Health
Environment
Lifestyle

Science

Sport

Tech

TopNews
WorldNews

Priklad takto stiahnutého ¢lanku vo formate JSON sa nachédza v prilohe B. Samotné datova
vzorkaje k dispozicii na prilozenom d&ovom meédiu v ¢asti D&a

Nasledne sme prostrednictvom nami navrhnutgy metédy vypogitali podobnost medzi tymito
¢lankami aku kazdému ¢lénku si uchovali 5 ngjpodobneSich ¢lankov. Ako referenéndi mnozinu
sme pouzili vysledky metddy, ktora vypocitala podobné ¢lanky na zéklade krGcovych slov
priradenych jednotlivym ¢lankom. Téo podobnost’ bola jednoducho vypocitand kosinusovou
podobnaost’ou.

UZ pri vypocte tejto podobnosti sme si vaimli, Ze kI'i¢ové slova priradené jednotlivym
¢lankom nie sii pravdepodobne dostatocne konkrétne ("Online Report text item", "Canada’,
"Central Banks', "Private/Government Aid", "Western Europe”, apod.), ¢o sa preavilo g vo
vysledkoch experimentu.

Da&m krokom bolo porovnanie tychto dvoch metdd, ktoré prebehlo ako percentudne
vyjadrenie Uspesnosti (kol'ko podobnych ¢lankov sa zhoduje v mnoZine 5 vypogéitanych ¢lankov
pre obe metddy).

Ako sme predpokladali, vysledok experimentu nebol uspokojivy, nakolko nasa metdda nasla
podobné ¢lanky voci metdde s porovnanim kricovych slov len v 32% pripadov. VyuZitie tejto
vzorky sa ukézao ako nevhodné pre naSe potreby, nakolko sa zameriavame na SpecifickejSiu
podobnost’, ako len tematickd, pri ktorgj by bolo vyuzitie tgto détove vzorky vhodné.
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Vzoroveé data portdl REUTERS.COM

Forméat JSON

{
"title": "Market Chatter -- Corporate finance press digest",
"link": "http://ww.reuters.conm article/allBreaki ngNews/i dUKBNG1287620091112",
"guid': "UKBNG21287620091112",

"category": "all Breaki ngNews",
“publ i shed": "2009-11-12T04: 33: 322",
"description": " BANGALORE, Nov 12 (Reuters) - The follow ng corporate\nfinance-

related stories were reported by nedia on Thursday:",
"keywords": [

"United States of Anerica"
,"Uni ted Kingdont
,"Western Europe"
, " Eur ope"
,"Mergers and Acquisitions (including Changes of Oanership)"
,"Private equity funds"
,"Banks (industry group)"
, " Fi nanci al s"
,"Business activities"
,"Contract between 2 or nore corporate entities"
,"Fund managenent and asset allocation"
,"Financi al services - diversified"
,"Marine port services"

,"Utilities”
,"Australia"
,"Asi a"

,"Conpany News itent
,"Econoni ¢ news, EC, business/financial pages"

"tickers":[

"2887. TW
, "NB. UL"
,"nl; GBP"
, "sg; NYS"
,"tw 2887
, " us; BCKB"
,"us; NWR'
, "us; NPNY"
, "us; NRSC'
, "us; NYUK"
, "us; RBS"
,"jp;9101”
"] p; 8604"
,"8604. T"
,"au; BBl "

, " BBl . AX"

, " de; NSE"
, " de; NYKF"
,"de; PIG'
, "de; RYSX"
, " gb; NMR"
, " gb; NYQ'
, " gb; RBS"
, "us; RBSP"
, "RBS. L"

1.

"type": "htm",

"lang": "en",

"text": "<p> BANGALORE, Nov 12 (Reuters) - The follow ng
corporate\nfinance-rel ated stories were reported by nmedia on Thursday: </ p>\n\n<p> * A
Royal Bank of Scotland (RBS.L: <a href=\"/stocks/quote?synbol =RBS. L\ ">Quot e</ a>, <a
href =\"/ st ocks/ conpanyPr of i | e?synbol =RBS. L\ ">Prof i | e</ a>, <a
href =\"/ st ocks/ researchReport s?synbol =RBS. L\ " >Resear ch</a>) consortiumwi || nmake a\nA$l.5
billion ($1.4 billion) bid for Australian investnent firm nBabcock &anp; Brown
Infrastructure (BBI) (BBI.AX: <a href=\"/stocks/quote?synbol =BBI . AX\ " >Quot e</ a>, <a
href =\"/ st ocks/ conpanyPr of i | e?synbol =BBI . AX\ ">Profil e</a>, <a
href =\"/st ocks/ researchReport s?synbol =BBI . AX\ ">Resear ch</a>), taking aimat a\nrival
Canadi an proposal, the Australian Financial Review said.\n[|D nSYD473744] </ p>\ n\ n<p> *
Newbri dge Capital [NB.UL], investor George Soros, and\nNormura Hol di ngs (8604.T: <a
href =\"/ st ocks/ quot e?synbol =8604. T\ ">Quot e</ a>, <a
href =\"/ st ocks/ conpanyPr of i | e?synbol =8604. T\">Profil e</a>, <a

"body": {
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http://www.reuters.com/article/allBreakingNews/idUKBNG21287620091112

href =\ "/ st ocks/ r esear chReport s?synbol =8604. T\ " >Resear ch</ a>) have been approached by
Chi nese banks\ninterested in their stakes in Taishin Financial (2887.TW <a

hr ef =\ "/ st ocks/ quot e?synbol =2887. TW " >Quot e</ a>, <a

hr ef =\ "/ st ocks/ conpanyPr of i | e?synbol =2887. TW" >Profile</a>, <a

href =\ "/ st ocks/ r esear chReport s?synbol =2887. TW " >Research</a>) in a\nsale that could be
worth T$30 billion ($923 nillion), the\nCommercial Tines reported

[1 D nTP329108] </ p>\ n\ n<p> * Japanese shi pping firm N ppon Yusen (9101.T: <a

hr ef =\ "/ st ocks/ quot e?synbol =9101. T\ " >Quot e</ a>, <a

href =\ "/ st ocks/ conpanyPr of i | e?synbol =9101. T\ ">Profil e</a>, <a

href =\ "/ st ocks/ resear chReport s?synbol =9101. T\ ">Research</a>) will I|ikely\nraise about 150
billion yen ($1.7 billion) in its first public\nshare offering in 40 years, the Nikke
busi ness daily reported.\n[ID:nT369500]\ n (Conpil ed by Shivani Singh)\n\n</p>\n\n"

"sources": [

]
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PRILOHA E — TECHNICKA DOKUMENTACIA

UkéZka zdrojového kddu metddy odportcania ¢l ankov

require "algorithms/title_recommender/Preprocessing.rb'
require "algorithms/title_recommender/Vectors.rb'
require "algorithms/title_recommender/Simlarity.rb'

class Title_Reconmender

def recomrend(visit)
docunents = Get Recomrendati on(visit.cookie)
recomrendat i on = Reconmmendati on. new
docunents. each do |id]|

recomrendation.itens. build(:sne_id => id)

end
return recomendati on

end

def GetSimlarArticle(id)#vrati hash podobnych cl ankov s hodnot ou
podobnost i
res=Hash. new()
itenvTitler_simlar.find(:first, :conditions => ["sne_id = ?", id])
if(iteme=nil)
return res
el se
res=decode(itemsimlarity)
return res
end
end

def Get Reconmendati on(cooki e, num=10) #odporucani e pre cookie vrati NUM
pocet odporucanych cl ankov

vi sited=Array. new()
vi sitedRecomrArray. new()
recomrend=Array. new()
sim|ar=0
data=Visit.find(:all,
cconditions => ["cookie = ?", cookie],
cselect => "DISTINCT sne_id, recommendation_id',
corder => "happened_at DESC', :limt => 50)
dat a. each do |row
count +=1
i f(row. recomendation_id.to_s!="0")#precital somto
vi sitedRecom push(row. sme_i d)
el se
vi sited. push(row. sme_id)
end
end

#ak neprecital ziadne tak koncine s random, ak nie tak vypocitam
poner kol ko akych odporucit
i f (count ==0)
r ecomrend=get _r andon{ hum cooki e)
return recomrend
el se
simlar=(num(1-(visited.size.to_f/count.to_f))).round
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end

#k precitanym a odporucenym naj dem podobne, ktore este neboli
precitane a ked ich je malo tak doplnimo random
vi si tedRecom shuffl e.each do |itemn]
i f(recomrend. size==simlar)
br eak
end
list=GetSimlarArticle(item.keys
list.each do |simlarA
i f(visitedRecominclude?(sinilarA)==fal se &
visited.include?(sinlarA) ==fal se &&
recomrend. i ncl ude?(si m | arA)==fal se)
recomend. push(sinil arA)
br eak
end
end
end

i f(recomend. si ze<sin | ar)
get _randon(si m | ar-recomrend. si ze, cooki e). each do |randonj
recomend. push(randon)
end
end

#koni ec odporucenych

#k neodporucenym naj dem podobne, ktore neboli precitane a ked ich
je malo tak dopl nimrandom
vi sited. shuffl e.each do |iteni
i f(reconmend. si ze==num)
br eak
end
list=GetSinmlarArticle(item.keys
list.each do |simlarA
i f(visitedRecominclude?(sinilarA)==fal se &
visited.include?(sinlarA) ==fal se &&
recomrend. i ncl ude?(si m | arA)==fal se)
recomrend. push(simlarA)
break
end
end
end

i f (recomrend. si ze<nunj
get _randon( num recomrend. si ze, cooki e) . each do | random
recomend. push(randon)
end
end
#koni ec neodpor ucenych
return reconmmend
end

private
def get_random(num cooki e) #vrati NUM posl edne citanych cl ankov okrem
cl ankov ktore citala COXKIE
tenp=Array. new()
data=Visit.find(:all ,
cconditions =>["cookie != ?", cookie],
:select =>'"DISTINCT snme_id',
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limt => num
corder =>'"happened_at desc')
dat a. each do |iten]
tenp. push(item sme_id)
end
return tenp
end

def encode(data)
resul t=""
dat a. each_pair {| key, value| result+=key+";"+val ue.to_s+"*"}
return result

end

def decode(data)#prevedie zapis z db do spracovatel nej forny -
vektory
pai rs=data.split(/\*/)
resul t =Hash. new()
pai rs.each do | row
temp=row. split(';")
result[tenp.at(0).to_s]=tenp.at(1l).to_f
end
return result
end
end
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PRiILOHA F — OBSAH PRILOZENEHO MEDIA

/Clanky Clanok ECWEB, 1IT.SRC 2010, Navrh ¢lanku do
casopisu

/Data Vzorky dét pouzité pri rieSeni (SME, REUTERS,
kracové slova, stop slova, lematizator)

/Extrakcia dat Metédy pre extrakciu d& (XML —-SME, JSON-

REUTERS, TXT Anotovana vzorka), Nastroj
pouZzity na anotéciu vlastnegj datovej vzorky

/Klucove slova

Metéda pre identifikaciu podstatnych mien —
kracovych slov (dovnik.juls.savba.sk)

/Metoda odporucania

Metdda pre odportcanie v rdmcei portdlu SME.SK

/Podobnost Metéda pre tvorbu reprezentativnych vektorov
avypocet podobnosti
/Praca Text diplomove prace v elektronicke) podobe

/Predspracovanie

Samostatnd metdda pre predspracovanie textu

/RDoc

Technicka dokumentécia
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